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Abstract— In this paper, a methodology for the recursive identification of nonlinear systems in space state
by fuzzy Hammerstein models is presented. The nonlinear static characteristic of the system is approximated
by a Takagi-Sugeno fuzzy model and the linear dynamics by a state space model. The recursive estimation of
the model in state space is performed based on the Markov parameters of the system applied to the algorithm
of minimum realization of system ERA. The experimental results confirm the effectiveness of the presented
methodology applied to the online identification of a nonlinear thermal system.
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tion in the States Space, Markov Parameters.

Resumo— Neste trabalho é apresentada uma metodologia para identificação recursiva de sistemas não lineares
no espaço de estados por modelos de Hammerstein fuzzy. A caracteŕıstica estática não linear do sistema é
aproximada por um modelo fuzzy Takagi-Sugeno e a dinâmica linear por um modelo no espaço de estados. A
estimação recursiva do modelo no espaço de estados é realizada com base nos parâmetros de Markov do sistema
aplicados ao algoritmo de realização mı́nima de sistema (ERA). Os resultados experimentais comprovam a eficácia
da metodologia proposta, aplicada à identificação online de um sistema térmico não linear.

Palavras-chave— Modelos de Hammerstein, Identificação Recursica de Sistemas, Modelagem Fuzzy, Respre-
sentação de Sistemas no Espaço de Estados, Parâmetros de Markov.

1 Introdução

O grande esforço realizado para melhorar e
desenvolver novas técnicas de modelagem é con-
sequente do aumento cont́ınuo da complexidade
dos sistemas modernos. A identificação online
de sistemas dinâmicos vem tendo um desenvol-
vimento acentuado nos últimos tempos. Isto se
deve principalmente ao grande avanço em áreas
como automação de processos industriais, com o
desenvolvimento de controle baseado em modelo
(adaptativo e preditivo), simulações de processos,
predições e análises de carateŕısticas de sistemas
(Abonyi et al., 2000).

Vários métodos para identificar sistemas e
suas não linearidades são estudados atualmente.
Os modelos constrúıdos por blocos interconec-
tados consistem em blocos lineares dinâmicos
conectados a blocos estáticos não lineares. Mode-
los de Hammerstein são um caso onde modela-se
um bloco estático não linear em cascata com um
bloco dinâmico linear (Hammar et al., 2015).

Neste artigo a identificação do modelo de
Hammerstein é realizada de forma recursiva a par-
tir de conjunto de dados dinâmicos e, portanto,
não depende da aplicação de sinais especiais para
estimação da não linearidade estática como em
outras metodologias propostas na literatura. Ou-

tra caracteŕıstica vantajosa dessa metodologia di-
ante de outras já citadas é a aplicação de um sis-
tema fuzzy Takagi-Sugeno para modelar o bloco
não linear estático. Neste trabalho, o sistema
fuzzy Takagi-Sugeno funciona como um aproxi-
mador universal de funções através da interpola-
ção fuzzy, não sendo necessário, assim, conhecer
a forma da não linearidade previamente, como no
caso da aproximação por polinômios.

2 Formulação do Modelo de
Hammerstein Fuzzy Recursivo no

Espaço de Estados

Modelos de Hammerstein consistem na conexão
série de dois blocos, como apresentado na Fig 1.
O bloco referente à função f(.) descreve a não li-
nearidade estática e precede o bloco que descreve
a dinâmica linear do sistema representada pelas
matrizes de estado AH , BH , CH e DH (Hammar
et al., 2015).

2.1 Modelo Estático não Linear Fuzzy Batelada

A função f(.) pode ser formulada como vk =
f(uk). Neste trabalho, a função estática não li-
near, f(.), é aproximada por um sistema de in-
ferência fuzzy Takagi-Sugeno, que é caracterizado
por uma base de regras fuzzy SE-ENTÃO, cuja
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Figura 1: Modelo de Hammerstein no espaço de
estados.

estrutura é dada por:

Ri : SE uk é A
i ENTÃO vik = f i(uk) (1)

para i = [1, R], onde R é o número de regras,
a entrada uk é a variável do antecedente no k-
ésimo instante de tempo, Ai é o i-ésimo conjunto
fuzzy do antecedente e vik é a variável do conse-
quente, com f i correspondendo ao modelo linear
local. Sendo µi(uk) ∈ [0, 1] o grau de ativação da
i-ésima regra, para i = [1, R], o grau de ativação
normalizado é dado por:

λi(uk) =
µi(uk)
R∑
j=1

µj(uk)

(2)

A sáıda do modelo fuzzy TS é dada por:

vk =

R∑
i=1

λi(uk)f i(uk) (3)

com
R∑
i=1

λi = 1.

Neste artigo, esta etapa da identificação é rea-
lizada através do algoritmo de Agrupamento Sub-
trativo (Angelov and Filev, 2004). Para tanto,
usa-se todos os pontos de dados, z = [uT ; y]T ,
como protótipos de centros de clusters candida-
tos, zi∗ = [uk yk]. A capacidade de um ponto ser
definido como um centro de cluster é avaliada pela
medida do seu potencial, dado por:

Pk =
1

N

N∑
j=1

e−α||zk−zj ||
2

k = [1, N ] (4)

A estimação dos parâmetros do consequente
e por conseguinte o sinal intermediário vk se dá
pela equação (3), sendo a função f i(uk) dada por:

f i(uk) =
ȳi

ūi
uk (5)

Considerando-se, ρi = ȳi

ūi , onde ρi é o ganho
estático do sistema na i-ésima região de operação,
a sáıda do sistema fuzzy Takagi-Sugeno, dada por:

vk =

R∑
i=1

λi(uk)ρiuk (6)

O procedimento de Agrupamento Subtrativo
compreende os seguintes passos (Angelov and Fi-
lev, 2004):

1. A amostra com maior potencial é escolhida
como centro do primeiro cluster

P 1∗ =
N

max
k=1

Pk (7)

onde P 1∗ é o potencial do primeiro centro.

2. O potencial de todas as demais amostras é
reduzido como segue, depois de R clusters se-
rem encontrados

Pk = Pk − P i∗e−β||zk−z
i∗||2 (8)

onde P i∗ é o potencial do i-ésimo centro, i =
[1, R]; k = [1, N − R]; β = (4/r2

b ); sendo rb
uma constante positiva dada por rb = 1, 5ra.

3. São definidas duas condições para criação de
novos clusters em função do potencial má-
ximo, P 1∗: limite inferior, εP 1∗, e limite su-
perior, ε̄P 1∗. Um ponto é eleito como um
novo centro de cluster se o potencial desse
ponto for maior que o limite superior. Com
ε = 0, 15 e ε̄ = 0, 5.

4. Se o potencial da amostra candidata a centro
de cluster, zk, estiver entre os limites inferior
e superior, um novo centro é criado caso a
condição seguinte seja satisfeita

δmin
ra

+
P i∗

P 1∗ ≥ 1 (9)

onde δmin é a menor distância entre a amostra
candidata a centro, zk, na k-ésima interação,
e todos os centros já fixados.

2.2 Modelo Dinâmico Linear Recursivo no Es-
paço de Estados

A estimação recursiva das matrizes de estado do
sistema linear, AH , BH , CH e DH , se dá através
do aloritmo de realização de autosistema, ERA
( do inglês - Eigensystem Realization Algorithm)
(Juang and Phan, 2001).

2.2.1 Estimação Recursiva dos Parâme-
tros de Markov do Sistema

O bloco linear da Fig 1 pode ser expresso por meio
da seguinte equação:

xk+1 = AHxk +BHvk

yk = CHxk +DHvk

(10)

onde AH ∈ Rn×n, BH ∈ Rn×1, CH ∈ R1×n e
DH ∈ R1×1 são os parâmetros do modelo linear,
xk ∈ Rn×1 é o vetor de estados do sistema, yk é
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a sáıda do sistema e vk é a entrada, que corres-
ponde à sáıda do modelo estático não linear fuzzy,
no instante de tempo k. Para se obter as matrizes
de estado são necessários os parâmetros de Mar-
kov do sistema (Wu et al., 2015).

Inserindo-se um observador de estados em
(10) e realizando as operação necessárias (Wu
et al., 2015), obtém-se:

xk+1 = ĀHxk + B̄Hwk

yk = CHxk +DHwk

(11)

onde ĀH = AH+MCH , B̄H = [BH+MDH ,−M ],

wk =

[
vk
yk

]
e M é a matriz de ganho do obser-

vador.
Resolvendo a equação (11) em função das ma-

trizes com ĀH , B̄H , CH e DH , de vk e wk, para
j = 0, 1, ...k, fazendo x0 = 0, obtém-se:

yk =
k∑
j=1

CH(ĀH)j−1B̄Hwk−j +DHvk (12)

Se a relação entrada e sáıda no instante k pode
ser expressa por um número finito de parâmetros,
p, suficientemente grande que implique (ĀH)p ≈ 0
a expressão (12) pode ser reescrita como

yk =
p∑
j=1

CH(ĀH)j−1B̄Hwk−j +DHvk (13)

onde Ȳ j
k = CH(ĀH)j−1B̄H é o j-ésimo parâmetro

de Markov do observador e Ȳ0 = DH .
Para que os p parâmetros de Markov do obser-

vador sejam estimados usando dados de entrada v,
e sáıda y, onde v e y são vetores com dados ob-
tidos até o instante k, reescreve-se (13) na forma
matricial:

Zk = ȲkVk (14)

onde Zk =
[
yp+1 yp+2 yp+2 yp+2 · · · yk

]
é o vetor de sáıda, Ȳk =[
DH CHB̄H CĀHB̄H · · · CHĀ

p−1
H B̄H

]
é o vetor de parâmetros de Markov do observador

e Vk =


vp+1 vp+2 · · · vk−1

wp wp+1 · · · wk−2

...
...

. . .
...

w1 w2 · · · wk−p−1

 é a matriz

de regressores para k > p. Aplicando-se a técnica
de mı́nimos quadrados em (14) como em (Wu
et al., 2015), tem-se:

Ȳk = ZkV
T
k [VkV

T
k ]−1 (15)

A estimação de Ȳk por (15) requer a inver-
são da matriz [VkV

T
k ] que possui tamanho elevado.

Esta operação pode provocar instabilidade núme-
rica no algoritmo além de apresensar elevado custo
computacional. A fim de evitar tais problemas, o

vetor de parâmetros de Markov do observador é es-
timado recursivamente como em (Wu et al., 2015).

O ı́ndice k no vetor Ȳk indica que são conside-
rados nesse cálculo apenas dados dispońıveis até
esse instante k. Quando novos dados estiverem
dispońıveis no instante k + 1, a equação (15) será
atualizada para:

Ȳk+1 = Zk+1V
T
k+1[Vk+1V

T
k+1]−1 (16)

onde Ȳk+1 = [Ȳk yk+1] e Vk+1 = [Vk φk+1].

Definindo-se uma matriz Θk+1, como segue:

Θk+1 = [Vk+1V
T
k+1]−1 (17)

e expandindo-a em termo dos elementos de (16),
tem-se:

Θk+1 = [[Vk φk+1][Vk φk+1]T ]−1 (18)

Desenvolvendo-se a expressão (18), obtém-se:

Θk+1 = [Θ−1
k + φk+1φ

T
k+1]−1 (19)

A forma como (19) está disposta permite a
aplicação do Lema da Matriz Inversa (Wu et al.,
2015) para simplificação do processo de inversão
da matriz [Θ−1

k + φk+1φ
T
k+1]−1, que, assim como

em (17), trata-se de uma matriz de ordem elevada,
onde Θk+1 passa a ser dado por (20):

Θk+1 = Θk

[
I − φk+1φ

T
k+1Θk

1+φT
k+1Θkφk+1

]
(20)

Substituindo-se (20) em (16), tem-se:

Ȳk+1 = Ȳk + [yk+1 − Ȳkφk+1]
φT
k+1Θk

1+φT
k+1Θkφk+1

(21)
onde Θk é uma matriz diagonal com valores na
ordem entre 102 e 105.

Considerando-se:

Gk+1 =
φT
k+1Θk

λ+φT
k+1Θkφk+1

(22)

ŷk+1 = Ȳkφk+1 (23)

onde Gk+1 é um vetor de ganho, λ é um fator
de esquecimento adicionado ao algoritmo [Ljung,
1998] e ŷk+1 é a sáıda estimada no instante k+ 1,
as equações (20) e (21) são reescritas, respectiva-
mente, como:

Ȳk+1 = Ȳk + [yk+1 − ŷk+1]Gk+1 (24)

Θk+1 = λ−1Θk [I − φk+1Gk+1] (25)
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A resolução recursiva da sequência de equa-
ções (22), (24) e (25), fornece os parâmetros de
Markov do observador a cada instante de tempo
k.

Rearranjando o vetor Ȳk como na sequinte
equação (Wu et al., 2015):

Ȳk =
[
Ȳ

(1)
k − Ȳ

(2)
k

]
k = 1, 2, 3, ... (26)

onde os ı́ndices (1) e (2) indicam as partições de
Ȳk como:

Ȳ
(1)
k = CH(AH +MCH)k−1(BH +MDH)

(27)

Ȳ
(2)
k = CH(AH +MCH)k−1M (28)

os parâmetros de Markov do sistema podem ser
estimados recursivamente usando as seguintes re-
lações (Wu et al., 2015):

Y0 = Ȳ0 (29)

Yk = Ȳ
(1)
k −

k∑
j=1

Ȳ
(2)
j Yk−j (30)

para k = 1, ..., p.
e,

Yk = −
p∑
j=1

Ȳ
(2)
j Yk−j (31)

para k = p+ 1, ..., N , onde N é o número total de
amostras

2.2.2 Estimação Recursiva das Matrizes
de Estado do Bloco Linear

A implementação do algoritmo ERA inicia-se com
a construção das Matrizes de Hankel. Os parâme-
tros α e β são constantes inteiras positivas defini-
das por βr ≥ αm (Juang and Phan, 2001).

H0 =


Y1 Y2 · · · Yβ
Y2 Y3 · · · Yβ+1

...
...

. . .
...

Yα Yα+1 · · · Yα+β−1

 (32)

A matriz H0 apresenta rank n, onde n é o nú-
mero de estados ou ordem do sistema e é limitado
por n ≤ αm.

H1 =


Y2 Y3 · · · Yβ+1

Y3 Y4 · · · Yβ+2

...
...

. . .
...

Yα+1 Yα+2 · · · Yα+β

 (33)

O próximo passo para obtenção das matrizes
de estado do sistema linear é a aplicação da De-
composição em Valores Singulas (SVD) na matriz
H0.

H0 = RΣST (34)

onde

Σ =

[
Σn 0
0 0

]
(35)

e,

Σn = diag
[
σ1, σ2, · · · , σi, σi+1, σn

]
(36)

é uma matriz diagonal composta pelos n valores
singulares não nulos ou considerados mais signifi-
cativos de H0.

Em seguida, são definidas as matrizes Rn e
Sn, formadas pelas n primeiras colunas das ma-
trizes R e S, respectivamente. É a partir das ma-
trizes Rn e Sn que se obtém as matrizes de con-
trolabilidade, Mc, e observabilidade, Mo, do sis-
tema (Wu et al., 2015). Supondo-se que se trata
de um sistema controlável e observável, estas ma-
trizes apresentam o mesmo rank, n, da matriz de
Hankel, H0, e garantem a realização mı́nima do
sistema, como segue:

Mc = Σ1/2
n STn (37)

Mo = RTnΣ1/2
n (38)

H0 = MoMc (39)

Por fim, calcula-se as matrizes de estado do
sistema linear, como segue:

AH = (Σn)
− 1

2 (Rn)
T
H1 (Sn) (Σn)

− 1
2 (40)

BH = primeira coluna de Mc (41)

CH = primeira linha de Mo (42)

DH = Y0 (43)

3 Resultados Experimentais

Nesta seção são apresentados os resultados ex-
perimentais obtidos através da utilização da téc-
nica de identificação apresentada neste artigo apli-
cada a uma planta térmica. O sistema térmico
usado é composto por uma torradeira monofásica
de 220 Volts em corrente alternada, com tempera-
tura funcional no intervalo entre 25 oC e 265 oC,
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um módulo CompactRIO 9073, um módulo de en-
trada analógica NI 9219, um módulo de sáıda ana-
lógica NI 9263, um sensor de temperatura LM 35,
um atuador CI TCA 785 e um supervisório imple-
mentado no software LabV IEWTM (Laboratory
Virtual Instrument Engineering Workbench).

Para se obter os dados de entrada e sáıda usa-
dos na identificação e validação foram realizados
testes dinâmicos no sistema térmico. Os dados co-
letados foram amostrados a cada 1 segundo. Na
Fig 2 são apresentados os dados de identificação.
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Figura 2: Dados de identificação: dados experi-
mentais de entrada (a), e sáıda (b).

3.1 Estimação Paramétrica da não Linearidade
Estática

A estimação dos parâmetros do antecedente do
modelo fuzzy Takagi-Sugeno foi realizada em uma
etapa batelada através do Agrupamento Subtra-
tivo, atribuindo-se um raio, ra, de 0,2. Foram
obtidos seis clusters do tipo z∗i = [ūi ȳi]. A par-
tir dos valores de z∗i, determinou-se o ganho ρi da
planta em cada região de operação.

Dentre as várias possibilidades de se repre-
sentar a estrutura da não linearidade, os parâme-
tros do consequente foram mapeados através do
seguinte conjunto de regras:

R1 : SE uk é A
1 ENTÃO v1

k = 1, 0252uk
R2 : SE uk é A

2 ENTÃO v2
k = 1, 0773uk

R3 : SE uk é A
3 ENTÃO v3

k = 1, 1832uk
R4 : SE uk é A

4 ENTÃO v4
k = 1, 2876uk

R5 : SE uk é A
5 ENTÃO v5

k = 1, 1122uk
R6 : SE uk é A

6 ENTÃO v6
k = 1, 1162uk

(44)
Também foram realizados testes estáticos no

sistema real para o levantamento da sua curva es-

tática real. Na Fig 3, tem-se a curva estática real
do sistema bem como a curva estática obtida atra-
vés do modelo fuzzy Takagi-Sugeno de (44).
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Figura 3: Comparação entre a curva estática real
e a curva estática estimada pelo modelo fuzzy
Takagi-Sugeno.

3.2 Estimação Paramétrica Recursiva do Modelo
Dinâmico Linear

Para estimação recursiva dos parâmetros do mo-
delo linear, através do ERA, considerou-se: p =
10, α = 100, β = 300 e λ = 0.98. Na Fig 4,
tem-se os valores singulares da matriz de Hankel,
H0. Identifica-se que apenas dois valores singu-
lares são significativos, ou seja, o conjunto de da-
dos, v e y, utilizado para a identificação do modelo
dinâmico linear juntamente com as condições de
obtenção dos parâmetros de Markov e das matri-
zes do sistema, resultou em uma realização cujo
modelo apresenta ordem 2.
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Figura 4: Valores singulares da matriz de Hankel
H0.

Como forma de comprovar a estimação recur-
siva dos parâmetros do modelo dinâmico linear,
bem como a convergência dos mesmos, nas Figs
5,6,7 e 8 tem-se as variações paramétricas das ma-
trizes AH , BH , CH e DH , respectivamente.

Na Fig 9 tem-se a validação do modelo de
Hammerstein com conjunto de dados diferente da
identificação.

4 Conclusões

A identificação do bloco não linear através do sis-
tema fuzzy Takagi-Sugeno se mostrou satisfatória
por permitir a estimação do sinal intermediário,
v. Além do mais, trata-se de uma estrutura não
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Figura 5: Variação Paramétrica AH .
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Figura 6: Variação Paramétrica BH .

fixa, ou seja, é capaz de modelar os diversos ti-
pos de não linearidades que possam estar presen-
tes na entrada de um sistema dinâmico não linear.
Já a identificação do bloco linear, de forma on-
line, através do ERA, apresentou bom desempe-
nho na realização mı́nima do sistema. Assim, os
resultados apresentados neste artigo por meio dos
gráficos de validação e erro quadrático, demostra-
ram que tanto a aproximação da etapa não linear
quanto da linear foram consideradas satisfatórias
na identificação da planta térmica.
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Figura 9: Comparação entre a sáıda da planta
e a sáıda estimada pelo modelo de Hammerstein
fuzzy.
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