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Abstract— This paper presents the performance of an olfactory sensory device in the identification of contaminants in milk, this
adulteration usually includes chemicals such as formaldehyde, sodium hydroxide and urea. The device, known as e-nose or elec-
tronic nose, is an embedded system composed of an array of non-selective chemical sensors associated with an artificial neural
network for the recognition of aromatic profiles. Samples were collected from five commercial brands of UHT (Ultra High Tem-
perature) milk and subjected to the addition of different concentrations of contaminants- urea, sodium hydroxide and formalde-
hyde - in total 40 samples were analyzed and from them more than 160 samples were created by resampling bootstrap. For the
recognition and classification of each contaminant a neural network Multilayer Perceptron showed satisfactory performance rec-
ognizing all contaminants from the set of test samples, 97,1% of samples used for training were correctly classified as 95,7% of
validation samples, for the adjustment of network parameters was used the sequential simplex optimization method. The differ-
ential of this device compared to other physico-chemical analysis methods include low cost, real-time response, portability and
simple interface.

Keywords— electronic nose, discrimination of milk, artificial neural networks, MOS sensors.

Resumo— Este trabalho demonstra o desempenho de um dispositivo sensorial olfativo na identificagdo de contaminantes no lei-
te. Tal adulteragdo geralmente inclui produtos quimicos como formaldeido, hidroxido de sédio e ureia. O dispositivo, mais co-
nhecido como e-nose ou nariz eletrdnico, é um sistema embarcado composto por uma matriz de sensores quimicos néo seletivos,
associada a uma rede neural artificial para o reconhecimento de perfis arométicos. Amostras foram recolhidas de cinco marcas
comerciais de leite UHT (Ultra High Temperature) e submetidas a adi¢do de diferentes concentragdes de contaminantes - ureia,
hidroxido de sédio e formaldeido-, ao todo 40 amostras foram analisadas e a partir delas mais 160 amostras foram criadas por re-
amostragem bootstrap. Para o reconhecimento e classificacdo de cada adulterante uma rede neural do tipo MLP (Multilayer Per-
ceptron) apresentou desempenho satisfatério reconhecendo todos os contaminantes do conjunto de teste, das amostras utilizadas
para treinamento da rede 97,1% foram corretamente classificadas bem como 95,7% das amostras de validag&o, para o ajuste dos
parametros da rede foi empregado o método de otimizacéo simplex sequencial. O diferencial deste dispositivo comparado a ou-

tros métodos de anélise fisico-quimicas inclui seu baixo custo, resposta em tempo real, portabilidade e interface simples.

Palavras-chave— nariz eletronico, discriminacéo do leite, redes neurais artificiais, sensores MOS.

1 Introdugéo

O leite € um dos alimentos mais consumidos no
mundo e um dos mais sujeitos a sofrer adulteracBes
sejam pela adicdo de 4gua ou até mesmo produtos
quimicos o que reduz o seu valor nutricional além de
representar um sério risco a sadude do consumidor.
Tradicionalmente a analise do leite é realizada por
métodos laboratoriais analiticos como a cromatogra-
fia gasosa associada a espectrometria de massas.
Geralmente essas técnicas sdo caras e demoradas.

Dentre os fatores de qualidade do leite, o aroma
€ um dos mais importantes podendo dizer muito a
respeito da integridade do produto. Uma ferramenta
relativamente nova para monitorar a qualidade dos
alimentos baseada apenas na percepcdo do cheiro € o
nariz eletrénico ou e-nose que leva em consideracdo
o carater global do cheiro tal como ocorre com o
sistema olfativo humano (Marsili, 1995). Um nariz
eletrénico é geralmente composto por um sistema de
sensores quimicos e um sistema eletronico associado
a técnicas de inteligéncia artificial para o reconheci-
mento de padrdes (Pioggia, 2007).

Usando um conjunto de diversos sensores que
respondem & diversos compostos, podem ser identifi-
cados vapores, gases e misturas de gases. Dentre 0s
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tipos de sensores a serem empregados em narizes
eletrdnicos os sensores do tipo MOS (Metal Oxide
Semiconductor) demonstram boa sensibilidade aos
vapores organicos (ppm ou mesmo ppb) para uma
grande abrangéncia de compostos quimicos (Marsili,
1995).

As respostas dos diferentes sensores podem ser
decompostas de modo a permitir a identificacdo e
quantificacdo dos diferentes compostos quimicos
presentes na amostra usando um software para anali-
se a partir dos padrbes registrados ou uma rede neu-
ral artificial (Ouellette, 1999).

Dentre as principais vantagens das redes neurais
artificiais comparadas a metodologias estatisticas
consagradas como, por exemplo, a analise de com-
ponentes principais (ACP) a principio amplamente
empregada na discriminagdo de perfis aroméaticos em
narizes eletrénicos (Hair et al, 2005), est na possibi-
lidade de realizar o mapeamento de relagdes comple-
xas e ndo-lineares entre multiplas variaveis de entra-
da e saida. A construcdo das regras de classificagdo
baseadas apenas nos dados disponiveis, sem a impo-
sicdo de um modelo a priori é outro atrativo da técni-
ca (Sablani,2008).

A rede neural do tipo perceptron de maltiplas
camadas tém sido amplamente utilizada na classifi-
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cacdo de padrdes em conjunto com o nariz eletrénico
(Deisingh et al, 2004). Seu treinamento é realizado
de forma supervisionada através do consagrado algo-
ritmo de retropropagacédo de erro, o qual é baseado
na regra de aprendizagem por corre¢do de erro
(Haykin,2001).

O desempenho da rede esta intrinsicamente rela-
cionado a sua arquitetura e a escolha dos parametros
de treinamento. Dependendo da escolha a aprendiza-
gem pode ficar presa em um minimo local ou con-
vergir lentamente (Linder and Poppl, 2003). Para
sistemas que trabalham em tempo real é importante
reduzir o tamanho da amostra de treinamento pela
retirada de dados redundantes, para aumentar a velo-
cidade de processamento (Hammond et al., 2004).

Narizes eletrénicos tém sido bastante aplicados
na industria de laticinios para classificacdo e reco-
nhecimento do prazo de validade do leite (Capone et
al., 2000), de leite UHT e leite pasteurizado (Capone
et al., 2001), off-flavors no leite (Marsili, 1999),
origem geografica de produtos lacteos (Collier et al.,
2003), cultura de bactérias no leite (Magan et al.,
2001), triagem de aroma - bactérias produtoras de
4cido lacteo (Marilley et al., 2004), avaliacdo da
qualidade (O’riordan and Delahunty, 2003), e reco-
nhecimento de diferentes tipos de leite (Brudzewski
et al., 2004). Entretanto, ainda nao ha relatos da apli-
cacdo do nariz eletrbnico para o reconhecimento de
substancias quimicas adulterantes no leite.

O presente trabalho teve como objetivo o desen-
volvimento de um nariz eletrénico portatil capaz de
reconhecer diferentes substancias adulterantes no
leite sendo as principais: ureia, hidréxido de sodio e
formaldeido. O dispositivo é composto por uma
matriz de sensores MOS, um sistema microcontrola-
do para o processamento de sinais e uma rede neural
do tipo Multilayer Perceptron para reconhecimento
dos perfis aromaticos de cada contaminante.

2 Meétodos

2.1 Nariz Eletrénico

Para a construgdo da matriz sensorial foram uti-
lizados trés sensores do tipo MOS (Metal Oxide
Semiconductor), tais sensores mostraram-se ideais
devido ao seu baixo custo, alta sensitividade e prin-
cipalmente por atender a proposta de um e-nose,
sendo individualmente ndo seletivos, isso significa
que um mesmo sensor é capaz de responder a uma
ampla gama de VOCs (Volatile Organic Com-
pounds).

A tabela a seguir apresenta a especificidade dos
sensores utilizados.

Tabela 1. Especificidade dos sensores MOS.
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MQ138 Formaldeido, benzeno, Tolueno,
Alcool, Acetona, Propano, gas hi-
drogénio
MQ137 Ambnia

Sensor Especificidade

MQ3 Alcool, etanol e fumaca
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Para embarcacdo do algoritmo de controle foi
escolhido a placa de desenvolvimento Arduino UNO
baseada no microcontrolador ATMega 328P de ar-
quitetura AVR cuja funcdo é fazer a aquisicdo do
sinal gerado pela matriz sensorial e calibrar cada
sensor quando necessario.

Para o desenvolvimento da rede neural foi utili-
zado o software Matlab® devido a sua diversidade de
ferramentas, por apresentar uma linguagem de pro-
gramacdo simples e alto desempenho. A comunica-
cao serial permite a aquisicdo de todos os dados
fornecidos pelo Arduino e posteriormente sua mani-
pulacéo.

Uma camara de amostragem (Fig. 1) foi projeta-
da de modo a acoplar a matriz sensorial e permitir a
entrada, permanéncia e saida dos gases de interesse.
Na base da cdmara foi acoplado um aquecedor cujo
controle é feito pelo controlador de temperatura mi-
croprocessado TCM58 com tecnologia baseada em
microcontrolador RISC de alto desempenho calibra-
do para manter o aquecedor a temperatura constante
de 200°C a fim de facilitar a liberacdo dos VOCs
presentes no leite e proporcionar rapidez na aquisicdo
das medidas.

&

s
2

Figura 1. Camara de amostragem

2.2 Preparagdo das amostras

Foram analisadas cinco marcas comerciais de
leite UHT sendo todas as amostras recolhidas de
lotes diferentes. Como substancias adulterantes fo-
ram utilizadas formaldeido, uréia e hidroxido de
s6dio por serem apontadas como as principais subs-
tancias utilizadas para adulterar o leite. Uma micro-
pipeta de alta precisdo da Digipet e uma balanca
quimica da Bel Enginnering foram utilizadas, permi-
tindo mensurar quantidades muito pequenas de cada
contaminante. Cada amostra contendo 10 ml de leite
UHT com uma quantidade especifica de um determi-
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nado contaminante era acondicionada cerca de 10
minutos a temperatura ambiente, em seguida levada a
camara de amostragem onde permaneceu durante 2
minutos e meio a temperatura de 200°C. Para um
mesmo lote, quatro medidas (leite puro - leite com
ureia - leite com formol - leite com hidroxido de
sodio) eram realizadas por dia, resultando num banco
de dados amplo e diversificado para classificacdo
posterior.

2.3 Normalizacéo e reamostragem bootstrap

Quando submetidos aos VOCs presentes no leite
0s sensores MOS tiveram sua condutividade alterada
resultando numa curva caracteristica, a area sob cada
curva foi entdo numericamente integrada resultando
num vetor de entrada com trés valores para cada
amostra.

Antes de serem submetidos a rede neural, os ve-
tores de entrada foram normalizados por Min-max de
modo que todas as varidveis de entrada apresentas-
sem a mesma ordem de grandeza evitando assim que
a rede neural atribuisse maior importancia a determi-
nada varidvel devido apenas a sua magnitude
(Bishop, 1995).

O primeiro banco de dados era composto por 40
amostras, quantidade pequena para ser dividida em
um conjunto de teste e outro de treinamento. A rea-
mostragem bootstrap permitiu a obtencdo de novos
vetores de entrada mediante a geracdo de dados alea-
torios com mesma média e desvio padrdo que oS
originais, ao todo foram criadas mais 160 amostras,
isso facilitou o treinamento da rede neural sem a
necessidade de realizar novas medidas. No geral,
70% das amostras foram utilizadas para treinamento,
15% para validacéo e 15% para teste.

2.4 Multilayer Perceptron (MLP)
Utilizando o Neural Network Toolbox, ferramen-
ta disponivel no software Matlab uma rede neural do

tipo Multilayer Perceptron foi elaborada. O modelo
de um neurdnio para esse tipo de rede é dado na Fig.

Y1—¥ Wkl

Y2 —3 Wk2

° ()
[ ]

> Yk

Ym—» Wkm

Figura 2. Modelo de um neurdnio numa rede MLP

O somatdrio realizado em cada neurdnio N' de
uma rede de L camadas é chamado de campo local
induzido (1), posteriormente ele é aplicado em uma
funcdo de ativacdo ndo linear (2) que produzira a
saida do neurdnio (Haykin, 2001).
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Ik
VL: Z WLmYﬁll ,onde k=1,2...,N! 1)
m=0
e 1=1,2,..., L.
Yi=o(Vi) ,onde k=1,2...N' @

el=1,2,...,L

Para m=0, Y:!=1 e W}, é denominado bias, sua
funcdo é aumentar ou diminuir a entrada liquida da
funcdo de ativacdo. A funcdo de ativacdo aqui em-
pregada foi a sigmdide logistica (3).

1,2...N!
3)

A inclinagdo da funcdo logistica a ¢ um dos pa-
rametros da rede a ser otimizado.

Para o treinamento da rede foi empregado o al-
goritmo de retropropagacdo onde 0s pesos sdo ajus-
tados de acordo com a saida apresentada pela rede. A
cada interacdo a resposta da rede é subtraida da res-
posta desejada gerando um sinal de erro que é retro-
propagado através das conexfes sinapticas ajustando
0S pesos (4).

When (04 1)=Wh, (0)+pAWL,, (n-1) 13} Y5

4)
k=1,2...,Nil=1,2,..., Lim=12,...,j,;n=0,1,2,...

Sendo:
ex®, (Vi) D
1_
0= '+l 1y 1+ 1
0N (Vk)z 8m Wim(n)  (II) (5)
k=1,2....Nil=1,2,..., Lim=1.2,...j,
ekde-ok , k=1 ,2. . .,N1 (6)

| - Para o neurdnio k da camada de saida.
Il - Para o neurdnio k da camada 1.

O termo W4, (n+1) é 0 novo peso sinaptico apli-
cado na interagdo posterior e AW, (n-1) é a corre-
cdo dos pesos realizada na interacdo anterior, p é a
constante de momento e n é a taxa de aprendizagem.
O gradiente local de cada neurdnio é dado por &}, o
sinal de erro e, € igual a resposta desejada d,, menos a
produzida pela rede oy.

O processo de aprendizado se repete por varias
épocas até os pesos sinapticos e bias se tornarem
aproximadamente constantes e o erro quadratico
médio (7) convergir para um valor minimo.
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(7)

| N C
EQMzﬁz Z et (n)

n=1 k=1

Na equagdo acima N é o tamanho do conjunto de
treinamento e C 0 nimero de neurbnios na camada
de saida.

A fim de maximizar a porcentagem de classifi-
cacdo correta e consequentemente minimizar o erro
quadratico médio o método simplex sequencial foi
aplicado na otimizacdo dos seguintes parametros:;
inclinacdo da funcdo de ativacdo, taxa de aprendiza-
gem, constante de momento e a quantidade de neurd-
nios na camada intermediaria.

3 Resultados e Discussdes

Nos sensores MOS a deteccdo de uma determi-
nada substdncia ocorre quando reacGes de catalise
ocorrem na superficie do sensor alterando sua resis-
téncia de maneira inversamente proporcional a con-
centracdo do analito.

As figuras a seguir mostram a resposta da matriz
sensorial a quatro amostras (leite puro, leite com
ureia, leite com hidréxido de sodio e leite com for-
maldeido) a 200°C.
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Figura 3. Resposta dos sensores a 10 ml de leite puro
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Figura 4. Resposta dos sensores a 10 ml de leite puro com 0,064g
de ureia
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Figura 6. Resposta dos sensores a 10 ml de leite puro com 0,05ml
de formaldeido

Foi constatado que todos 0s sensores apresenta-
ram rapida adsorcdo e dessorcdo cinética variando
sua condutancia em até 50% em dois minutos e meio.
Para todas as medidas realizadas observou-se que um
mesmo sensor responde de forma distinta a amostras
diferentes e que para medidas realizadas hum mesmo
ambiente sem varia¢Ges consideraveis de temperatura
e umidade a variacdo de condutividade pra cada
amostra manteve-se constante demostrando que o0s
sensores apresentam boa repetitividade.

Em relacdo a otimizacdo dos pardmetros da rede
neural aplicando a metodologia simplex sequencial o
melhor desempenho de classificagdo com menor erro
quadratico médio foi obtido com taxa de aprendiza-
gem igual a 0,93, constante de momento igual a 0,6 e
inclinacéo da funcdo de ativacdo igual & unidade.

A arquitetura da rede foi definida de acordo com
a dimensdo dos vetores de entrada e a quantidade de
classes de saida, sendo utilizado, portanto 3 neur6-
nios na camada de entrada e 4 neur6nios na camada
de saida, a quantidade suficiente de neurdnios na
camada intermedidria ficou definida entre 3 a 5 neu-
rénios. Observou-se que o uso de mais de 5 neur6-
nios na camada intermediaria apesar de resultar em
um erro quadratico médio menor para o conjunto de
treinamento a capacidade de generalizacdo da rede
para novos vetores de entrada era reduzida, esse
comportamento é conhecido como overtrainig.

O modo sequencial de treinamento mostrou-se
mais adequado ao problema em questdo em relacéo
ao modo batelada, pois uma vez que a apresentacdo
dos padrdes a rede é realizada de modo aleatério o
espaco de busca dos pesos sinapticos é feito de modo
mais amplo, além disso, esse modo foi capaz de
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contornar padr@es redundantes no banco de dados,
tudo isso reduziu a possibilidade do algoritmo de
treinamento ficar preso em um minimo local.

A aplicacdo dos parametros otimizados e 0 mo-
do sequencial de treinamento permitiu uma classifi-
cacdo correta de 100% do conjunto de teste, para as
amostras de validacdo a porcentagem de classifica-
¢do correta situou-se em torno de 95,7% e para o
conjunto de treinamento essa taxa chegou a 97,1%
em média. Estas e outras variaveis de desempenho
como o erro quadratico médio e nimero de épocas de
treinamento sdo mostrados na tabela 2.

Tabela 2. Desempenho da rede neural.

Erro quadratico médio 0,0021+0,0007

NUmero de épocas 7010

Classificacdo correta das
amostras de validagéo

95,7% £ 1,3%

Classificacdo correta das
amostras de treinamento

97,1% £0,7%

Classificacdo correta das 100%

amostras de teste

Estes resultados sé foram possiveis pelo empre-
go da otimizacdo simplex sequencial dos parametros,
a aplicacdo do booststrap na geracdo de um amplo e
diversificado conjunto de treinamento e pela norma-
lizacdo adequada dos vetores de entrada.

Um ponto altamente positivo da incorporacdo da
rede neural ao nariz eletrbnico é que esta permitiu
amenizar o efeito de sinais ruidosos e interferéncias
aos quais estdo sujeitas as medidas elétricas pelo fato
de possibilitar a inclusdo prévia de informacbes ao
longo do seu desenvolvimento simplificando o proje-
to e aumentando a velocidade de resposta.

4 Concluséo

A incorporacdo da rede neural Multilayer Per-
ceptron ao nariz eletrénico resultou na elaboragéo de
uma ferramenta relativamente nova e extremamente
eficaz que muito auxiliara no controle da qualidade
do leite. Sua portabilidade permite 0 acompanhamen-
to de todo o ciclo produtivo do leite reduzindo subs-
tancialmente os indices de fraudes do produto; seu
baixo custo, facilidade de operacéo e a ndo utilizacdo
de reagentes quimicos ndo exige mao de obra especi-
alizada nem a necessidade de confinamento em labo-
ratérios; tudo isso atrelado a possibilidade de respos-
ta em tempo real torna este dispositivo competitivo
com técnicas consagradas de analises fisico-
quimicas.
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