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Abstract— This paper presents the statistic analysis of weighted refined fuzzy instrumental variable estimation
inserted in the context of a fuzzy evolving system based on maximum likelihood. The adopted methodology is
based on an online fuzzy inference system with Takagi-Sugeno evolving structure, which employs an adaptive
metric based on the maximum likelihood criterion. The application and performance analysis of the proposed
methodology is based from the recursive parametric estimation of a nonlinear model widely used in the literature.
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Resumo— Este artigo apresenta a análise estat́ıstica da estimativa paramétrica de uma variável instrumental
nebulosa refinada ponderada inserida no contexto de um sistema evolutivo nebuloso baseado na máxima verossimi-
lhança. A metodologia adotada é baseada em um sistema de inferência nebulosa evolutivo online com estrutura de
Takagi–Sugeno, que emprega uma métrica adaptativa baseada no critério de máxima verossimilhança. A aplicação
e análise de desempenho da metodologia proposta baseia-se na estimativa paramétrica recursiva de um modelo
não-linear amplamente utilizado na literatura.

Palavras-chave— Váriavel Instrumental Nebulosa, Modelagem Nebulosa Evolutiva, Estimação Paramétrica
Recursiva, Máxima Verossimilhança.

1 Introdução

Identificação de sistemas a partir de dados expe-
rimentais utilizando sistemas nebulosos evoluti-
vos inseridos na inferência de Takagi–Sugeno está
dividida em dois submodelos: estimativa para-
métrica do antecedente e estimativa para-
métrica do consequente. O primeiro submo-
delo consiste na identificação da estrutura do an-
tecedente. Neste submodelo são mensurados o
número de regras nebulosas e o número de par-
tições nebulosas das variáveis lingúısticas de en-
trada, todos inseridos no contexto evolutivo. O
segundo submodelo consiste na estimação para-
métricas dos parâmetros do consequente, aonde
os parâmetros do consequente são os coeficientes
das expressões lineares do consequente de uma re-
gra nebulosa (Serra and Bottura, 2007; Serra and
Bottura, 2009; Angelov et al., 2010; Lughofer and
Sayed-Mouchaweh, 2015). Quando aplicado em
problemas reais, necessita-se de uma otimização
paramétrica eficiente diante de dados experimen-
tais corrompidos por rúıdo autocorrelacinado (colo-
rido) (R. Babuska and Guerra, 2010; Serra and Bot-
tura, 2007; Serra and Bottura, 2009; Aguirre, 2015).
Os estimadores paramétricos do tipo mı́nimos qua-
drados podem produzir excelentes resultados me-
diante dados corrompidos por um rúıdo branco.
Caso o rúıdo ou erro na equação seja um rúıdo
correlacionado, o estimador de mı́nimos quadrados
e os demais estimadores podem ser usados, mas

são dependentes da precisão do modelo de rúıdo,
comprometendo o resultado final da estimação pa-
ramétrica (Isermann and Nchhof, 2011; Wang and
Garnier, 2013; Aguirre, 2015). Uma estimação pa-
ramétrica recursiva consistente e robusta sem a
necessidade de conhecimento prévio do modelo do
rúıdo, pode ser obtida a partir do uso da variável
instrumental (VI) e os métodos de estimação pa-
ramétrica que fazem uso da variável instrumental
tem uma longa história em problemas de engenha-
ria voltados para dados experimentais (Isermann
and Nchhof, 2011; Aguirre, 2015). De acordo com
(Young, 2011), uma variável instrumental inserida
no contexto de máxima verossimilhança que faz
uso de uma estimação paramétrica refinada e recur-
siva na presença de dados corrompidos por rúıdo
autocorrelacionado, foi proposta para solucionar
problemas de estimação paramétrica diante de da-
dos corrompidos. De acordo com (Serra and Bot-
tura, 2007; Serra and Bottura, 2009), tem-se o
conceito de uma variável instrumental nebulosa,
com aplicações em processos de identificação re-
cursivos e/ou não–recursivos, inseridos em uma
estrutura do tipo Takagi–Sugeno. No que segue,
o desempenho de uma variável instrumental ne-
bulosa inserida no contexto evolutivo baseada em
máxima verossimilhança, associado a uma estru-
tura ARX nebulosa evolutiva inserida em uma es-
trutura de Takagi–Sugeno, são apresentadas. Este
artigo é organizado da seguinte forma: a contextu-
alização do problema de identificação paramétrica
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utilizando métodos de mı́nimos quadrados recursi-
vos é apresentado na seção 2. A seção 3 apresenta
a formulação matemática da variável instrumental
nebulosa inserida no contexto da modelagem ne-
bulosa evolutiva. Os resultados computacionais da
análise estat́ıstica da metodologia são apresentados
na seção 4. As conclusões são discutidas na seção
5.

2 Formulação do Problema

Considere o diagrama de bloco da configura-
ção do sistema da Figura 1, aonde u(k), y(k) e
ŷ(k) são: entrada do sistema, sáıda do sistema e
sáıda prevista do sistema, respectivamente; o o
argumento k denota o késimo instante do sistema
sistema discreto.

Figura 1: Diagrama de bloco da configuração do
sistema.

A fórmula da inferência do modelo nebuloso de
Takagi–Sugeno para a sáıda prevista é expresso
por
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{
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∗

[(
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â

(i)
(1) . . . â
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onde c, ny, nu, ψ(k−1) ∈ R1×(ny+nu) e Θ̂
(i)
∈

R(ny+nu)×1 são o número de regras obtidos a par-
tir da estimação paramétrica do antecedente, a
dimensionalidade do vetor de sáıda, a dimensiona-
lidade do vetor entrada, o vetor de regressores e
vetor de parâmetros para a iésima regra obtido a
partir da estimação paramétrica do consequente,
respectivamente, para i = 1, 2, . . . , c. O grau de

ativação normalizado para a iésima regra, é dado
por
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a variável ψ
(k−1)
(j) pertence a um conjunto nebuloso

Γ
(i)
(j) com valor real dado pela função de pertinência

para a iésima regra, com j = 1, 2, . . . , p (Serra and
Bottura, 2007; Serra and Bottura, 2009; R. Ba-
buska and Guerra, 2010), que é expresso por

µ
(j)
(i)

(
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= µ

(j)
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(
ψ
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)
:

R−→ [0, 1] (3)

Considerando os problemas reais de engenharia,
observa-se que os valores de entrada e sáıda podem
ser corrompidos por um rúıdo autocorrelacionado
ξ(k), portanto, o sistema dinâmico com a influência
do rúıdo é expresso por

y(k) =
(
ψ(k−1) + ξ(k−1)

)T
Θ + η(k) (4a)

ξ(k−1) =
[
ξ(k−1) ξ(k−2) . . . ξ(k−ny) . . .

. . . ξ(k−1) ξ(k−2) . . . ξ(k−nu)
]

(4b)

onde ξ(k) e η(k) são o rúıdo autocorrelacionado
e o rúıdo da equação, ambos causados por uma
pertubação do sistema, no instante k, respecti-
vamente. De acordo com (?; Wang and Gar-
nier, 2013; Young, 2011), as equações normais são
expressas por[

N∑
k=1

(
ψ(k−1) + ξ(k−1)

)(
ψ(k−1) + ξ(k−1)

)T]
Θ̂ =
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)
y(k) (5)

O erro paramétrico no instante k é dado por

Θ̂−Θ =
1

N

N∑
k=1

(
ψ(k−1) + ξ(k−1)

)
η(k)×

[
1

N

N∑
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(
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)(
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)T]−1

(6)
A probabilidade no limite de N −→ ∞, para a
equação (6) é dada por (?; Wang and Garnier,
2013)

p.lim
N−→∞

1

N

N∑
k=1

(
ψ(k−1) + ξ(k−1)

)
η(k)

= Ẽ
{(
ψ(k−1) + ξ(k−1)

)
η(k)

}
(7)
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onde Ẽ{•} é o valor esperado de uma variável
aleatória. Dados completamente livre de rúıdo ou
considerando a independência estat́ıstica entre as
variáveis ψ(k), ξ(k) e η(k), obtém-se

Ẽ
{(
ψ(k−1) + ξ(k−1)

)
η(k)

}
= 0 (8)

Mas o método dos mı́nimos quadrados recursivos
padrão não garante a veracidade da equação (8)
quando na presença de um rúıdo autocorrelacio-
nado (Serra and Bottura, 2007; Serra and Bot-
tura, 2009; Wang and Garnier, 2013; Young, 2011;
Young, 2015), ou seja, tem-se

Ẽ
{(
ψ(k−1) + ξ(k−1)

)
η(k)

}
6= 0 (9)

3 Variável Instrumental Nebulosa
Inserida no Contexto Evolutivo

Os modelos nebulosos do tipo Takagi–Sugeno
representam uma posśıvel solução para problemas
de identificação de sistemas não lineares e incertos,
permitindo a construção de um consequente na
forma linear, onde o vetor de regressão é represen-
tado por um número finito de entradas e sáıdas
do sistema dinâmico a ser modelado. Na etapa da
estimação paramétrica verifica-se a necessidade de
estimadores que não sejam polarizados e tendencio-
sos, haja vista que há, possivelmente, a presença de
rúıdo autocorrelacionado em problemas reais de en-
genharia e os métodos tradicionais de estimação pa-
ramétrica falham nestes casos. Uma ótima solução
para contornar este problema, é o uso de estimado-
res de variáveis instrumentais (Young, 2011; Wang
and Garnier, 2013; Young, 2015; Aguirre, 2015).
A variável instrumental nebulosa inserida no con-
texto evolutivo neste artigo é uma combinação
da metodologia de estimação paramétrica com va-
riável instrumental refinada de máxima verossimi-
lhança (Young, 2011; Young, 2015) e a metodologia
de estimação paramétrica de variável instrumen-
tal nebulosa (Serra and Bottura, 2007; Serra and
Bottura, 2009). O algoritmo de identificação para-
métrica da variável instrumental nebulosa inserida
no contexto evolutivo com abordagem local para a
iésima regra com fator de esquecimento variante é
expresso por
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onde λ(k), w
(k)
(i) , ψ̃

(k)

∗ e ψ̂
(k)

• são o fator de esque-

cimento, peso nebuloso, variável instrumental do
modelo nebuloso auxiliar e variável instrumental do
modelo de pré-filtragem, respectivamente. As equa-
ções (10)–(13) are vetor de parâmetros, modelo re-
sidual, ganho de adaptação e matriz de covariância,
respectivamente. De acordo com (Young, 2011), o
fator de esquecimento auxiliar é expresso por

λ(k) = λ0λ
(k−1) + (1− λ0)(δ0) (15)

onde os parâmetros adicionais δ0, λ0 and λ(0) são
escolhidos pelo especialista, cujos valores t́ıpicos
são: δ0 = 0,95, λ0 = 0,99 e λ(0) ∈ [0, 1] (Young,
2011). Também em (Young, 2011), o fator de
esquecimento com base na máxima verossimilhança
é dado por

λ(k) =
(
σ(k)

)2

(16)

onde a
(
σ(k)

)2
é variância de máxima verossimi-

lhança que é computada a partir da maximiza-
ção da função de log–verossimilhança conforme
(Young, 2011; Young, 2015). No sentido de evitar
divisões por zero quando computado a matriz de co-

variância na equação (13), no caso de
(
σ(k)

)2 −→ 0
a partir de dados experimentais ou computacionais,
foi adotado um procedimento alternativo para de-
terminar o fator de esquecimento que se baseia
na correção deste através da variância de máxima
verossimilhança, diferente de (Young, 2011), que é
dado por

λ(k) = λ0λ
(k−1) + (1− λ0)(δ0)−

(
σ(k)

)2

(17)

A variância de máxima verossmilhança
(
σ(k)

)2
cal-

culada recursivamente a partir da maximização
da função log–verossimilhança até o instante k, é
expressa por(

σ(k)
)2

=
(
σ(k−1)

)2

− ∆r

k
(18a)

∆r =
(
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)2

−
(
e(k)
r

)2

(18b)

e(k)
r = d(k)

r − µ(k)
r (18c)
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r = µ(k−1)

r − 1

k

[
µ(k−1)
r − d(k)

r

]
(18d)

d(k)
r = y

(k)
f − ŷ(k) (18e)

onde as equações (18c)–(18e) são os desvios da
diferenças em relação a média amostral, média
amostral dos dados e diferença da sáıda pré-filtada

y
(k)
f em relação a sáıda estimada ŷ(k), respectiva-

mente, até o instante k. As sáıdas y
(k)
f e ŷ(k) são

expressas por

y
(k)
f =

c∑
i=1

{(
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(k)

•

)T
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(19a)
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ŷ(k) =

c∑
i=1

{(
ψ̃

(k)

∗

)T
Θ̂

(i)
}

(19b)

O vetor de variáveis instrumentais do modelo au-
xiliar de pré-filtragem até a iésima regra (Smith,
2002), é expresso por

ψ̂
k

• = γ(i)

(
ψ̂

k

f

)
ψ̂

k

f (20a)
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f u
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]
(20b)

onde

y
(k)
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e
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f + . . .

. . .+ 4ω3
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os parâmetros adicionais da pré-filtragens são
ωu ∈ (0, 1) and ωy ∈ (0, 1) (Smith, 2002). O vetor
de variáveis instrumentais nebulosas do modelo
auxiliar de Takagi–Sugeno, é expresso por

ψ̃
(k)

∗ = γ(i)

(
ψ̂

k

f

)
ψ̃

(k)
(21a)

ψ̃
(k)

=
[
ỹ(k−1) . . . ỹ(k−ny) ũ(k−1) . . . ũ(k−nu)

]
(21b)

onde ỹ(k) é correlacionado com y(k) e descorrelaci-
onado do rúıdo ξ(k), expresso por

ỹ(k) =

c∑
i=1

{(
ψ̂

(k)

•

)T
Θ̃

(k)

y(i)

}
(22)

e ũ(k) é correlacionado com u(k) e descorrelacio-
nado do rúıdo ξ(k), expresso por

ũ(k) =
c∑

i=1

{(
u

(k)
•

)T
Θ̃

(k)

u(i)
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(23)
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• = γ(i)
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(k)
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)
u

(k)
f (24)

Os vetores de parâmetros auxiliares Θ̃
(k)

y(i)
e

Θ̃
(k)

u(i)
são obtidos a partir dos pares de dados{(

ψ
(k−1)
f , y

(k)
f

)}
e
{(
u

(k−1)
f , u

(k)
f

)}
, respectiva-

mente, para a iésima regra até o instante kth. Os
pesos nebulosos até o instante k para a iésima re-
gra obtidos a partir da estimação paramétrica do
antecedente, são dados por

w
(k)
(i) = µ

(k)
i

({
ψ(k), y(k)

})
(25)

Cada nova amostra lida permite que o algoritmo
de estimação paramétrica do antecendente deter-
mine os novos pesos nebulosos que serão utilizados
na poderação das amostras na estimação do vetor
de parâmetros na etapa de estimaação do conse-
quente.

4 Resultados Computacionais

Nesta seção, a análise de desempenho do
uso da variável instrumental nebulosa variável
instrumental nebulosa recursiva inserida no mé-
todo dos mı́nimos quadrados a qual é compa-
rada com o desempenho do métodos dos mı́nimos
quadrados tradicional, é apresentada. O experi-
mento é realizado em um sistema dinâmico de
quarta ordem amplamente utilizado na literatura
(Zhu, 2011; Young, 2015). O modelo adotado para
determinar os parâmetros é expresso por

y(k) = x(k)
r + ε(k) (26a)

x(k)
r =

B
(
z−1
)

A (z−1)
u(k) (26b)

ε(k) =
C
(
z−1
)

D (z−1)
e(k) (26c)

A
(
z−1
)

= 1− 1.5z−1 + 0.7z−2 + 0.3z−3 − 0.2z−4

(26d)
B
(
z−1
)

= z−1 + 0.5z−2 − 2.0z−3 + z−4 (26e)

C
(
z−1
)

= 1− 0.6z−1 + 0.4z−2 (26f)

D
(
z−1
)

= 1− 0.95z−1 + 0.9506z−2 (26g)

e(k) = N(0, σ2) (26h)

onde o valor de σ2 é igual a 0,20 de modo que
a relação rúıdo/sinal seja igual a 10 dB. Fo-
ram efetuadas 100 realizações do experimento com
um conjunto de dados de 1000 amostras. O si-
nal de entrada u(k) é um sinal binário pseudo-
aleatório compreendido entre 0 e 3. A média e
o desvio-padrão do valor dos parâmetros do mo-
delo, Θ = [a1, a2, a3, a4, b1, b2, b3, b4], são obtidos
após a realização dos 100 experimentos a partir do
método dos mı́nimos quadrados e do método dos
mı́nimos quadrados com variável instrumental ne-
bulosa, ambos os métodos ponderados. A análise
estat́ıstica baseada em histograma dos parâmetros
estimados através do método mı́nimos quadrados
recursivo (RLS) com o método do mı́nimos quadra-
dos com variável instrumental nebulosa recursiva
(RFIV) são ilustrados nas Figuras 3–2. Os resulta-
dos da média e desvio-padrão dos parâmetros do
consequente são observados nas Tabelas 1–2, para
os métodos do mı́nimos quadradros recursivos e a
implementação utilizando-se a variável instrumen-
tal nebulosa. A estimação paramétrica baseada no
método dos mı́nimos quadrados com uso de uma
variável instrumental nebulosa recursiva demons-
trou mais robustez na presença de rúıdo, quando
comparado com o método dos mı́nimos quadra-
dos tradicional, o que demonstra a eficácia do uso
da variável instrumental nebulosa na presença de
rúıdo autocorrelacionado no sistema dinâmico.
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Figura 2: Histograma (frequência relativa f(%))
dos estimadores paramétricos para os métodos RLS
e RFIV. Parâmetros: b1, b2, b3 e b4.
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Figura 3: Histograma (frequência relativa f(%))
dos estimadores paramétricos para os métodos RLS
e RFIV. Parâmetros: a1, a2, a3 e a4.
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Tabela 1: Análise comparativa da média (desvio-
padrão) dos parâmetros a1,a2,a3,a4,b1,b2,b3,b4
para o método de mı́nimos quadrados recursivo.

Parâmetros Valores RLS
â1 1,5 1,36840 (0,029869)
â2 −0,7 −0,59830 (0,023762)
â3 −0,3 −0,31093 (0,006977)
â4 0,2 0,15392 (0,020225)

b̂1 1,0 0,99881 (0,029869)

b̂2 0,5 0,61855 (0,023762)

b̂3 −2,0 −1,8646 (0,006977)

b̂4 1,0 0,84043 (0,020225)

Tabela 2: Análise comparativa da média (desvio-
padrão) dos parâmetros a1,a2,a3,a4,b1,b2,b3,b4
para o método de mı́nimos quadrados recursivo.

Parâmetros Valores RFIV
â1 1,5 1,51090 (0,001179)
â2 −0,7 −0,71343 (0,001066)
â3 −0,3 −0,29734 (0,000145)
â4 0,2 0,20520 (0,000505)

b̂1 1,0 1,0018 (0,0011787)

b̂2 0,5 0,49031 (0,0010664)

b̂3 −2,0 −2,00051 (0,000115)

b̂4 1,0 1,0205 (0,000505)

5 Conclusões

Neste artigo foi apresentado o estudo estat́ıs-
tico da variável instrumental nebulosa inserida em
um contexto evolutivo baseada em máxima verossi-
milhança. A metodologia proposta foi comparada
ao método dos mı́nimos quadrados sob as mesmas
condições e inseridas no contexto da máxima veros-
similhança. Os resultados estat́ısticos apresentados
demonstraram a robustez da variável instrumental
diante de um sistema corrompido por um rúıdo
autocorrelacionado.
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