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Resumo— Este artigo propõe a análise entre duas configurações de redes neurais para o desenvolvimento de um sistema inte-
ligente de reconhecimento de padrões de sinais de voz de comandos numéricos na língua Portuguesa codificados através de uma
matriz temporal bidimensional TCD (Transformada Cosseno Discreta) de baixa ordem. Assim, as redes neurais Perceptron de
Multicamadas e Aprendizagem por Quantização Vetorial têm seus desempenhos analisados durante as fases de treinamento, vali-
dação e teste. Para demonstrar o desempenho da metodologia de análise proposta, os resultados obtidos foram comparados com
outros métodos de classificação, dados pelas Máquinas de Vetor de Suporte e por Modelos de Misturas Gaussianas.

Palavras-chave— Reconhecimento Automático de Locutor, Redes Neurais, Modelos TCD, Perceptron Multicamadas, Aprendi-
zagem por Quantização Vetorial.

Abstract— This work proposes the analysis between two neural network configurations for development of an intelligent recog-
nition system of patterns of speech signal of numerical commands in Portuguese encoding by two-dimensional time matrix DCT
(Discrete Cosine Transform) of low order. Thus, the Multilayer Perceptron and Learning Vector Quantization networks have the
performance evaluated during training, validation and testing. For demonstration of the performance of the proposed analysis
methodology, the obtained results were compared with other methods of classification given by Gaussian Mixture Models (GMM)
and Support Vector Machines (SVM)

Keywords— Automatic Speech Recognition, Neural Network, DCT Models, Multilayer Perceptron, Learning Vector Quantiza-
tion.

1 Introdução

O crescimento das pesquisa em reconhecimento de
padrões demonstra o interesse em melhorar a efici-
ência de sistemas baseados nesta área. Isto é de-
vido às aplicações práticas que são motivadas pela ne-
cessidade das pessoas em comunicar-se com máqui-
nas computacionais por meio de uma linguagem na-
tural e o interesse na ideia de projetar e construir má-
quinas que possam realizar algumas tarefas com ha-
bilidades comparadas ao ser humano(M.I.Torres and
A.Sanfeliu, 2000).

Logo, entre estas aplicações, têm-se os sistemas
baseados no reconhecimento de padrões de sinais de
voz. Estes sistemas trazem benefícios em muitos âm-
bitos, tais como telefonia, em que os clientes são
direcionados através de comandos de voz (Cardoso
et al., 2010); na indústria automotiva por meio da ati-
vação de dispositivos no interior do veículo (Weifeng
et al., 2013); nos sistemas de computação pelo uso de
programas utilitários em computadores, além das apli-
cações em robótica (Koo et al., 2014), automação re-
sidencial e hospitalar para acessibilidade de pessoas
com dificuldades locomotoras e visuais (A.Cubukcu
et al., 2015).

Portanto, é proposto neste artigo o desenvolvi-
mento de um Sistema de Reconhecimento de Coman-
dos Numéricos de Sinal de Voz com duas configu-
rações de redes neurais, a Perceptron de Multicama-

das (Multilayer Perceptron - MLP) e Aprendizado por
Quantização Vetorial (Learning Vector Quantization -
LVQ). Estas redes são analisadas por seus desempe-
nhos no reconhecimento de sinais de voz, cuja codi-
ficação é feita através dos coeficientes mel-cepstrais
(MFCC) e a Transformada Cosseno Discreta (TCD)
(Silva and Serra, 2014). Os MFCC e a TCD são utili-
zados para a geração de uma matriz temporal bidimen-
sional que representa, por meio de um número reduzi-
dos de parâmetros, os padrões dos sinais de voz a se-
rem utilizados como entrada da rede neural durante as
fases de treinamento, validação e teste. Cabe ressaltar
que, além do número reduzido de parâmetros repre-
sentativos do sinal de voz, a rede neural é treinada e
validada com poucas amostras destes padrões.

2 Metodologia de Análise Proposta

O Sistema de reconhecimento de voz proposto neste
artigo visa classificar padrões de sinal de voz, repre-
sentados pelas locuções na língua Portuguesa dos dí-
gitos de ‘0’ a ‘9’, por meio do reconhecedor caracteri-
zado pela rede neural. A metodologia adotada utiliza
um número reduzidos de parâmetros para representar
cada padrão, obtidos no estágio de pré-processamento
do sinal de voz, para a geração de matrizes temporais
bidimensionais de ordem 2, 3 e 4. Esta matriz tempo-
ral bidimensional reproduz as variações global e local
no tempo, bem como o envelope espectral do sinal de
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voz. O uso das redes neurais como classificador no
sistema de reconhecimento de voz usando parâmetros
de baixa ordem gerados pela matriz temporal bidimen-
sional e a comparação dos resultados são as principais
contribuições deste artigo.

Após o processamento do sinal de voz, a topolo-
gia e a definição do classificador, representado pela
rede neural, são definidos pela análise de desempe-
nho entre duas configurações na literatura: as redes
neurais Perceptron de Multicamadas (MLP) e Apren-
dizado por Quantização Vetorial (LVQ) (C.M.Bishop,
1995; Braga, 2007). Esta análise é realizada em duas
fases: primeiramente, são feitas simulações de todas
as combinações possíveis entre os elementos de topo-
logia e algoritmos de aprendizagem pré-estabelecidos
e então são observados o comportamento das redes
MLP e LVQ durante o processo de treinamento e vali-
dação. Ao final desta primeira fase, são selecionados
apenas as topologias que atingiram resultado de acerto
global de validação acima de 80% para serem utiliza-
das no estágio de teste. Então, na segunda fase, estas
topologias são submetidas ao teste com amostras de
sinal de voz que não foram utilizadas na fase de trei-
namento para verificar a capacidade de generalização
das redes neurais para classificação dos dígitos.

A partir dos resultados apresentados na fase de
teste, é escolhida a topologia com o melhor desem-
penho para as configurações MLP e LVQ. Para esta
escolha, o critério adotado será dado pela rede neural
com o melhor desempenho na classificação dos dígi-
tos associado com a menor complexidade topológica.
Ressalta-se que cada uma das fases realizadas para a
análise de desempenho das redes neurais MLP e LVQ
foram executadas utilizando padrões do sinal de voz
com os parâmetros obtidos da matriz temporal bidi-
mensional de ordem 2, 3 e 4. Dessa forma, pode-se ob-
servar a resposta das redes neurais propostas quando
se incrementa o número de parâmetros representativos
do padrão de sinal de voz a ser reconhecido.

Portanto, de acordo com os procedimentos aplica-
dos na preparação deste trabalho, pode-se definir en-
tre as duas configurações de redes neurais estudadas,
a rede que melhor se adapta ao sistema de reconheci-
mento de voz com o sinal representado por uma quan-
tidade reduzida de parâmetros. O estudo de desem-
penho da rede neural LVQ apresentada neste artigo,
aplicada no reconhecimento de voz com modelos de
baixa ordem, fornece uma abordagem alternativa para
o classificador MLP, que é a rede neural mais utilizada
em problema de reconhecimento de voz.

3 Sistema de Reconhecimento de Voz baseado
em Redes Neurais.

Mostra-se na Figura 1 o diagrama de blocos do sistema
de reconhecimento de voz proposto.

Sinal de Voz

Segmentação e
Janelamento
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Mel-cepstrais
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Bidimensional
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Figura 1: Diagrama de Blocos Sistema de Reconheci-
mento de Voz usando Redes Neurais

3.1 Processamento do Sinal de Voz

3.1.1 Geração da Matriz Temporal Bidimensio-
nal TCD

Após a obtenção dos coeficientes mel-cepstrais a partir
do processamento do sinal de voz, a codificação des-
tes coeficientes através da aplicação da Transformada
Cosseno Discreta foi realizada, o que permitiu sinteti-
zar as variações de longo prazo do envelope espectral
do sinal de voz. O resultado desta codificação foi a
geração de uma matriz temporal bidimensional TCD,
obtida por (1):

Ck(n,T) =
1
N

T

∑
t=1

mfcck(t)cos

[

(2t −1)nπ
2T

]

(1)

ondek, que varia de 1≤ k ≤ K, é ak-ésima li-
nha componente dot-ésimo segmento da matriz.K
é o número de coeficientes mel-cepstrais;n, que va-
ria de 1≤ n≤ N, representa an-ésima coluna da ma-
triz. n é a ordem da matriz TCD;T é o numero de
vetores de observação dos coeficientes mel cepstrais
no eixo do tempo; mfcck(t) representa os coeficientes
mel-cepstrais.

Então, para cada digitoD a ser reconhecido, há
uma matriz temporal bidimensional TCDC jm

kn , onde
j = 0,1,2, · · · ,9 representa o dígito codificado em=
0,1,2, · · · ,9 representa o exemplo tomado para cada
dígito. Estas matrizes foram transformadas em veto-
res colunasC jm

N , ondeN é o número de parâmetros da
matriz temporal bidimensional TCD. O vetor coluna
C jm

N preserva o alinhamento temporal dos coeficientes
mel-cepstrais e seu termo geral é dado por (2):

C jm
N =

[

c jm
11 , c jm

12 , ··· , c jm
1n c jm

21 , c jm
22 , ··· , c jm

2n , ··· , c jm
kn

]′

(2)

Os vetoresC jm
N foram usados como padrões de en-

trada da rede neural. Logo, a dimensão deC jm
N define

o número de entradas da rede neural. Então, como
forma de comparar o desempenho das redes neurais
quando o número de parâmetros que compõem os pa-
drões de entrada é incrementado, foram geradas ma-
trizesC jm

kn de ordemn= 2,3 e 4 e, consequentemente,
obtiveram-se padrões a serem reconhecidos pela rede
neural representados porC jm

N , ondeN = 4, 9 e 16, res-
pectivamente.
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3.1.2 Projeto Topologia de Redes Neurais

O projeto da topologia das redes neurais é realizado
por meio das combinações dos elementos de topologia
da rede e algoritmos de aprendizagem previamente es-
tabelecidos e também baseando-se em resultados ob-
tidos em outros trabalhos similares de classificação de
padrões (SILVA et al., 2010; Katagiri, 2000). A esco-
lha para analise destas duas configurações neste traba-
lho é justificada pelo fato destas redes neurais possuí-
rem larga aplicabilidade e bons resultados na área de
reconhecimento de padrões, de acordo com a literatura
(Haykin, 2001).

Então, apresenta-se na Tabela 1 e Tabela 2, res-
pectivamente, os elementos relacionados à topologia e
algoritmos de treinamento previamente especificados
para as redes MLP e LVQ que foram combinados du-
rante a fase de treinamento.

Tabela 1: Elementos de Treinamento da Rede Neural
MLP

Elementos Símbolo Valores Definidos

Algoritmo de - GD,GDM,RP,LM
Treinamento
No de Camadas Ocultas - 1 e 2
No de Neurônios Ocultos

n1 20,25,30,35,40,45,50,55,60
1 Camada Escondida
No de Neurônios Ocultos

n1 en2 n2 = 15
2 Camada Escondida
Taxa de Aprendizagem η 0.01
Termo de Momento α 0.8
No de Épocas - 1000
Função de Ativação - Tangente Hiperbólica

onde GD: Gradiente Descendente, GDM: Gradi-
ente Descendente com Momento, RP:Resilient Back-
Propagation, LM: Levemberg Marquart.

Tabela 2: Elementos de Treinamento da Rede Neural
LVQ

Elementos Símbolo Valores Definidos

Algoritmo de - LVQ-1
Treinamento
No de Camadas Ocultas n1 20,25,30,35,40,45,50,55,60
Taxa de Aprendizagem η 0.01
No de Épocas - 1000

Como mencionado anteriormente, o número de
entradas da rede neural é definido pela dimensão do
vetor C jm

N , que neste trabalho será dado porN = 4,
9 e 16. Já a saída da rede neural é especificada pelo
número de padrões a ser reconhecido, baseado no mé-
todo one c-classes. Dessa forma, como o problema
de reconhecimento proposto neste trabalho é classifi-
car corretamente os 10 dígitos da Língua Portuguesa,
a saída da rede neural tem 10 neurônios, isto é, um
neurônio para cada classe. As configurações de redes
MLP com duas camadas ocultas foram simuladas com
o intuito de verificar a necessidade de incrementar o
número de camadas escondidas para extrair as carac-
terísticas contidas nos padrões de entrada apresenta-
dos às redes. Durante a condução das pesquisas para
preparação deste artigo, foi observado que o conjunto
de pesos para a inicialização da rede neural MLP im-
pacta nos resultados finais. Portanto, ao constatar este

fato, quatro treinamentos (T1,T2,T3,T4) foram feitos
com diferentes inicializações do conjunto de pesos so-
bre uma distribuição aleatória uniforme, no intervalo
compreendido entre[−0.01,0.01], para cada uma das
topologias propostas para a rede MLP. Assim, é pos-
sível observar o comportamento das redes neurais em
relação ao tempo de treinamento e a capacidade de ge-
neralização, pelo fato de um conjunto apropriado de
pesos inciais permitir a redução do tempo de treina-
mento e aumentar a probabilidade de alcançar o mí-
nimo global da função erro. Além disso, este con-
junto pode melhorar significativamente o desempenho
na generalização.

3.1.3 Conjunto de Treinamento e Teste

O treinamento e teste das redes neurais MLP e LVQ
foram realizadas com padrões de sinais de voz oriun-
das da seleção de locuções dos bancos de vozes
EPUSP, INATEL e IFMA. Assim, o conjunto de trei-
namento e teste são compostos como segue:

1. Conjunto de TreinamentoΩTr
NL: Este conjunto,

ondeN = 4, 9, 16, representa o número de pa-
râmetros que compõem o padrão;L o número de
locutores eTr indica que é o conjunto de trei-
namento, é composto de 200 locuções, contendo
20 exemplos para cada digito a ser reconhecido
(m= 20), onde metade são pertencentes a locu-
tores femininos e a outra metade são de locutores
masculinos. O conjunto de treinamento foi parti-
cionado no subconjunto de estimaçãoΩE

N e sub-
conjunto de validaçãoΩV

N. O ΩE
N é usado para

ajustar os pesos da rede neural e ele contém 80%
do total deΩTr

NL; já ΩV
N é usado para validar as

topologias treinadas e checar a generalização da
rede, e possui 20% do total do conjunto de trei-
namento(ΩTr

N200=
{

ΩE
N ∪ΩV

N

}

).

2. Conjunto de TesteΩT
NL: Para este conjunto, fo-

ram selecionados 20 locutores, onde 10 locutores
são femininos(ΩTF

NL) e 10 locutores são mascu-
linos (ΩTM

NL ). Todos os locutores pertencem ao
banco IFMA, porém são locutores que não parti-
ciparam com exemplos para o conjunto de treina-
mento. Cada locutor contribuiu com 10 exemplos
para cada dígito(m= 10), totalizando 100 dígitos
pronunciados por locutor. Portanto, têm-se 1000
locuções femininas e 1000 locuções masculinas
para teste(ΩT

N2000=
{

ΩTM
N1000∪ΩTF

N1000

}

).

4 Resultados Experimentais

4.1 Treinamento e Validação LVQ

Finalizado o treinamento das redes LVQ por meio de
todas as combinações entre os elementos de topologias
definidos, mostra-se na Figura 2a, Figura 2b e Figura
2c, respectivamente, os resultados obtidos com o trei-
namento das redes usando os padrõesC jm

4 , C jm
9 and

C jm
16 .
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Figura 2: LVQC jm
N : Resultado de Acerto Global de

Treinamento e Validação, comN = 4, 9, 16.

4.2 Teste LVQ

A partir da análise dos resultados dos testes, os dois
melhores resultados obtidos (em porcentagem) para
aplicação dos conjuntos de testeΩTM

N1000eΩTF
N1000para

os padrõesC jm
4 , C jm

9 e C jm
16 são mostradas na Tabela

3. Os valores destacados na Tabela 3 para cada pa-
drão testado representa as topologias que não somente
obtiveram maior acerto médio global, mas também o
menor número de neurônios.

Tabela 3: Redes LVQ: Teste locutores femininos e
masculinos

C jm
4 C jm

9 C jm
16

40 60 20 45 25 45

Loc_F1 91 94 88 89 94 95
Loc_F2 90 88 86 87 95 95
Loc_F3 80 78 81 83 90 90
Loc_F4 84 76 87 87 85 84
Loc_F5 79 87 82 87 96 97
Loc_F6 90 89 90 90 99 99
Loc_F7 57 55 72 75 73 74
Loc_F8 76 79 87 86 95 93
Loc_F9 69 74 73 85 80 80
Loc_F10 78 77 64 64 80 80

Loc_M1 62 62 69 68 80 78
Loc_M2 77 85 81 82 87 88
Loc_M3 77 78 80 79 85 86
Loc_M4 70 79 80 80 88 89
Loc_M5 64 67 64 61 74 79
Loc_M6 65 69 90 86 78 86
Loc_M7 72 68 82 75 84 82
Loc_M8 79 75 81 71 84 82
Loc_M9 63 65 69 73 79 79
Loc_M10 81 83 77 77 90 88
Média 75.2 76.4 79.15 79.25 85.8 86.2

4.3 Treinamento e Validação MLP

Ao final de todas as simulações que combinam os
elementos de topologia e algoritmos de treinamento,
pode-se observar o comportamento das topologias
propostas e definir o melhor resultado. Verificou-se
durante as simulações que os algoritmosGD e GDM
não alcançaram bons resultados para o problema de re-
conhecimento de padrões com a codificação proposta,
mostrando resultados de treinamento e validação infe-
rior a 50%. Por isto, estes resultados não são apresen-
tados.

Os resultados obtidos com o algoritmoRP foram
bons, porém quase sempre menores que os resultados
obtidos com o algoritmoLM. Portanto, este trabalho
apresenta somente os resultados para as redes MLP
com uma camada oculta, treinada pelo algoritmoLM,
utilizando os padrõesC jm

4 , C jm
9 eC jm

16 .

Mostram-se, nas Figuras de 3a a 3c, os resultados
de acerto global de treinamento e da Figura 4a a Figura
4c, os resultados obtidos na validação com redes MLP
com uma camada oculta.

(a)

(b)

(c)

Figura 3: MLPC jm
N : Resultado de Acerto Global de

Treinamento das redes neurais com 1 camada oculta
para o algoritmo LM, comN = 4, 9, 16.
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(a)

(b)

(c)

Figura 4: MLPC jm
N : Resultado de Acerto Global Va-

lidação das redes neurais com 1 camada oculta para o
algoritmo LM, comN = 4, 9, 16.

4.4 Teste MLP

Observou-se que as redes neurais com apenas uma ca-
mada oculta conseguem extrair de forma satisfatória
as caraterísticas presentes no padrão dado pela matriz
temporal bidmensional TCD, tendo-se assim, topolo-
gias com menor complexidade.

Pelo fato das topologias de redes neurais com al-
goritmo de aprendizagem LM apresentarem melhores
resultados em relação ao algoritmo RP, apenas os re-
sultados das redes treinadas com o algoritmo LM são
apresentados. Os melhores resultados (em porcen-
tagem) encontrados durante a realização dos testes,
tomando-se as redes neurais MLP treinadas com uma
camada oculta pelo algoritmo LM são mostrados na
Tabela 4.

A partir da análise dos resultados apresentados na

Tabela 4: Seleção dos melhores resultados de teste
para a rede MLP treinada pelo algoritmo LM

C jm
4 C jm

9 C jm
16

1 camada 2 camada 1 camada 2 camada 1 camada 2 camada
30-T4 45-T1 55-T3 50-T3 20-T1 50-T1

Loc_F1 94 88 90 92 95 92
Loc_F2 95 90 94 93 91 89
Loc_F3 83 82 93 91 97 97
Loc_F4 87 82 95 95 93 94
Loc_F5 91 88 91 96 90 95
Loc_F6 95 94 89 93 97 93
Loc_F7 67 65 76 85 92 93
Loc_F8 91 85 91 92 92 93
Loc_F9 75 73 82 77 82 79
Loc_F10 84 77 78 66 73 84

Loc_M1 72 77 74 83 84 86
Loc_M2 89 81 82 80 91 90
Loc_M3 86 86 89 85 90 91
Loc_M4 82 78 88 89 85 93
Loc_M5 72 71 65 64 59 69
Loc_M6 67 66 83 78 89 89
Loc_M7 73 73 69 77 74 88
Loc_M8 80 76 69 72 71 83
Loc_M9 73 70 88 84 82 82
Loc_M10 87 93 82 87 93 92
Mean 82.15 79.75 83.4 83.95 86 88.6

Tabela 4 e baseado no critério estabelecido para a es-
colha da melhor topologia para o problema de reco-
nhecimento, os resultados destacados mostram que es-
tas topologias têm não somente menor complexidade
quanto melhor média de acerto global quando compa-
rado com as outras topologias.

Portanto, ao final dos testes realizados com as
redes MLP e LVQ e selecionadas as topologias com
melhores desempenhos para cada configuração e para
cada um dos três conjuntos de padrõesC jm

N , N = 4,
9, 16, os resultados obtidos podem ser resumidos na
Tabela 5.

Tabela 5: Resumo de Desempenho Final das redes
MLP e LVQ

C jm
4 C jm

9 C jm
16

No de % Acerto No de % Acerto No de % Acerto
Neurônios Teste Neurônios Teste Neurônios Teste

LVQ 40 75.2 20 79.15 25 85.8
MLP 30 82.15 25 83.4 20 86

5 Comparação com outros métodos usados em
reconhecimento de voz

Os resultados alcançados com a metodologia de aná-
lise proposta utilizando as configurações MLP e LVQ
foram comparados com os classificadores baseados no
Modelo de Misturas Gaussianas (Gaussian Mixture
Models - GMM) e Máquinas de Vetores de Suporte
(Support Vector Machine - SVM). Assim, para a com-
paração, os parâmetros de entrada para os três reco-
nhecedores foram os mesmos, isto é, os elementos de
Ckn para cada padrãoj. Apresentam-se os resultados
obtidos na Tabela 6.
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Tabela 6: Comparação dos reconhecedores Redes
Neurais, SVM e GMM para locutores femininos

Ordem da Matriz = 2 Ordem da Matriz = 3 Ordem da Matriz = 4

Loc_F1

LVQ 91 88 94
MLP 94 90 95
SVM-Poli 68 62 65
SVM-RBF 74 76 78
GMM 92 84 88

Loc_F2

LVQ 90 86 95
MLP 95 94 91
SVM-Poli 65 65 66
SVM-RBF 80 80 80
GMM 94 89 82

Loc_F3

LVQ 80 81 90
MLP 83 93 97
SVM-Poli 60 60 77
SVM-RBF 78 78 80
GMM 88 88 95

Loc_F4

LVQ 84 82 96
MLP 91 91 90
SVM-Poli 66 72 72
SVM-RBF 78 72 82
GMM 70 72 83

Loc_F5

LVQ 79 90 99
MLP 95 89 97
SVM-Poli 66 72 72
SVM-RBF 78 72 82
GMM 70 72 83

6 Conclusões

De acordo com os resultados apresentados, conclui-
se que as configurações de redes MLP e LVQ foram
capazes de extrair as características das matrizes tem-
porais bidimensionais TCD de baixa ordem que for-
necem os padrões dos dígitos a serem classificados.
Ambas configurações apresentaram considerável de-
sempenho com topologias de redes reduzidas na fase
de teste. Elas mostraram alta capacidade de generali-
zação quando os padrões fornecidos são distintos da-
queles utilizados na fase de treinamento. A parame-
trização do sinal de voz gerada pela matriz temporal
bidimensional através dos coeficientes mel-cepstrais e
TCD, proposta na metodologia, foi eficiente na forma-
ção do conjunto de padrões apresentados à rede neural
durante a fase de treinamento e validação. Um im-
portante ponto verificado neste artigo foi a influência
que os valores do conjunto de pesos iniciais possuem
no resultado alcançado pela rede MLP. A inicializa-
ção aleatória dos pesos pode direcionar a rede MLP
para um valor de mínimo local na superfície da fun-
ção custo que não é a solução mais apropriada. Além
disso, o tempo de convergência a generalização da
rede neural são comprometidos. A comparação dos re-
sultados para o sistema de reconhecimento de voz uti-
lizando redes neurais MLP e LVQ com outras metodo-
logias, tais como SVM e GMM mostraram que a me-
todologia proposta neste trabalho tem bom desempe-
nho na resolução do problema em questão, tornando-
se viável para o uso de sistemas de reconhecimento de
voz.
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