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Abstract Fault detection using external variables is considered to monitor nonlinear processes that operate at multiple points 
of operation. Regression models that relate the external variables, responsible for the change of operating region, and the moni-
tored variables are clustered and the reduction in the residuals highlights the improvement introduced by the multiple models. 
Regression models and PCA (Principal Component Analisys) models generated with samples from each group are used for mon-
itoring. The decision on the model to be used in each new instant is made using Mahalanobis distance of the sample, computed 
with the external variables. Two case studies are used to compare the use of a single model with multiple models, using the rates 
of false negatives and false positives. The proposed approach allows to maintain the false positive rate lower than the specified 
confidence interval, while increasing the sensitivity to failures as measured by the false negative rate. 

Keywords Fault Detection, Nonlinear Process, Process Control.  

Resumo A detecção de falhas usando variáveis externas é considerada para monitorar processos não lineares que operam em 
múltiplos pontos de operação. Modelos de regressão que relacionam as variáveis externas, responsáveis pela mudança de região 
de operação, e as variáveis monitoradas são agrupados e a redução nos resíduos gerados permite concluir sobre a melhoria intro-
duzida pelos múltiplos modelos. Modelos de regressão e modelos de Análise de Componentes Principais gerados com as amos-
tras de cada grupo são usados para monitoramento. A decisão sobre o modelo a se utilizar em cada novo instante é feita a partir 
da distância de Mahalanobis da amostra, usando para isto as variáveis externas. Dois estudos de caso são utilizados para compa-
rar o uso de um único modelo com múltiplos modelos, usando para isto as taxas de falsos negativos e de falsos positivos. A pro-
posta feita permite manter a taxa de falsos positivos menor que o intervalo de confiança especificado, enquanto aumenta a sen-
sibilidade às falhas, medida pela taxa de falsos negativos. 

Palavras-chave Detecção de falhas, Processos não lineares, Controle de Processos.

1    Introdução 

Técnicas de controle estatístico multivariado de pro-
cessos (MSPM) vêm sendo largamente utilizadas 
para monitoramento de processos industriais. Muitas 
técnicas para a detecção e o diagnóstico de falhas 
estão disponíveis quando o processo opera em um 
único estado estacionário (Chiang et al., 2001). En-
tretanto, o monitoramento de processos em múltiplos 
pontos de operação não pode ser realizado por estas 
técnicas, uma vez que os sinais analisados não têm 
uma única distribuição gaussiana. Técnicas alternati-
vas têm sido desenvolvidas nas últimas duas décadas. 
Em Zhao, Zhang e Xu (2004) é proposta uma meto-
dologia baseada em múltiplos modelos concluir sobre 
a melhoria introduzida pelos múltiplos modelos. Mo-
delos de regressão e modelos por Análise de Compo-
nentes Principais (PCA). O método requer o treina-
mento de muitos modelos para manter a estrutura de 
monitoramento de processos sensível às falhas. 

Kano et al. (2004) propuseram um método pro-
missor baseado em análise externa. As variáveis do 
processo são divididas em dois grupos, e assume-se 

que as variáveis principais podem ser explicadas pe-
las variáveis externas através de um modelo de re-
gressão. Os resíduos resultantes da diferença entre as 
variáveis principais medidas e estimadas são utiliza-
dos para os diagnósticos. Desta forma, as variáveis 
monitoradas passam a ser independentes de variações 
da região de operação, podendo ser analisadas pelas 
técnicas tradicionais de monitoramento estatístico 
multivariado. Esta metodologia não é adequada 
quando as relações entre as variáveis externas e prin-
cipais não são lineares, o que é comum em processos 
industriais reais, que geralmente apresentam não li-
nearidades. 

Alternativas para monitoramento de processos 
com múltiplos pontos de operação podem ser encon-
tradas nas referências (Qin e Yu, 2008), (Ge et al., 
2008), (Tan et al., 2012) e (Tong, Palazoglu e Yan, 
2013), muitas delas considerando o processo mode-
lado por múltiplas distribuições gaussianas (gaussian 
mixture models). 

Neste artigo, uma metodologia baseada em Kano 
et al.(2004) que considera múltiplos modelos é pro-
posta, de forma a considerar o efeito de não lineari-
dades. A necessidade de múltiplos modelos é avalia-
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da usando uma janela móvel para obter o modelo de 
regressão que relaciona as variáveis externas e as 
variáveis principais. Mudanças no modelo indicam a 
necessidade de múltiplos modelos. A escolha do mo-
delo usado a cada instante para monitoramento é feita 
usando a distância de Mahalonobis (1936).  

A metodologia é ilustrada através de sua aplica-
ção a uma malha de controle muito comum, com um 
ganho que depende da região de operação. Um ben-
chmark da literatura com 16 variáveis é então utiliza-
do.  

O restante do artigo está organizado como segue. 
Na Seção 2 é apresentado o método de detecção via 
variáveis externas, enquanto que a metodologia pro-
posta é descrita na Seção 3. Na Seção 4 é apresenta-
do o uso da metodologia em um processo baseado em 
uma malha de controle e no benchmark reator agita-
do em tanque de fluxo contínuo (CSTR). Finalmente, 
na Seção 5 são apresentadas as conclusões. 

2   Detecção de falhas via variáveis externas 

2.1 PCA e Estatística T2 

O uso de PCA em uma estrutura de monitoramento 
de falhas mapeia as amostras x, com d variáveis, no 
espaço de componentes principais que são ortogonais 
e possuem dimensão reduzida, menor que d (Chiang 
et al.,2001). O modelo PCA é obtido a partir de um 
conjunto de n amostras sem a presença de falhas, 
contidas na matriz X ∈ ℝnxd. Estas variáveis devem 
seguir uma distribuição gaussiana, com média zero e 
desvio padrão unitário. Os autovalores λi da matriz 
de covariância amostral Ʃ de X representam a variân-
cia de cada componente i e os autovetores represen-
tam os loading vectors P. As a componentes que 
possuem maior variância serão retidas. Para mapear 
uma nova amostra x no espaço das componentes 
principais são utilizadas as a componentes retidas dos 
loading vector P que estão associadas aos maiores 
autovalores: 

xP=t , (1) 

 
onde P ∈ ℝdxa e t ∈ ℝ1xa. Durante o monitoramento, 
novas amostras de x são projetadas no espaço das PC 
(Componentes Principais) e a estatística T2 de Hotel-
ling pode ser calculada: 

 

xPPxtt=T tTT 112   , (2) 
 

onde Λ=diag{λ1 , λ2 ,..,λa}. O limite de controle esta-
tístico com nível de confiança α pode ser determina-
do utilizando a distribuição Fα, com graus de liberda-
de n e n-a:   
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2.2 Análise Externa 

Considere uma matriz de dados de treinamento X de 
um determinado processo. Conforme Kano et al. 
(2004), as variáveis de X podem ser divididas em 
dois grupos: as variáveis externas G, que determinam 
os pontos de operação do processo e as variáveis 
principais H, que serão as variáveis a serem monito-
radas e que são afetadas por G: 

 
][ GH=X  (4) 

 
A matriz H será decomposta em duas partes, 

uma delas é a parte explicada por G e a outra os resí-
duos. Desta forma, será criado um modelo de regres-
são linear C, tendo G como entrada e H como saída: 

 

HGGGC TT 1)(   (5) 

 
e os resíduos E do modelo são dados por 
 

GCHE   (6) 
  
Como a influência das variáveis que causam as 

variações dos pontos de operação foi retirada, os 
resíduos E poderão ser monitorados utilizando as 
técnicas descritas na seção anterior.  

Na próxima seção considera-se o caso em que 
um único modelo C não é adequado para representar 
todas as regiões de operação.  

 
3   Variáveis externas com múltiplos modelos 

 
O método proposto é dividido em duas partes: gera-
ção de múltiplos modelos (Seção 3.1) e seleção do 
modelo para monitoramento (Seção 3.2). 

 
3.1 Geração de múltiplos modelos 
 
Seja o conjunto de dados de treinamento X ∈ ℝnx(m+p), 
composto de n amostras contendo as p variáveis ex-
ternas e as m variáveis principais. Escolhido o tama-
nho q da janela de dados, n/q modelos de regressão 
Wk podem ser calculados usando as matrizes Gk e Hk 

obtidas para cada janela, isto é: 
 

Wk  (Gk
TGk )

1Gk
THk

 (7) 

 
As n/q matrizes Wk ∈ ℝpxm são convertidas em 

vetores e métodos de agrupamento podem ser utiliza-
dos para agrupar modelos Wk com características 
semelhantes. A existência de não linearidades gera 
modelos de regressão com diferentes parâmetros, que 
serão agrupados em diferentes clusters. O algoritmo 
de classificação utilizado foi o k-means (Arthur e 
Vassilvitskii, 2007), escolhendo o número desejado 
de clusters que irá agrupar os modelos de regressão 
Wk. 
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Os N modelos de regressão, associados a N clus-
ters que efetivamente serão utilizados na estrutura de 
monitoramento de falhas, são calculados a partir de 
todas as amostras de variáveis externas e principais 
usadas para calcular os modelos Wk pertencentes a 
cada cluster. Ou seja, os modelos Wk foram calcula-
dos e agrupados somente para identificar as amostras 
das variáveis associadas a cada cluster, para ser pos-
sível calcular os múltiplos modelos de análise exter-
na.  

A decisão sobre a necessidade de aumentar o 
número de modelos é feita analisando a norma dos 
resíduos dos modelos de regressão. 

Os resíduos dos modelos de regressão da análise 
externa são utilizados para calcular os modelos PCA 
para cada cluster. Para realizar o procedimento de 
identificação do modelo a ser usado durante o moni-
toramento de falhas, serão calculadas as matrizes de 
covariância amostral Ʃr e médias μr dos conjuntos não 
normalizados das variáveis externas, associadas a 
cada cluster.  

3.2 Seleção do modelo para monitoramento  

 
Definidos os N modelos para monitoramento, de re-
gressão e PCA, faz-se necessário o uso de uma variá-
vel que indique que modelos utilizar para cada nova 
amostra monitorada.  

O classificador utilizado neste trabalho é a dis-
tância de Mahalonobis. As amostras das variáveis 
externas associadas aos clusters de modelos de re-
gressão e PCA são utilizadas para o cálculo das ma-
trizes de covariância amostral Ʃr e das médias μr das 
amostras para cada modelo r. Como as variáveis ex-
ternas definem os pontos de operação, elas serão uti-
lizadas na classificação. Assim, dada uma amostra g, 
as N distâncias associadas a cada cluster são calcula-
das por: 

 

Dr
2  (gmr )år

1(gmr ) (8) 

 
e a menor distância indica o modelo a utilizar para 
monitoramento.  

4   Estudos de caso 

A metodologia tradicional, que utiliza um modelo de 
análise externa, e a metodologia proposta neste arti-
go, que utiliza múltiplos modelos, são aplicadas em 
dois processos. O primeiro é uma malha de controle e 
o segundo usa o benchmark reator agitado em tanque 
de fluxo contínuo (CSTR). 

 
 

4.1 Primeiro estudo de caso 

 
Uma função de transferência G(s)=1/(s+1) precedida 
do ganho mostrado na Figura 1 foi simulada em ma-
lha fechada com um controlador PI. Para a MV (vari-
ável manipulada) no intervalo [0,10] o ganho de ma-
lha aberta é 4, mudando para 1 para MV maiores que 
10. Atuadores tais como válvulas de controle e moto-
res podem ter este comportamento dependendo de 
seus estágios de amplificação.  

 

  
Figura 1. Variação do ganho K em função da va-

riável manipulada. 
 

Para esta aplicação, o SP (set-point) da malha de 
controle foi definido como variável externa e a MV e 
PV (variável de processo) foram definidas como va-
riáveis principais. Um conjunto de dados com 25.000 
amostras, com dez variações de SP foi gerado para 
realizar o treino dos modelos, de tal forma que foram 
treinados três modelos para a metodologia proposta.  

 

Figura 2. Diminuição da norma dos resíduos ao se 
usar múltiplos modelos de análise externa 

 
A Figura 2a apresenta a norma euclidiana dos re-

síduos da etapa de treinamento, a Figura 2b as varia-
ções de SP e a Figura 2c indica qual o modelo de 
análise externa foi utilizado para obter os resíduos na 
metodologia proposta neste trabalho. Pode-se verifi-
car na Figura 2a que os resíduos são reduzidos com o 
uso de múltiplos modelos. A média e desvio padrão 
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dos resíduos da etapa de treinamento afetam direta-
mente a sensibilidade às falhas dos modelos de moni-
toramento PCA, pois durante o monitoramento de 
falhas, as novas amostras dos resíduos são normali-
zadas pela média e desvio padrão armazenadas na 
etapa de treinamento. Desta forma, quanto maior os 
resíduos gerados por um modelo de análise externa 
na etapa de treinamento, menor será a sensibilidade 
às falhas do respectivo modelo PCA. 

Para a avaliação dos modelos foram utilizadas as 
taxas de falsos positivos (FP) e falsos negativos (FN) 
(Hossin e Sulaiman, 2015). FP pode ser interpretado 
como taxa de alarmes falsos e é desejável que se 
mantenha abaixo do nível de significância α. Quanto 
menor a taxa de FN, mais sensível às falhas a meto-
dologia será.  

Foram gerados treze conjuntos de dados para 
avaliação de FP e FN. O primeiro deles com 30.000 
amostras sem a presença de falhas, com doze varia-
ções do SP, que foi usado para avaliação de FP. Os 
outros doze conjuntos foram usados para calcular 
FN, sendo que possuem pontos de operação distintos 
com 2.500 amostras cada (totalizando 30.000 amos-
tras), com uma falha em formato de rampa somada a 
PV se iniciando na amostra 250 de cada conjunto. 
Desta forma, pode-se avaliar os alarmes falsos e a 
capacidade de detecção de falhas em diferentes pon-
tos de operação.  

As duas metodologias foram aplicadas e os re-
sultados são apresentados na Figura 3. A Figura 3c 
mostra as variações no SP, como sendo a variável 
externa que determina os pontos de operação. As 
primeiras 30.000 amostras da Figura 3 não possuem 
falhas e foram usadas para calcular a taxa de FP e as 
30.000 amostras seguintes possuem falha e foram 
usadas para calcular a taxa de FN. Observa-se nas 
Figuras 3a e 3b que os dois métodos tiveram a taxa 
de FP menor que o nível de significância de 5%, que 
é aceitável. 

A partir da amostra 30.000 da Figura 3a, pode-se 
verificar que a estatística T2 para a metodologia que 
usa modelo único demora a atingir, ou em alguns 
casos não chega a atingir o limite de controle estatís-
tico, indicando uma baixa sensibilidade para detec-
ção de falhas. Já para a Figura 3b, que mostra os re-
sultados para a metodologia de múltiplos modelos, 
pode-se verificar que a estatística ultrapassa rapida-
mente o limite de controle para todos os pontos de 
operação. Estas diferenças entre as sensibilidades 
podem ser medidas pelo valor FN total, que foram 
bem inferiores para a metodologia proposta neste 
trabalho.  

Na Figura 4 é mostrada a taxa de FN por ponto 
de operação, onde se observa que a metodologia pro-
posta neste trabalho gerou valores menores que a 
metodologia de análise externa e PCA com um único 
modelo para todos os pontos de operação, indicando 
que a sensibilidade às falhas é maior para o método 
proposto. 

 

 
Figura 3. Estatística T2 para malha de controle 

não linear 
 

 
Figura 4. Avaliação de FN para malha de contro-

le não linear 

4.2 Segundo estudo de caso 

 
O fluxograma do processo CSTR1 usado neste estudo 
de caso é mostrado na Figura 5. 14 variáveis de pro-
cessos e 2 set-points compõe este sistema, conforme 
descrito na Tabela 1. O controle de nível do reator é 
feito a partir da modulação da válvula de controle de 
produto final V1 e o controle de temperatura do rea-
tor é feito a partir de uma malha em cascata que con-
trola a válvula de controle de água de refrigeração da 
jaqueta do reator V2. 

 

                                                           
1 Código e descrição analítica completa do CSTR pode ser 
acessada em: sites.google.com./site/cstrsimulator 

XIII Simpósio Brasileiro de Automação Inteligente

Porto Alegre – RS, 1o – 4 de Outubro de 2017

2280



 
Figura 5. Fluxograma do CSTR 

 
O SP de temperatura do reator, identificado co-

mo SP2 e a pressão de água de refrigeração, chamada 
de MEAS11 foram definidas como as variáveis exter-
nas, sendo as variáveis restantes definidas como vari-
áveis principais que serão monitoradas. A MEAS11 
foi escolhida devido à relação não linear que possui 
com algumas variáveis principais. 

O número de modelos para a metodologia pro-
posta foi escolhido a partir da avaliação da norma da 
matriz dos resíduos para diferentes números de mo-
delo, conforme mostrado na Tabela 2.  
 

Tabela 1. Variáveis de processo CSTR 
Variável Descrição 
MEAS1 Concentração alimentação 
MEAS2 Vazão alimentação 
MEAS3 Temperatura alimentação 
MEAS4 Nível reator 
MEAS5 Concentração produto A  
MEAS6 Concentração produto B 
MEAS7 Temperatura Reator 
MEAS8 Vazão água refrigeração 
MEAS9 Vazão produto 
MEAS10 Temp. entrada água refrigeração 
MEAS11 Pressão entrada água refrigeração  
MEAS12 Saída controlador nível 
MEAS13 Saída controlador vazão 
MEAS14 Set point controlador de vazão 

SP1 Set point nível reator 
SP2 Set point temperatura reator 

 
Foram escolhidos 4 modelos de regressão a se-

rem treinados, visto que os resíduos aumentam para 
um número maior de modelos.  

  
Tabela 2. Resíduos x número de modelos 

Nº modelos Norma da matriz de Resíduos 
1 230,9 
2 216,38 
3 185,35 
4 130,85 
5 144,3 

 
Foram gerados treze conjuntos de dados para 

avaliação das taxas de FP e FN. O primeiro deles 
com 24.000 amostras sem a presença de falhas, com 
12 variações das variáveis externas. Os outros doze 
conjuntos possuem 2.000 amostras cada (totalizando 
24.000 amostras), com a presença de uma falha apli-
cada a pontos de operação distintos. A falha tem 

magnitude variável, iniciando na amostra 200 de cada 
conjunto, e simula um aumento da restrição na entra-
da de água de refrigeração na jaqueta do reator, pre-
judicando o resfriamento.  

Foi aplicada a metodologia de um único modelo 
em comparação com a abordagem de múltiplos mo-
delos e calculado a estatística T2

 para ambos os mé-
todos. Os resultados são apresentados nas Figuras 6a 
e 6b. A Figura 6c mostra a evolução das variáveis 
externas SP2 e MEAS11. As primeiras 24.000 amos-
tras da Figura 6 não possuem falhas e foram usadas 
para calcular a taxa de FP e as 24.000 amostras se-
guintes possuem falha e foram usadas para calcular a 
taxa de FN.  

Observa-se na Figura 6a e 6b que os dois méto-
dos tiveram a taxa de FP menor que o nível de signi-
ficância de 5%, indicando que a quantidade de alar-
mes falsos em vários pontos de operação é aceitável 
para os dois métodos. A partir da amostra 24.000, 
podemos verificar que a estatística T2 para a metodo-
logia que usa múltiplos modelos crescem mais rapi-
damente na presença das falhas, indicando uma maior 
sensibilidade. Este ganho de sensibilidade é quantifi-
cado pela taxa de FN, que foram 69,24% para a aná-
lise externa tradicional e 35,78% para a metodologia 
proposta.  

 
Figura 6. Estatística T2 para CSTR 

 
A Figura 7 mostra a taxa de FN para cada região 

de operação, indicando que a metodologia proposta 
neste trabalho possui maior sensibilidade para detec-
ção de falhas em todos os pontos de operação, com 
exceção dos pontos de operação 3 e 12. 
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Figura 7. Avaliação de FN para CSTR 

4   Conclusão 

O uso de múltiplos modelos para o método de 
detecção de falhas usando análise externa foi propos-
to. A necessidade de múltiplos modelos e o número 
de modelos é baseada na redução da norma dos resí-
duos gerados. Os modelos são gerados via agrupa-
mento dos modelos de regressão que relacionam as 
variáveis externas com as variáveis monitoradas. A 
metodologia é aplicada a dois estudos de caso, nos 
quais se observa o ganho da aplicação da metodolo-
gia no aumento de sensibilidade a detecção de falhas, 
medida através da taxa de falsos negativos.  
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