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Abstract— The time series analysis and forecasting techniques are indispensable to science and engineering disciplines. The
Fuzzy Time Series methods have gaining more visibility in recent years due to its good results and usability when compared
to traditional methods. This work proposes a new first order Fuzzy Time Series which merges linear regression techniques in
forecasting. A discussion of the method is presented and its empirical results are compared with the standard literature methods
obtaining good results.

Keywords— Time Series Forecasting, Fuzzy Logic, Linear Regression

Resumo— As técnicas de análise e predição de séries temporais são indispensáveis às ciências e engenharias. Os métodos de
predição baseados em lógica fuzzy vêm ganhando visibilidade devido aos bons resultados e praticidade, quando comparados aos
modelos tradicionais. Neste trabalho é proposto um novo método de séries temporais nebulosas de primeira ordem que mescla
características da regressão linear para predizer valores futuros da série. É apresentada uma discussão do método proposto e seu
desempenho é comparado frente a outros métodos de referência na literatura obtendo bons resultados.

Palavras-chave— Previsão de séries temporais, Lógica Nebulosa, Regressão Linear

1 Introdução

As séries temporais são conjuntos de dados que re-
presentam o comportamento de uma ou mais variáveis
no decorrer do tempo. Chatfield (Chatfield, 2000) ex-
plica que a característica mais importante de uma série
temporal é que as observações sucessivas da variável
não são independentes entre si e a sua análise deve
levar em conta a ordem em que foram coletadas. Atu-
almente séries temporais são aplicadas nos mais diver-
sos segmentos e largamente empregada em áreas como
a engenharia, medicina, economia, meteorologia, etc.

São duas as principais atividades relacionadas à
séries temporais: análise e predição. Na análise,
deseja-se descrever o comportamento da série tempo-
ral, identificar nuâncias e fatores de influência. Já na
predição o objetivo é obter os valores futuros da sé-
rie com base nos valores já conhecidos. Usualmente
séries temporais são modeladas em alto nível como
Xt = Tt+Ct+Rt, ondeXt é uma estimativa pontual
da série no tempo t, Tt é o componente de tendência,
i.e., o comportamento de longo prazo, Ct é o compo-
nente cíclico ou sazonal e Rt o componente de ruído.

Atualmente a demanda por métodos de predição
acurados e de baixo custo computacional tem aumen-
tado significativamente, em grande parte devido ao
crescente aumento do volume de dados disponíveis
para análise. Métodos tradicionais de análise e pre-
dição de séries temporais, como o ARMA e ARIMA,
têm alto custo de ajuste a atualização. Este cenário
motivou, nos últimos anos, o desenvolvimento de no-
vos métodos de previsão que aliam desempenho pre-
ditivo, simplicidade e baixo custo de processamento.

Um desses é o método Fuzzy Time Series (FTS)
(Song and Chissom, 1993b), que nos últimos anos
tem chamado atenção devido aos muitos estudos re-
latando sua boa acurácia em comparação com outros
modelos (Singh, 2015). Embora esses tenham rece-
bido algumas críticas da literatura (ver por exemplo
(Javedani Sadaei, 2013)) devido a problemas meto-
dológicos, muitas dessas questões têm sido aborda-
das em estudos mais recentes (Javedani Sadaei et al.,
2016).

Os métodos FTS são bem conhecidos como téc-
nicas não-probabilisticas, porém mais recentemente,
na tentativa de obter melhor performance, modelos hí-
bridos que mesclam conceitos probabilísticos e FTS
estão sendo propostos. Em (dos Santos and de Ar-
ruda Camargo, 2015) é apresentado um modelo de
previsão que combina os conceitos de FTS e Regres-
são linear, além de um novo método de suavização
exponencial obtendo bons resultados. Em (Eğrioglu,
Aladag, Yolcu and Dalar, 2016) é proposto um mé-
todo baseado em Particle Swarm Optimization (PSO),
e redes neurais avançadas são empregadas na fuzzifi-
cação e definição de regras nebulosas. Em (Egrioglu,
Bas, Aladag and Yolcu, 2016) um novo método proba-
bilístico de FTS é proposto baseado no método moving
block bootstrap.

O objetivo deste trabalho é propor um novo mo-
delo que mescla regressão linear e FTS com objetivo
de criar um novo método de baixo custo computacio-
nal e ainda com boa ou melhor capacidade preditiva,
se comparado aos outros métodos clássicos da litera-
tura. Mesclando as caractérísticas de regressão linear
o método busca identificar tendências dentro dos con-

XIII Simpósio Brasileiro de Automação Inteligente

Porto Alegre – RS, 1o – 4 de Outubro de 2017

ISSN 2175 8905 269



juntos fuzzy, o que com os métodos tradicionais não
acontece. Verificando o comportamento deste novo
método é possível constatar que a proposta permite
identificar as tendências presentes nos conjuntos fuzzy
bem como alcançar ótimos resultados quando compa-
radas as avaliações de métricas de desempenho.

Esse trabalho está divido em seis partes. Na seção
2 é apresentada uma breve revisão da literatura sobre
alguns dos modelos clássicos de FTS, como os mo-
delos de primeira ordem, e os modelos do estado da
arte como as séries nebulosas ponderadas. Na seção 3
apresenta-se as características e um exemplo do fun-
cionamento do método proposto chamado de FTS Re-
gressivo. Na seção 4 é apresentada a metodologia em-
pregada, os testes realizados e os conjuntos de dados
utilizados. Na seção 5 são demonstrados e brevemente
discutidos os resultados obtidos pelos experimentos e,
por fim, as conclusões obtidas, limitações do trabalho
e trabalhos futuros são apresentados na seção 6.

2 Revisão da Literatura

Fuzzy Time Series (FTS) são modelos não paramétri-
cos introduzidos por Song e Chissom (Song and Chis-
som, 1993b) com base na teoria dos conjuntos Fuzzy
(Zadeh, 1965). São métodos fáceis de implementar e
muito flexíveis, que permitem meios para lidar com
dados numéricos e não numéricos. Alguns dos méto-
dos FTS produzem modelos compactos e que permi-
tem a compreensão humana do comportamento das sé-
ries temporais usando regras nebulosas (Fuzzy Rules)
facilitando o manejo de informações por especialistas.

Existem várias categorias de métodos FTS, que
variam principalmente em ordem e tempo-variância.
A ordem indica quantos atrasos de tempo (lags) são
usados na modelagem da série temporal. Dado uma
série temporalF , os modelos de Primeira Ordem usam
F (t− 1) dados para prever F (t) e os modelos de Alta
Ordem usam F (t − 1), F (t − 2), ..., F (t − n) dados
para prever F (t). Modelos que variam em função do
tempo requerem atualizações do modelo atual com o
passar do tempo para produzir novas previsões.

Song e Chissom (Song and Chissom, 1993b) pro-
puseram as principais etapas de todos os métodos FTS,
mas sua metodologia exige muitas operações de ma-
triz para cada previsão tornando assim o processo
computacionalmente caro. Chen (Chen, 1996) simpli-
ficou o algoritmo de Song e Chissom criando os Fuzzy
Logical Rule Groups (FLRG), tornando o processo de
previsão mais barato, pois assim evita o uso de mani-
pulações de matrizes. Os FLRGs são a regra base do
modelo e são legíveis e fáceis de interpretar, porém,
em caso de muitas divisões do universo de discurso, tal
vantagem pode ficar prejudicada. Ambos os métodos
são conhecidos como modelos convencionais FTS.

Primeiramente no treinamento de um modelo FTS
acontece a partição do Universo do Discurso U , ou
seja, o intervalo que mantém os dados de treinamento
que devem ser transformados em conjuntos fuzzy
(Fuzzy Sets). O esquema de particionamento inicial-

mente proposto nos métodos convencionais divide a
faixa de dados em k intervalos de mesmo tamanho.
Por simplicidade, este método é adotado neste traba-
lho. No entanto, métodos mais precisos são propostos
na literatura, por exemplo, (Huarng, 2001) e (Cheng
et al., 2006).

A geração das FLRGs a partir dos dados fuzzifi-
cados no modelo FTS tem, pelo menos, dois inconve-
nientes: a perda de recorrência da regra e sua ordem
cronológica. No processo de previsão, um padrão de
dados muito recorrente tem a mesma importância de
um padrão de ocorrência único. Além disso, padrões
mais novos e mais antigos também têm o mesmo peso
na previsão.

Para corrigir esses inconvenientes, Yu (Yu, 2005)
propôs o modelo Weighted Fuzzy Time Series (WFTS),
incluindo pesos nos FLRGs. Esses pesos são aumenta-
dos monotonicamente e têm um efeito de suavização,
dando mais importância aos dados mais recentes den-
tro do processo de previsão.

Os trabalhos de (Ismail and Efendi, 2011) e
(Efendi et al., 2013) apresentam o modelo Impro-
ved Weighted Fuzzy Time Series (IWFTS) e alteram
a forma como os pesos são atribuídos às regras con-
sequentes (RHS) no modelo de Yu. A principal di-
ferença é que os pesos são calculados pela recorrên-
cia de cada regra, descartando a ordem cronológica.
Os métodos Exponentialy Weighted Fuzzy Time Se-
ries (EWFTS), propostos por (Sadaei et al., 2014) e
(Talarposhti et al., 2016), substituem o crescimento de
peso linear do modelo WFTS por um crescimento ex-
ponencial.

Existem também técnicas de FTS híbridas. Por
exemplo Askari e Montazerin (Askari and Montaze-
rin, 2015) propõem um algoritmo FTS multi-variável
de alta ordem baseado em agrupamento fuzzy e Sa-
daei et al. (Javedani Sadaei et al., 2016) combinam
modelos estatísticos ARFIMA com FTS para previsão
de séries temporais de memória longa.

3 FTS Regressivo

3.1 Descrição do método

Métodos de regressão estimam modelos que quanti-
ficam as relações de dependência entre variáveis por
meio de coeficientes estimados a partir da correlação
linear entre elas. No caso das séries temporais são uti-
lizados n atrasos temporais F (t− 1), ..., F (t− n) da
mesma variável como preditores para um valor futuro
F (t). A estimação dos coeficientes desse modelo é
utilizada nos métodos AR, ARMA e ARIMA. A meto-
dologia de Box-Cox utiliza a função de autocorrelação
(Auto Correlation Function - ACF) para determinar o
número de regressores do modelo.

O método proposto neste trabalho mescla carac-
terísticas das funções de auto regressão com modelos
de séries temporais nebulosas com o objetivo de me-
lhorar a acurácia. Essa metodologia identifica tendên-
cias de crecimento e decrescimento dos valores da sé-
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rie que estão presentes nos conjuntos fuzzy. Para cada
tentativa de prever um momento F (t + 1) são ajusta-
das regressões lineares com base nos pontos presentes
em cada conjunto fuzzy consequente (RHS) até o mo-
mento F (t). Determinadas as equações de ajuste é
então calculado o valor de F (t+ 1).

O método é descrito a seguir em dois procedimen-
tos separados: o procedimento de construção do mo-
delo e o procedimento de previsão. O procedimento de
construção do modelo baseia-se em (Song and Chis-
som, 1993b) e (Chen, 1996) e pretende construir a
base de regras FLRG:

Procedimento de construção de modelo:

1. Definir o universo do discurso U dos dados D
como U = [Dmin −D1, Dmax +D2];

2. Particionar o universo do discurso em k interva-
los ui de igual tamanho (Dmax+D2)−(Dmin−D1)

k ,
onde D1 e D2 são apenas números usados para
arredondar Dmax e Dmin para o próximo múlti-
plo inteiro de 10;

3. Definir os conjuntos fuzzy Ai no universo U .
Cada conjunto fuzzy será relacionado a um inter-
valo ui, terá um ponto médio mAi e será associ-
ado a uma função de associação fuzzy triangular
µAi

(x). O vetor µAi
= [µAi

(u1), .., µAi
(uk)]

representa os valores de associação do conjunto
fuzzy Ai com os pontos médios de todos os ui
intervalos;

4. Fuzzificar os dados históricos D, gerando um
novo conjunto de dados Df . Cada ponto de da-
dos di ∈ D será substituído pelo conjunto fuzzy
Ak que tem o maior valor de associação µAk

(di);

5. A partir de Df são estabelecidos todos os Fuzzy
Logical Relationship (FLR) entre dois conjuntos
no seguinte formato Ai → Aj onde Ai é um va-
lor fuzzificado no tempo t e Aj é o valor fuzzifi-
cado no tempo t+1, (1). Depois de geradas todas
as FLRs, as regras duplicadas são eliminadas;

Ai → Aj Ai → Ak Ai → Al

Aj → Aj Aj → Al Ai → Al

Ai → Aj Aj → Al Aj → Aj

(1)

6. Gerar os FLRGs. O conjunto de regras distintas é
então agrupado pelo seu precedente Ai, criando
os FLRGs. Por exemplo, o grupo de FLRs na
Equação 1 gerará o FLRG na equação 2.

Ai → Aj , Ak, Al

Aj → Aj , Al
(2)

As FLRGs compõem a base de regras do modelo
e são legíveis, permitindo sua utilização por especia-
listas na aquisição de conhecimento. Uma FLRG tem
a forma LHS → RHS em que LHS sempre tem
um conjunto fuzzy, representando F (t− 1) e o RHS
tem todos os conjuntos fuzzy que seguiram LHS nas

FLRs, representando assim todos os possíveis F (t)
provenientes de F (t− 1). O número de regras na base
está intimamente relacionado com as propriedades es-
tatísticas (esperança, variância e estacionaridade) da
série temporal.

Procedimento de previsão:
O procedimento de previsão usa basicamente as

FRLGs como base. Para cada momento F (t) que
pertence a uma FLR é identificado a FLRG e suas
FLRs consequentes para então se determinar o valor
de F (t+ 1) considerando três cenários diferentes:

1. Ai → Aj . Nesse caso F (t + 1) é calculado
ajustando-se a regressão linear dos pontos den-
tro do conjunto Aj . Caso não existam pelo me-
nos dois pontos dentro do conjunto é usado então
o valor de mj , ponto médio do próprio conjunto.
Obtendo-se a equação de regressão linearAx+b,
o valor de x é definido pelo equação 3:

x = 1 +

n∑
i=1

i (3)

Por exemplo, se até o momento t existirem 4 pon-
tos dentro do conjunto Aj , o valor de x será 5.

2. Ai → Aj , Ak, Al.

Nesse cenário F (t+1) é calculado de forma simi-
lar ao cenário 1, porém, após calculado os valo-
res obtidos pelas equações de cada consequente,
a média simples desses valores representa o va-
lor final para F (t + 1). Assim como na etapa
1, caso não existam pelo menos dois pontos em
cada conjunto Aj,k,l, necessários para se ajustar
uma regressão linear, o valor de ponto médio do
referido conjunto é usado em seu lugar.

3. Aj → ∅.

Nesse cenário não há recorrências consequentes
com base na série de treinamento, assim F (t+1)
é calculado pelo ajuste da equação de regressão
linear obtida com base nos últimos 3 valores da
série F . Na equação de ajuste o valor de x será 4,
logo são necessários pelo menos 3 instâncias da
série para se iniciar o processo.

3.2 Exemplo de Aplicação

Para ilustrar o funcionamento do FTS Regressivo esta
seção demostra um exemplo de aplicação do método
proposto. Para isso emprega-se o conjunto de dados
Enrollments da Universidade de Alabama, recuperado
de (Song and Chissom, 1993a). Usando um esquema
de particionamento com 7 intervalos de mesmo tama-
nho e funções de pertinência triangulares, obtém-se os
conjuntos fuzzy listados na tabela 1, e os FLRGs ge-
rados são listados na Equação 4.
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A1 → A1, A2

A2 → A3

A3 → A3, A4

A4 → A4, A3, A6

A5 → ∅
A6 → A6, A7

A7 → A7, A6

(4)

Dado um valor de entrada, por exemplo F (t) =
15, 984, pertencente ao conjunto A3, tem-se, FLRG
A3 → A3, A4. Esse caso encaixa-se no cenário 2 do
procedimento de previsão. Logo, ajustando as duas
equações de regressão tem-se os seguintes valores,
sendo que para o conjunto A3 : y = −43, 513x +
15630 e para A4 : y = −209, 5x + 17124, com base
nos pontos presentes em cada conjunto da série En-
rollment (observe a Figura 1).

Figura 1: Pontos dos conjuntos fuzzy A3 e A4

A quantidade de pontos presentes no conjunto A3

é 8 e em A4 são 3, logo aplicando a equação 3 os va-
lores de x para as equações são 9 e 4 respectivamente.
Resolvendo as equações obtém-se: A3 : y = 15238, 4
e A4 : y = 16286. Calculando a média dos dois va-
lores tem-se então F (t + 1) = 15762, 2 sendo que o
valor original da série nesse momento seria 16859. A
Figura 2 expõe o resultado obtido aplicando o método
em toda a série temporal Enrollment com os parâme-
tros supracitados.

Tabela 1: Conjuntos Fuzzy

Conjuntos
Fuzzy

Limite
Inferior

Ponto
Médio

Limite
Superior

A1 13000 13500 14000
A2 14000 14500 15000
A3 15000 15500 16000
A4 16000 16500 17000
A5 17000 17500 18000
A6 18000 18500 19000
A7 19000 19500 20000

Figura 2: Método Proposto aplicado à série Enroll-
ment

4 Materiais e Métodos

Para medir o desempenho do modelo proposto foram
selecionados dois dados de séries de tempo financei-
ros bem conhecidos (os conjuntos de dados TAIEX e
NASDAQ). Um método de validação cruzada foi apli-
cado para treinamento e previsão sob dados de teste,
em que 70% dos dados são utilizados para treinamento
e os demais 30% para previsão. Não há atualização
do modelo de previsão com a inclusão de regras mais
recentes, ou seja, após realizado o treinamento, todas
as previsões são feitas com o modelo obtido com os
dados de teste. Os resultados foram então comparados
com os métodos Song&Chissom FTS (Song and Chis-
som, 1993b), Conventional FTS (Chen, 1996), Weigh-
ted FTS (Yu, 2005), e Exponentialy Weighted FTS
(Javedani Sadaei, 2013), sendo todos eles treinados
com as mesmas definições e dados.

O Índice de Ações Ponderadas de Capitalização
da Bolsa de Valores de Taiwan (Taiwan Stock Ex-
change Capitalization Weighted Stock Index - TAIEX)
1 é um conjunto de dados bem conhecido em sé-
ries econômicas comumente utilizado na literatura
FTS ((Yu, 2005), (Chen and Chen, 2011), (Bajestani
and Zare, 2011), (Lee et al., 2013), (Javedani Sadaei
et al., 2016), etc.). O índice foi amostrado numa janela
de tempo de 1995 até 2015 e tem como valor de refe-
rência sua média diária por dia útil, totalizando 5260
instâncias em que 3776 foram utilizadas para treina-
mento e as demais 1484 para validação. Na Figura 3 a
série é ilustrada e a linha vertical separa os conjuntos
de treinamento e validação.

O índice da Associação Nacional de Corretores
de Títulos de Cotações Automátizadas (National As-
sociation of Securities Dealers Automated Quotations
- Composite Index (NASDAQ ÎXIC)) 2 foi amostrado
numa janela de tempo de 2001 a 2016 e tem como va-
lor de referência seu índice médio diário por dia útil.
São amostradas 3927 instâncias, nas quais, 2750 fo-
ram utilizadas para treinamento e as demais 1176 para
validação (Figura 4).

As métricas usadas para avaliar e medir a acurá-
cia do modelo foram o Mean Average Percent Error

1http://www.twse.com.tw/en/products/
indices/Index_Series.php

2http://www.nasdaq.com/aspx/flashquotes.
aspx?Symbol=IXIC&selected=IXIC.
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Figura 3: TAIEX Treinamento e validação

Figura 4: NASDAQ Treinamento e validação

(MAPE), descrito na equação 5, e RMSE (Root Mean
Squared Error), descrito na Equação 6. Y significa
os dados reais e Ŷ os valores previstos. O universo
do discurso foi dividido em um esquema de grade,
com um total de 6 conjutos com mesmo comprimento.
Cada modelo foi treinado e testado para os conjuntos
de 10, 15, 20, 25, 30, 35 e 40 partições.

MAPE =
1

n

n∑
i=1

∣∣∣∣∣Yi − ŶiYi

∣∣∣∣∣ (5)

RMSE =

√∑n
i=1(Yi − Ŷi)2

n
(6)

5 Resultados

Os resultados obtidos com o experimento podem ser
visualizados nas tabelas 2 e 3, que demonstram as mé-
dias e desvios padrão das métricas MAPE e RMSE
de cada método nas diversas partições propostas do
Universo de Discurso. Além disso, as Figuras 5 e 6
demostram o comportamento dos métodos e, para me-
lhor visualização, uma instância de 100 pontos das sé-
ries de testes é mostrada.

Tabela 2: Médias e desvios padrão dos MAPEs

Métodos
MAPEs

TAIEX NASDAQ

Média
Desvio
padrão Média

Desvio
padrão

Song&Chissom 1,460 0,499 1,901 0,867
Chen 1,541 0,495 1,984 1,282

Yu 2,156 0,676 2,002 1,195
Javedani 2,867 0,677 2,015 1,193

FTS Proposto 1,527 0,472 1,364 0,707

Tabela 3: Médias e desvios padrão dos RMSEs

Métodos
RMSEs

TAIEX NASDAQ

Média
Desvio
padrão Média

Desvio
padrão

Song&Chissom 145.53 45.64 91.58 37.49
Chen 152.23 43.29 88.42 56.37

Yu 215.97 64.05 89.54 52.34
Javedani 278.64 65.93 90.06 52.20

FTS Proposto 151.99 42.24 66.01 31.75

A análise dos resultados indica o desempenho
competitivo do método proposto dentre os métodos
clássicos da literatura. Pela média o FTS Regressivo é
aparentemente superior aos métodos de Chen, Yu e Ja-
vedani apresentando ainda maior estabilidade dado o
menor desvio padrão dos testes. Esse resultado deve-
se ao bom desempenho do método mesmo nos testes
com poucas partições do universo de discurso.

Na série TAIEX o método de Song&Chinssom
conseguiu a melhor média, porém esse método além
de ser bem mais oneroso, devido as operações entre
matrizes, teve menor desempenho se comparado com
o método proposto quando houve poucas partições do
universo de discurso, por exemplo, para 10 e 15 par-
tições o método porposto conseguiu MAPE de 2,40 e
1,63 contra 2,45 e 1,78. Na série NASDAQ o método
proposto foi unânime e, além de manter menor valor
de desvio padrão, conseguiu resultados melhores.

As Figuras 5 e 6 demonstram o comportamento
dos métodos. As figuras ilustram as 100 primeiras ins-
tâncias, quando em um cenário com 40 partições do
universo. Com 40 partições, todos os métodos tiveram
as melhores avaliações pelas métricas.

Observado as figuras, é possível identificar que o
método proposto tem um comportamento mais dinâ-
mico e os métodos da literatura possuem um compor-
tamento estático dentro dos conjutos fuzzy. Tal com-
portamento era esperado, já que a proposta era tentar
identificar tendências dentro de cada conjunto fuzzy.
Na série NASDAQ é possível ver claramente que o
método conseguiu seguir a tendência de crescimento
que a série de validação possui, o que provavelmente
o ajudou a obter melhores resultados.

6 Conclusão

Uma das vantagens das FTS é a descrição do compor-
tamento das séries temporais por meio de regras no
formato LHS → RHS, em que LHS é o precedente
da regra e indica o estado da série no tempo t, e RHS
é o consequente e contém o conjunto de estados possí-
veis no tempo t+1 dado o conjuntoRHS no tempo t.
Os estados previamente citados são conjuntos nebulo-
sos e abarcam em si uma série de valores. Ao defuzifi-
car essas regras, no entanto, os valores de predição são
estáticos, representados pela média dos pontos médios
de conjunto nebuloso da RHS. Outros modelos de
FTS incluem um termo de tendência linear, único para
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Figura 5: TAIEX - Comparativo entre métodos

Figura 6: NASDAQ - Comparativo entre métodos

toda a série. Dependendo da série em questão, as ten-
dências podem não ser lineares ou variarem conforme
a época.

O método proposto apresenta uma solução para
esses inconvenientes com a introdução de uma fór-
mula de regressão linear no RHS, calculada a par-
tir dos conjuntos nebulosos que formavam esse con-
sequente. O intuito dessa inovação é capturar as ten-
dências locais de cada conjunto precedente LHS, tor-
nando a predição mais dinâmica.

O FTS Regressivo é um método de FTS de pri-
meira ordem e invariável no tempo, de baixo custo
computacional e alta flexibilidade, mesmo em diver-
sos esquemas de particionamento do Universo de Dis-
curso.

O método foi testado contra outros métodos pa-
drão de FTS da literatura (Song e Chissom, Chen,
Yu e Javedani) para duas séries temporais financeiras
(TAIEX e NASDAQ), e a partir dos resultados é possí-
vel observar que a proposta conseguiu alcançar valores

competitivos pelas métricas RMSE e MAPE, obtendo
inclusive melhores avaliações se comparados com os
métodos da literatura, principalmente se analisadas na
série temporal NASDAQ. Mesmo na série TAIEX os
valores de desvios padrão, que medem a variação dos
resultados obtidos, se mostraram menores sugerindo
assim que o método proposto é mais estável quando
há poucas partições do Universo de Discurso.

Investigações utilizando testes de significância es-
tatísticas com diversos outros datasets e avaliações do
esforço computacional dos métodos podem dar maior
credibilidade aos resultados. Esta análise, entretanto,
é deixada para trabalhos de continuidade.
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