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Abstract:
Road lane detection is comming a fundamental technology in autonomous smart car develop-
ments. Main objective of this work is to find a robust lane detection metodology maintaing a
low computational cost, compatible with real embedded applications. The method proposed has
three major steps: lane segmentation through combined threshold filters, generation of a region
of interest from an aerial perspective, and lane marks detection using the Slidding Windows
method. To evaluate it, the algorithm was implemented in a conventional embedded system
based on an ARM A57 processor, processing a previously recorded footage from a monocular
camera installed in a vehicle. Results include the analysis of accuracy metrics and execution times
considering different road scenarios as well as different image resolutions. The tests achieved good
lane marks detection rate, between 89% and 97%, according to the image resolution, and showed
that its computational cost allows the execution in a typical embedded system.

Resumo:
A detecção de faixas sobre as vias de trânsito vem se destacando como uma das tecnologias
fundamentais na implementação de véıculos autônomos inteligentes. O objetivo principal deste
trabalho é a busca por um método robusto para a detecção de faixas com custo computacional
baixo, compat́ıvel com aplicações embarcadas. O método proposto é composto por três etapas:
segmentação de faixas através da combinação de filtros de limiar, geração de uma região de
interesse em perspectiva aérea, e detecção das faixas pelo método Slidding Windows. Para
avaliação e validação do sistema proposto, o método foi implementado em um sistema embarcado
convencional com processador ARM A57 e imagens reais de um véıculo foram utilizadas. Foram
analisadas métricas de acurácia e tempo de execução para diferentes cenários de vias, bem como
para diferentes resoluções de imagem. Os testes realizados apresentaram bons ı́ndices de detecção
das faixas de trânsito, entre aproximadamente 89 % e 97 %, conforme a resolução da imagem,
além de mostrar que o algoritmo possui custo computacional compat́ıvel para ser executado por
uma plataforma embarcada tradicional.

Keywords: Lane detection; embedded system; image segmentation; aerial perspective; slidding
windows.
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1. INTRODUÇÃO

O aumento do fluxo de véıculos nas últimas décadas foi
acompanhado da alta no número de acidentes reportados
e da consequente alta no número de v́ıtimas. Segundo
Transp. (2010), as falhas relacionadas ao tempo de res-
posta dos motoristas é responsável por 70% dos acidentes
na Grã-Bretanha. De acordo com o estudo da NHTSA
(2015), aproximadamente 94% das falhas cŕıticas que pre-
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cedem a cadeia de eventos de um acidente de trânsito
podem ser atribúıdas aos motoristas.

Buscando a redução dos acidentes, a indústria automo-
biĺıstica realiza constantes investimentos em sistemas de
aux́ılio aos motoristas durante a condução, e até mesmo em
sistemas que intervém de forma autônoma em condições
identificadas como de grande risco ou cŕıticas (Bengler
et al., 2014).

Neste sentido, diversos sistemas automotivos foram desen-
volvidos nas últimas décadas. Atualmente, o desenvolvi-
mento destas tecnologias aponta para a criação de sistemas
que futuramente evoluam para a direção autônoma e coo-
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perativa. Tais sistemas têm por fonte de informação uma
rede integrada de sensores, tais como uma rede multipla-
taforma com câmeras, radares, sistemas de visão noturna,
inerciais, entre outros.

Ainda segundo Bengler et al. (2014), para garantir que as
tecnologias de direção autônoma e cooperativa funcionem
adequadamente, diversos subsistemas devem atuar em
conjunto. Um destes subsistemas essenciais é a detecção
e identificação de faixas em vias e rodovias, que é tópico
de estudo importante no campo dos sistemas de carros
inteligentes.

Através da detecção das faixas, é posśıvel fornecer a
posição do véıculo em relação às faixas, possibilitando a
determinação de uma direção eficaz para o carro. Esse
recurso pode aprimorar significativamente a eficiência e
a segurança na direção (Kum et al., 2013).

A informação visual gerada por câmeras é um dos meios
mais utilizados para a detecção de faixas, e consequen-
temente para a direção inteligente. A principal vantagem
desta é a quantidade de informação que pode ser obtida
em função do custo, tanto operacional quanto monetário.
Adicionalmente, outros sensores, tais como ultrassônicos,
radares e lasers, podem ser utilizados em conjunto com as
câmeras (Bar Hillel et al., 2014).

É essencial que os algoritmos para a detecção de faixas
tenham a menor complexidade computacional posśıvel,
uma vez que estes devem atender a requisitos de tempo
real para sua operação em um sistema embarcado no véı-
culo. Além disso, sistemas embarcados possuem recursos
limitados e reduzidos, tais como a capacidade de proces-
samento e a quantidade de memória, frente a um sistema
computacional completo de uso pessoal, por exemplo.

Grande parte dos trabalhos sobre detecção de faixa encon-
trados na literatura desconsideram a complexidade compu-
tacional das soluções propostas, pois não têm como obje-
tivo a implementação destes em sistemas embarcados. Este
fato limita ou impossibilita a reprodução destes resultados
em aplicações reais embarcadas.

O presente trabalho se propõe a implementar um método
de detecção de faixas baseado em visão computacional
para sistemas embarcados convencionais, operando com
imagens de uma câmera monocular para realizar a detec-
ção de vias com e sem curvatura e limitado à operação
diurna. O método proposto adota uma estratégia iterativa
de detecção de faixas cont́ınuas e descont́ınuas, através de
uma cadeia de processamento que tem como base a seg-
mentação das sinalizações das vias e detecção das faixas.

Assim, a principal contribuição deste trabalho é a proposta
de um método de detecção de faixas baseado em visão
monocular capaz de operar em um sistema embarcado
convencional. Isto é, um método que realize a detecção de
faixas em tempo real e mantenha o compromisso de baixa
complexidade computacional e alta taxa de detecção.

2. TRABALHOS RELACIONADOS

A detecção de faixas baseadas em sensores óticos utilizam
imagens bidimensionais capturadas por uma câmera. Ge-
ralmente esta é montada no para-brisas do véıculo e suas

imagens são processadas por métodos de visão computaci-
onal, cujas informações são repassadas para o controle do
mesmo. Tal processamento pode ser categorizado em duas
principais classes: os baseados em recursos e os baseados
em modelos.

A abordagem por modelos propõem um modelo matemá-
tico parametrizado que descreve a estrutura das faixas
(Zhou et al., 2010). Esta técnica apresenta alta robustez
a rúıdos. Contudo sua implementação possui limitações,
tais como o elevado custo computacional e o conhecimento
prévio sobre os parâmetros geométricos da faixas.

Na metodologia baseada em recursos (Lee and Moon, 2018;
Wang et al., 2004; Borkar et al., 2012; Li et al., 2014; Son
et al., 2014), utilizada como base no presente trabalho, a
análise da imagem busca detectar os gradientes, os padrões
de cores, e outras informações presentes nos pixeis da
imagem, a fim de reconhecer as sinalizações das faixas de
trânsito.

Em Lee and Moon (2018) foi proposto um algoritmo de
detecção baseado no uso de duas regiões de interesse, uma
retangular e uma em formato de Λ, contornando os efeitos
de rúıdos externos e diminuindo o tempo de execução do
algoritmo. Este sistema utiliza um filtro de Kalman e uma
aproximação de movimento linear para rastrear as faixas,
ao mesmo tempo que faz as detecções.

Em Wang et al. (2004) a região de interesse é dividida
em seções finitas tornando mais simples o rastreamento
de faixas de trânsito. Segmentos de linha extráıdos pela
transformada de Hough interpolam cada seção através do
método B-Snake. O método é aprimorado em Li et al.
(2014) que faz uso de um filtro de Kalman para estimar e
refinar o rastreamento das faixas de transito.

Borkar et al. (2012) introduzem um método de detecção
baseado na operação IPM (Inverse Perspective Mapping).
Uma técnica de limiar adaptativo é utilizada para produzir
imagens binárias. Além disso, são utilizados formatos pré
determinados para selecionar as posśıveis faixas. Para
eliminar as detecções destoantes é utilizado o algoritmo
de RANSAC (Random Sample Consensus).

Para garantir uma maior robustez com as varições de
luminosidade, Son et al. (2014) apresentam um método
de detecção de faixas que busca manter a iluminação das
faixas constante através de filtros em diferentes espaços de
cores.

3. ESTRATÉGIAS PARA DETECÇÃO DE FAIXAS

O método proposto para a detecção de faixas é sumarizado
no diagrama da Figura 1. Na sequência, são apresentadas
as estratégias e algoritmos propostos para a solução do
problema em um sistema embarcado.

Figura 1. Diagrama simplificado da etapa de processa-
mento da imagem.



Inicialmente, é obtida uma imagem binária em uma pers-
pectiva aérea, através da segmentação dos pixeis com
maior probabilidade de pertencimento às faixas de transito
e da operação IPM.

Na sequência é aplicado um algoritmo que busca classificar
as regiões segmentadas da imagem, identificando os pontos
ao longo das faixas, tornando a detecção mais robusta e
permitindo a parametrização das faixas de transito.

3.1 Segmentação das Faixas

Um dos métodos mais utilizados para a extração das
caracteŕısticas das faixas é a utilização de detectores de
bordas. Abordagens que utilizam algoritmos convencionais
de detecção de contornos apresentam diversos problemas
para a aplicação de detecção de faixas, incluindo baixa
robustez ao rúıdo e complexidade computacional elevada,
e consequentemente um alto tempo de processamento.
(Yousaf et al., 2018). Para contornar estes problemas, foi
adotado um algoritmo que combina filtros de limiar de
gradiente e filtros de limiar de canais.

Filtros de limiar (FL) são comumente utilizados na seg-
mentação de imagens, separando objetos ou regiões da
imagem original para uma imagem binária em preto e
branco. A abordagem de combinação filtros de limiar pro-
posta está ilustrada no diagrama da Figura 2.

Figura 2. Diagrama do processo de filtragem e binarização
da imagem referente a etapa de segmentação das
faixas de transito.

Utilizando o filtro Sobel são calculados os gradientes de
intensidade da imagem em cada ponto. Obtendo uma
noção de como varia a luminosidade nos pixeis, sendo de
forma mais suave ou abrupta (Cao et al., 2019).

São determinadas a magnitude e direção dos gradientes do
operador de Sobel, resultando em duas filtragens distintas.
Ambas contribuições são combinadas em uma imagem
binária exemplificada na Figura 3(b).

Como as faixas de transito tendem a ser majoritariamente
verticais, as contribuições referentes a este eixo recebem
um maior peso melhorando a detecção das faixas. Para
garantir uma maior robustez ao método o resultado desta
etapa é combinado com dois filtros de limiar de canais.

Estes são um filtro de liminar no canal R do espaço de cor
RGB (Red-Green-Blue) e um filtro no canal S no espaço de
cores HLS (Hue-Saturation-Lightness). O primeiro busca
filtrar as informações presentes no espectro do vermelho
em diversas intensidade de luz. O segundo impacta direta-
mente a detecção das faixas brancas e amarelas tornando

a detecção robusta à variações de luminosidade, como em
regiões de sombra ou alta intensidade de luz. Os resultados
de ambos os filtros de limiares são sobrepostos em uma
única imagem, exemplificada na Figura 3(c).

Conforme ilustrado no diagrama da Figura 2, são com-
binados os resultados obtidos em ambos os processos de
filtragem, limiar de gradiente e limiar de canais, em uma
única imagem binária. Esta imagem resultante é exempli-
ficada na Figura 3(d).

(a) Imagem Original (b) FL de Gradiente

(c) FL de Canal (d) Imagem Binária

Figura 3. Exemplo do procedimento de filtragem e binari-
zação de uma imagem.

3.2 Extração da Região de Interesse

A curvatura e outros parâmetros geométricos das faixas
são de grande importância para o sistema de controle do
véıculo inteligente. Assim, é proposta uma transformação
de perspectiva que favoreça a determinação desses parâme-
tros como forma de melhorar as caracteŕısticas de detecção
do método. A transformação busca uma perspectiva aérea
da via, onde as faixas sejam praticamente paralelas e não se
aproximem em direção ao ponto de fuga, como na imagem
original.

Esta transformação apresenta dois principais benef́ıcios. O
primeiro diz respeito à obtenção de uma região de interesse
focada apenas na área das faixas, o que minimiza os rúıdos
externos e o tempo de processamento. Ao passo que o
segundo, evita que a imagem seja afetada pela perspectiva,
onde as faixas convergem para o horizonte em um ponto
focal, favorecendo sua detecção.

Assim, uma perspectiva superior onde as faixas são apro-
ximadamente paralelas em relação a câmera, aprimora a
visualização da distância e da curvatura da via, tornando
a detecção das faixas mais robusta e possibilitando que o
método explore outras caracteŕısticas das faixas, como sua
distância horizontal e atributos geométricos.

Para realizar a transformação de perspectiva são neces-
sários oito pontos na imagem, quatro para cada plano
de transformação (Cao et al., 2019). Estes pontos são as
arestas dos quadriláteros apresentados na Figura 4(a), em
vermelho o plano desejado e em amarelo o plano inicial.

A Figura 4(b) mostra o resultado da etapa de determina-
ção da região de interesse apresentando uma perspectiva
aérea da região das faixas de transito.



(a) Delimitação das regiões de in-
teresse para a transformação de
perspectiva.

(b) Imagem com a perspectiva aé-
rea da via.

Figura 4. Procedimento de transformação da perspectiva
original para a perspectiva aérea.

3.3 Detecção das Faixas através de Slidding Windows e
Histogramas de Intensidade

Conforme analisado em Reichenbach et al. (2018), a abor-
dagem de Slidding Windows apresentou um baixo custo
computacional em relação a outros métodos para detecção
de faixas, como transformada de Hough, Random Lines e
Active Line Modeling.

Além da baixa complexidade computacional, a aborda-
gem apresenta ı́ndices satisfatórios de detecção e precisão
quando comparada aos outros métodos. Algumas variações
deste método, tais como Fixed Windows e análise da forma
de onda baseada em histogramas, também foram avaliadas.
Todavia, os resultados utilizando o método de Slidding
Windows foram superiores. Portanto, os resultados e dis-
cussões apresentados no restante do trabalho baseiam-se
somente neste método.

Este procedimento de detecção faz uso de regiões retan-
gulares, denominados sensores virtuais, para realizar uma
análise de densidade de pixel via histograma, detectando
os pontos de maior probabilidade de conter informações
das faixas. Estes sensores virtuais são deslocados através
da imagem, da parte inferior até a parte superior, encon-
trando assim os pontos ao longo das faixas.

O método em questão pode ser descrito pelas seguintes
etapas e está ilustrado na Figura 5:

(1) A primeira etapa consiste em encontrar os pontos
iniciais das faixas na parte inferior da imagem. Estes
pontos, são utilizados para inicializar o algoritmo de
Slidding Windows. É obtida a intensidade de pixeis
na metade inferior da imagem através dos cálculos
dos valores acumulados de cada coluna da região.
Isto resulta em um histograma de intensidade, onde
os picos indicam a posição de maior probabilidade
das faixas de transito. Dessa forma, o pico da parte
esquerda da imagem representa o ińıcio da faixa da
esquerda. O mesmo ocorre para a faixa da direita na
seção direita da imagem.

(2) São definidos dois sensores virtuais e suas dimensões
são previamente definidas segundo as caracteŕısticas
das faixas analisadas. Cada sensor é centralizado
horizontalmente em um dos picos obtidos na etapa
anterior e verticalmente na parte inferior da imagem.
Então, são calculados novos histogramas de intensi-
dade para cada um dos sensores, obtendo assim uma
forma de onda similar a etapa anterior, porém restrita
apenas a diminuta área observada pelo sensor virtual.

(3) Com base no histograma de intensidade obtido por
cada sensor virtual, é calculada uma nova posição
horizontal que centralize o sensor sobre a faixa de
transito, esta posição é obtida através do histograma
de intensidade da área do sensor virtual. Então,
este sensor é deslocado verticalmente para cima e
posicionado de forma centralizada na faixa, seguindo
assim a sinalização das faixas de transito ao longo da
imagem.

(4) A etapa do item 3 é repetida até que os sensores virtu-
ais encontrem o topo da imagem, determinando assim
o fim do processo de detecção. O número de iterações,
N , é definido pela razão da alturas da imagem pela al-
tura dos sensores virtuais. Experimentalmente foram
utilizadas onze seções (N = 11), onde a visualização
deste processo é apresentada nas Figuras 6(a), 6(c) e
6(e). Ao fim do processo, são obtidos dois conjuntos
de pontos na imagem. Estes indicam os pontos de
maior probabilidade de conter as faixas de transito.

Figura 5. Diagrama do processo iterativo de detecção com
Slidding Windows e histograma de intensidade.

Para garantir uma maior qualidade nas detecções, foram
estabelecidos três critérios que auxiliam tanto na detecção
quanto no rastreamento das faixas, uma vez que existem
faixas descont́ınuas e interferências de segmentação nas
imagens analisadas. Estes critérios são aplicados em todas
as atualizações de posição dos sensores virtuais. O pri-
meiro critério diz respeito à tolerância de deslocamento
horizontal dos sensores. O segundo, à quantidade mı́nima
de pixeis válidos em cada sensor e o último tem relação
com a distância entre as faixas.

No primeiro, é estabelecido um limiar máximo para a
movimentação dos sensores virtuais, evitando que pos-
śıveis interferenciais ou falsas detecções prejudiquem o
posicionamento dos sensores. Este parâmetro é baseado
no comportamento estrutural das faixas, uma vez que não
há mudanças abruptas da sinalização nas vias.

Já o segundo estabelece um limiar mı́nimo de pixeis
que devem ser detectados para que um sensor faça uma
medida válida. Caso este liminar não seja alcançado, pode
significar que o sensor esta mal posicionado ou que a
faixa é descont́ınua. Portanto, para contornar estes casos,
as coordenadas das detecções dos últimos quadros são
armazenadas, permitindo a reutilização destas informações
e possibilitando uma estimação melhor para a posição dos
sensores. Isto é posśıvel caso uma sequência de quadros
das faixas de transito não apresente alterações súbitas, e,
mesmo que haja, há o resguardo da tolerância horizontal
do primeiro critério.

O último critério adotado considera a estrutura geométrica
das faixas de transito. Na imagem em perspectiva aérea, é
esperado que as faixas obtidas estejam aproximadamente



paralelas. Desta forma, é posśıvel utilizar esta informação
em conjunto com os critérios anteriores para melhorar
a estimação da posição da faixa quando na ausência da
detecção e também como validação da qualidade desta.

3.4 Ajuste Polinomial e Modelo de Faixa

O resultado do método de Slidding Windows são dois
conjuntos de pontos que contém maior probabilidade de
conter as faixas, conforme apresentado nas Figuras 6(a),
6(c) e 6(e). Estes são representados pelos pontos azuis
e verdes internos aos retângulos nas imagens. Com base
nestes pontos é posśıvel realizar um ajuste polinomial que
adéque as curvaturas das faixas de trânsito.

Para encontrar as faixas são utilizadas as coordenadas,
horizontais e verticais, de cada uma das posições de maior
probabilidade fazendo uma regressão para um polinômio
de segunda ordem, uma vez que as curvaturas das vias
são quase constantes e o polinômio quadrático é suficien-
temente preciso para o ajuste (Son et al., 2018).

As curvas em amarelo nas Figuras 6(b), 6(d) e 6(f)
exemplificam os polinômios calculados a partir do conjunto
de dados obtidos pelo método de detecção.

Após o cálculo do polinômio que ajusta a curvatura da
faixa, é posśıvel estimar diversos parâmetros importantes
para o sistema de controle do véıculo, tais como: a posição
do véıculo em relação ao centro da pista, a angulação das
curvas e as manobras que devem ser realizadas no percurso.

(a) (b)

(c) (d)

(e) (f)

Figura 6. Diferentes informações sobre o processo de de-
tecção. Em branco as informações segmentadas que
representam as faixas. Os retângulos são os sensores
virtuais do método Slidding Windows e em amarelo
os polinômios obtidos através do ajuste do conjunto
de dados detectados.

4. PROCEDIMENTO EXPERIMENTAL

4.1 Montagem Experimental

Com o intuito de obter um sistema prático condizente com
as limitações de aplicações reais, as experiências foram re-
alizadas na plataforma embarcada comercial Jetson Nano,
que possui um processador ARM A57 de 1,43 GHz. O
software que desempenha as tarefas de detecção de faixas
foi implementado utilizando a linguagem de programação
C++ versão 14. Para algumas operações foram utilizadas
funções fornecidas pela biblioteca visão computacional de
uso geral OpenCV na versão 4.1.1 sem otimizações de pro-
cessamento paralelo e sem utilização de funções espećıficas
de processador gráfico. O software proposto foi compilado
utilizando a versão 9.3.1 do compilador GCC.

Para se obter resultados comparáveis e manter o ambiente
controlado, foram utilizados quadros extráıdos de v́ıdeos
pré-gravados. Estes foram obtidos de uma base de dados
aberta dispońıvel em Udacity (2017) que contempla cenas
diurnas.

Os dados em questão possuem uma resolução de 1280 ×
720 @ 30 fps (frames per second) e são adquiridos pelo
sistema embarcado, simulando uma aquisição real. Além
da resolução padrão da base de dados, foram geradas
outras duas bases redimensionando os v́ıdeos para as
resoluções de 720 × 405 e 480 × 270, buscando obter mais
cenários de operação para avaliar o desempenho do sistema
proposto.

4.2 Métricas e Parâmetros de Desempenho

Para estabelecer as análises de qualidade do método pro-
posto são utilizadas duas métricas padrão, a taxa de falsos
positivos (TFP) e o erro médio relativo (EMR) da de-
tecção. A TFP é a fração de quadros do total que não
foram devidamente identificados. Estes são quadros onde
as faixas não apresentam coerência entre si ou coerência
com a realidade. O EMR é uma figura de mérito do erro.

A Equação 1 define formalmente a métrica TFP como
a razão entre a quantidade de falsas detecções (NF) e
quantidade de quadros detectados (ND).

TFP =
NF

ND
. (1)

Os valores de ND são obtidos comparando, ainda em
tempo de execução, as faixas detectadas com as faixas
reais. Em seguida, as falsas detecções são avaliadas de
maneira manual para garantir a correta estimação deste
parâmetro.

O erro médio relativo é definido pela Equação 3, que é a
média dos erros quadráticos médios entre o conjunto de
pontos detectados pelo método proposto (pi) e os pontos
do conjunto real (p̂i) em um determinado cenário. Além
disso, a medida é normalizada pela dimensão horizontal
(W ) das imagens, garantindo uma medida adimensional
para a comparação entre as diferentes resoluções.

EQM =
1

N

N∑
i=1

(p̂i − pi)
2, (2)



EMR =
1

M

M∑
j=1

EQM

W
. (3)

Os pontos reais das faixas foram extráıdos manualmente
a partir de quadros sorteados aleatoriamente da base de
dados.

5. RESULTADOS PRÁTICOS

Os resultados obtidos nesta experiência são analisados em
duas principais perspectivas. Primeiramente sob o ponto
de vista qualitativo, como forma de compreender a ope-
ração e as caracteŕısticas do sistema proposto. Posteri-
ormente, são apresentadas e discutidas as métricas dos
tempos de execução e qualidade de detecção em diferentes
cenários, como forma de avaliar o método proposto.

5.1 Análise e Discussão Qualitativa

O algoritmo proposto deve operar detectando as duas
faixas principais da via onde o véıculo se encontra, sendo
estas cont́ınuas ou descont́ınuas. Para representar os re-
sultados obtidos, as faixas serão ilustradas em uma etapa
de pós-processamento, utilizada apenas para gerar faixas
na cor amarela como forma de visualização do resultado
obtido, conforme exemplos das Figuras 7(d), 7(e), 7(f),
7(j), 7(k) e 7(l)

Esta representação das faixas é obtida através do ajuste
polinomial de segunda ordem dos pontos detectados pelo
método. Este ajuste busca obter as curvaturas da via,
permitindo a detecção de distâncias mais longas e a
determinação dos contornos da estrada, diferenciando-se
dos métodos que adotam o modelo de faixa linear.

As Figuras 7(a), 7(b) e 7(c) são exemplos de detecção
de curvatura. Essas são representações do processo de
detecção das faixas, sendo apresentadas na perspectiva
aérea. Os retângulos em azul e verde representam os
sensores virtuais de cada uma das faixas, ao passo que os
pequenos ćırculos internos aos sensores formam o conjunto
de pontos detectados na faixa.

Dois problemas t́ıpicos que afetam a detecção de faixas
de transito são: a variação da luminosidade em trajetos
percorridos pelo véıculo, seja por sombras ou por reflexos
da luz, conforme exemplificado nas Figuras 7(j) e 7(l) e
a variação da coloração do asfalto em regiões da via de
trânsito, que podem ser vistas nas Figuras 7(f) e 7(k).

Desta forma, o sistema deve ser robusto o suficiente
para garantir a detecção das faixas em tais condições.
A combinação das técnicas de segmentação e Slidding
Windows em conjunto com os as heuŕısticas apresentadas
na Seção 3.3 aprimoram a detecção mesmo na presença
destes fenômenos, garantindo um alto ı́ndice de detecção
e acurácia.

As Figuras 7(g) e 7(h) permitem observar o impacto no
processo de detecção gerado pela presença de sombras e
variações de luminosidade. Enquanto nas Figuras 7(c) e
7(i) é observada a influência da mudança na coloração do
asfalto.

A despeito das interferências visualizados no processo de
segmentação da imagem, a estimação das posições iniciais

através do histograma de intensidade e a utilização de in-
formações de amostras de quadros anteriores em conjunto
com os sensores virtuais garantem robustez ao método,
alcançando os resultados satisfatórios como apresentados
nas Figuras 7(j), 7(k) e 7(l)

Uma das principais fontes de imprecisão no sistema são dis-
torções geradas pela transformação inversa de perspectiva
em pontos mais distantes nas faixas descont́ınuas. Con-
tudo, este efeito é mitigado pela reutilização de informa-
ções de quadros anteriores e da relação de distância entre
este ponto e seu correspondente na outra faixa. Isto, pois
não há variações significativas na curvatura das faixas e na
posição relativa do véıculo entre dois quadros consecutivos.
Este efeito pode ser melhor visualizado em vermelho nos
dois quadros consecutivos apresentados nas Figuras 7(a) e
7(b), onde mesmo na ausência de pixeis brancos foi posśıvel
seguir a tendência da curvatura.

5.2 Análise e Discussão Quantitativa

Conforme apresentado na Seção 4, a experiência foi re-
alizada em um sistema embarcado convencional. Foram
utilizados três diferentes cenários de resolução de imagem
para obter uma análise mais ampla sobre o método.

O v́ıdeo utilizado como entrada do sistema possui um total
de 1271 quadros, sendo todos processados pelo método.
Tanto a quantidade de detecções realizadas (e consequen-
temente a TFP) quanto a EMR destas detecções foram
calculadas para cada um destes quadros e para cada uma
das três resoluções distintas.

Estes resultados quantitativos t́ıpicos coletados durante
a execução da experiência estão dispońıveis na Tabela
1, onde R1, R2 e R3 representam respectivamente as
resoluções 1280 × 720, 720 × 405 e 480 × 270.

Tabela 1. Desempenho obtido sobre a base de
dados para diferentes resoluções

Medidas

Índice R1 R2 R3

Quadros Analisados 1271 1271 1271
Detecções 1234 1202 1129
TFP (%) 2,14 5,43 10,46

EMR (10−3) 8,05 11,36 12,90

Analisando a porcentagem de TFP para cada uma das
resoluções é posśıvel identificar seu impacto na quantidade
de detecções. Enquanto na resolução R1 o algoritmo apre-
sentou uma alta taxa de detecção, falhando em apenas
2,14% dos quadros totais, na resolução mais baixa essa
perda foi cinco vezes maior.

Ao analisar a qualidade das detecções realizadas pelo mé-
todo, foi posśıvel observar que não somente a quantidade
de quadros detectados é maior em altas resoluções, como
também os erros dessas detecções são menores.

Para avaliar a qualidade do método de detecção em di-
ferentes cenários de operação, a determinação do EMR
foi separada em situações espećıficas: a detecção de faixas
cont́ınuas e descont́ınuas, e vias com e sem curvaturas.
Estas informações exprimem de forma mais clara e objetiva
as métricas de qualidade de detecção do método proposto
e estão sumarizadas na Tabela 2.
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Figura 7. Resultados t́ıpicos obtidos através do algoritmo proposto. As imagens (a), (b), (c), (g), (h), e (i) apresentam a
etapa de detecção das faixas, ilustrando os sensores virtuais através dos retângulos. O conjunto de pontos descreve
a posição dos segmentos de faixa identificados nestes sensores. Em (d), (e), (f), (j), (k) e (l) são apresentadas as
representações das faixas detectadas através do ajuste polinomial dos dois conjuntos de pontos obtidos na detecção
das faixas da esquerda e da direita.

Tabela 2. EMR espećıfico em diferentes situa-
ções para as diferentes resoluções (×10−3).

Cont́ınua Descont́ınua
Reta Curva Reta Curva

R1 3,09 11,89 4,80 12,43
R2 3,65 13,46 9,28 19,09
R3 5,33 13,86 12,8 19,61

Na Tabela 2 é posśıvel notar que não somente a resolução
impacta na detecção, mas também o tipo de sinalização
da faixa e sua curvatura. A melhor precisão na detecção
ocorre em cenários onde as faixas são cont́ınuas e com raios
de curvatura longos ou retiĺıneas.

Dado que este trabalho propõe a implementação de um
algoritmo de detecção de faixas voltado para aplicações
reais em uma plataforma embarcada, é necessário avaliar

os tempos de execução do método proposto para realizar
uma análise de viabilidade de operação.

Deste modo, foram examinados os tempos de execução
de cada uma das etapas do método proposto no am-
biente embarcado, com o intuito de levantar os custos
destas operações e expor as etapas com maior impacto
computacional, estes dados estão dispostos na Tabela 3.
Assim como na análise anterior, foram tomadas as medidas
individualmente em cada cenário de resolução.

Analisando os tempos para cada operação do método é evi-
dente que o maior tempo de processamento é despendido
nas tarefas de filtragem da etapa de segmentação de ima-
gem. Ou seja, as operações de visão computacional são as
operações mais custosas no método proposto. Contudo, na
experiência realizada estas operações são desempenhadas



Tabela 3. Porcentagem do tempo de processa-
mento para cada uma das operações em dife-

rentes resoluções.

Tempo (%)

Operação R1 R2 R3

FL de Canais 17,06 20,63 35,60
FL de Gradiente 46,14 52,53 20,62

Região de Interesse 20,91 15,86 32,20
Histograma Inicial 7,09 4,64 4,80
Slidding Windows 8,60 5,84 5,36
Ajuste Polinomial 0,18 0,50 1,42

Total (ms) 72,913 26,498 11,555

por uma biblioteca de uso geral, não otimizada para apli-
cações de alto desempenho e aplicações embarcadas. Além
disso, não foram utilizados todos os recursos dispońıveis
na plataforma embarcada, como o processamento paralelo
ou as operações inerentes ao processador gráfico.

6. CONCLUSÃO

Em determinadas condições, o algoritmo proposto neste
trabalho é pasśıvel de execução em tempo real e sem
otimizações em uma t́ıpica unidade de processamento
embarcada atual. Os resultados indicam que o algoritmo
possui robustez para a detecção de faixas na presença de
curvas e em ambientes com variação de luminosidade.

A combinação de filtros de limiar para a obtenção de uma
imagem binária da via foi fundamental para a alta taxa de
detecção observada. Esta técnica garantiu robustez à va-
riação de luminosidade e coloração do asfalto. Entretanto,
seu processamento demanda uma carga computacional
elevada, fato que pode ser contornado através do uso de
bibliotecas de visão computacional otimizadas e do uso de
processamento gráfico dedicado.

A adoção do método de Slidding Windows em conjunto
com o ajuste polinomial apresentou resultados interes-
santes para aplicações embarcadas, aliando baixos erros
relativos na detecção do conjunto de pontos da faixa e
baixos tempos de execução.

As análises neste trabalho indicam a factibilidade do mé-
todo proposto. Este apresentou alta taxa de detecção de
quadros e baixos erros, mesmo operando em diferentes
situações, tais como: vias com e sem curvatura, presença
de sombras, variação luminosidade e mudança de coloração
do asfalto. Além disso, o método é executado em tempo
real em um sistema embarcado convencional, mesmo sem
otimizações, e operando abaixo dos 30 ms para as resolu-
ções menores.

Vale observar que apesar dos resultados promissores este
trabalho limitou-se a um banco de imagens com cenários
diurnos e suas variações. Desta forma, ambientes noturnos,
ou com baixa luminosidade, devem ser inclúıdos em futuras
análises. Adicionalmente, o método apresentado deve ser
avaliado quando executado de forma paralela, maximi-
zando a execução em sistemas com múltiplos núcleos. Por
fim, os resultados também podem ser aprimorados para
operação em um chip gráfico e com a otimização das
funções de visão computacional, o que seria mais eficiente
em aplicações embarcadas.
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