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Abstract: In this article, techniques for residential energy disaggregation are compared to
identify and separate the consumption of different appliances. Traditional methods such as
Combinatorial Optimization (CO) and Factorial Hidden Markov Models (FHMM) are contrasted
with Deep Learning (DL) approaches like Recurrent Neural Networks (RNN) and Denoising
Autoencoders (DAE), using data from the UK-DALE and DATAPORT databases. The results
highlight the superiority of DL techniques in accuracy, despite the additional training time and
computational resources required. Transfer Learning (TL) also poses challenges in generalizing
models to different geographical contexts. This article underscores the importance of considering
not only accuracy but also computational cost when choosing energy disaggregation methods,
contributing to research in residential energy efficiency and emphasizing the need for new
strategies.

Resumo: Neste artigo, são comparadas técnicas de desagregação do consumo de energia
residencial para identificar e separar o consumo de diferentes eletrodomésticos. Métodos
tradicionais, como Otimização Combinatória (CO) e Modelos de Markov Ocultos Factoriais
(FHMM), são comparados com abordagens de Aprendizado Profundo (DL), como Redes Neurais
Recorrentes (RNN) e Autoencoders Denoising (DAE), utilizando dados das bases UK-DALE
e DATAPORT. Os resultados destacam a superioridade das técnicas de DL em precisão,
apesar do tempo de treinamento e dos recursos computacionais adicionais. A Transferência
de Aprendizado (TL) também apresenta desafios na generalização dos modelos para diferentes
contextos geográficos. Este artigo ressalta a importância de considerar não apenas a precisão,
mas também o custo computacional na escolha dos métodos de desagregação de energia,
contribuindo para a pesquisa em eficiência energética residencial e enfatizando a necessidade
de novas estratégias.

Keywords: NILM; energy disaggregation; machine learning; low sampling rate; UK-DALE;
DATAPORT
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1. INTRODUÇÃO

O aumento do consumo de energia elétrica residencial nos
últimos anos foi impulsionado principalmente pelo cres-
cimento populacional, maior acesso à energia e avanços
tecnológicos conforme a Agência Internacional de Energia
(2023). Neste contexto, estudos conduzidos por Abrahão
(2021); Manuel (2020) analisaram os perfis de consumo
energético residencial ao longo do tempo e associaram o
aumento do consumo de energia a práticas ineficientes,
como o uso frequente de eletrodomésticos em modo stand-
by e hábitos inadequados, como deixar luzes e aparelhos
ligados desnecessariamente e operar eletrodomésticos fora
de sua capacidade ideal. Diante disso, os autores Chat-
zigeorgiou and Andreou (2021) analisaram estratégias de

mudança de comportamento em direção à eficiência com a
implementação de feedback, os quais permitem aos usuários
monitorar seu consumo de energia em tempo real atra-
vés de medidores inteligentes (Smart Meters). Contudo,
a medição eficaz do consumo total de energia permanece
como um desafio significativo, ressaltando a necessidade
de abordagens mais precisas e detalhadas.

Neste contexto, o Monitoramento de Carga Não Intrusivo
(Non-Intrusive Load Monitoring (NILM)), proposto por
Hart (1992), surge como uma solução viável, que envolve
a determinação do consumo individual de eletrodomésticos
através de um único ponto de medição na rede elétrica. A
partir desta única medida, as contribuições individuais de
cada dispositivo são obtidas por meio de uma abordagem
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de Desagregação de Energia, que consiste em separar o
consumo total de energia em diferentes componentes, iden-
tificando o consumo de energia de dispositivos individuais.

Nos últimos anos, diversas abordagens de desagregação de
energia, baseadas em técnicas de aprendizado de máquina
(Machine Learning (ML)), têm sido amplamente investiga-
das, conforme demonstrado em estudos como Jiang et al.
(2021); Azad (2023); Gopinath et al. (2020). O aprendi-
zado supervisionado, que usa dados rotulados, tem se des-
tacado por mapear o consumo total de energia ao consumo
espećıfico de eletrodomésticos, enquanto o aprendizado
não supervisionado foca em identificar padrões ocultos
nos dados sem necessidade de rótulos. A transferência de
aprendizado (Transfer Learning (TL)) também tem sido
explorada para adaptar modelos previamente treinados a
novos conjuntos de dados, aumentando a flexibilidade das
soluções. Revisões recentes, como as de Bousbiat (2023);
Azad (2023); Schirmer (2022), destacam a variedade de
abordagens aplicadas à desagregação de energia nos últi-
mos anos, ressaltando a importância de avaliar os desafios
espećıficos de cada cenário para selecionar as técnicas mais
adequadas para o NILM.

Consequentemente, as diversas técnicas implementadas
trocam a complexidade f́ısica de instalar medidores in-
dividuais para cada eletrodoméstico pela complexidade
computacional, resultando em uma opção economicamente
mais viável. No entanto, a complexidade computacional
surge devido à quantidade de dados que precisam ser
processados Himeur et al. (2023). Conforme as revisões de
técnicas realizadas por Schirmer (2019), taxas de amostra-
gem são consideradas de alta frequência se forem obtidas a
uma taxa maior que 1 Hz; caso contrário, são denominadas
de baixa frequência, o que tem um custo computacional
consideravelmente baixo.

Diante disso, este estudo investiga técnicas de desagre-
gação de energia para medições de baixa frequência,
baseando-se na literatura mais recente. A pesquisa com-
para essas técnicas em diferentes bases de dados e contex-
tos geográficos, além de verificar suas limitações, visando
avaliar sua aplicabilidade e eficiência em cenários residen-
ciais.

2. FUNDAMENTAÇÃO TEÓRICA

Nesta seção, é apresentada uma breve revisão teórica
sobre a desagregação de energia, abordando o conceito e
a formulação do problema subjacente e são exploradas as
bases de dados mais relevantes.

2.1 Formulação do problema de desagregação de energia

No âmbito da desagregação de energia, conforme Schirmer
(2022), o processo do NILM pode ser compreendido em
três etapas: 1) coleta de dados; 2) processamento dos da-
dos; e 3) identificação e separação das fontes de consumo.
Cada aparelho elétrico em uma residência contribui para
o consumo total de energia de forma única.

Imagine que cada tipo de aparelho elétrico tem sua própria
“assinatura” de consumo de energia ao longo do tempo.
Essa “assinatura” é representada pela sequência de potên-
cia Pi(t), onde i representa o tipo de aparelho e t é o
tempo.

A potência total consumida por uma residência ao longo do
tempo pode ser vista como uma combinação das potências
individuais de cada aparelho. Essa soma total é essencial-
mente a soma de todas as “assinaturas” de potência dos
aparelhos, conforme representado pela Equação 1:

Pagg(t) = {p1, p2, . . . , pi, . . . , pn} =
N∑
i=1

Pi(t) (1)

onde N é o número total de tipos de dispositivos, pi
representa a potência total consumida pela residência, e
Pi(t) é a sequência de potência do tipo i.

Durante a coleta de dados, podem ocorrer erros ou rúıdos
nos registros de consumo, distorcendo a visão do consumo
real. As técnicas de desagregação identificam a contri-
buição de cada aparelho elétrico, mesmo diante dessas
interferências.

Utilizando algoritmos avançados, as técnicas de desagrega-
ção analisam os padrões de consumo de energia ao longo
do tempo para separar as “assinaturas” dde potência de
cada aparelho. O processo inclui a identificação precisa dos
dispositivos em operação, além da detecção de eventos e
mudanças abruptas no consumo. O objetivo final é estimar
com precisão a potência consumida por cada aparelho,
permitindo que os usuários identifiquem os maiores res-
ponsáveis pelo consumo de energia e adotem práticas mais
eficientes, resultando em economia de energia e otimização
de recursos.

2.2 Base de dados

As bases de dados, ou datasets, são conjuntos de medições
de grandezas elétricas, como tensão, corrente e potência,
utilizadas em pesquisas de desagregação de energia. Estu-
dos recentes mostram que as bases de dados UK-DALE
e DATAPORT são amplamente utilizadas em estudos de
NILM, principalmente por suas medições de baixa frequên-
cia, adequadas para análises em ambientes residenciais.
Ambas as bases de dados fornecem dados extensos e deta-
lhados, o que permite uma avaliação robusta das técnicas
de desagregação. A Tabela 1 apresenta as caracteŕısticas
dessas duas bases de dados, com foco em medições de baixa
frequência e sua relevância para pesquisas de desagregação
de energia.

Tabela 1. Base de dados de baixa frequência.

Ano Base de Dados Caracteŕısticas Duração Tx. de amos.
2015 UK-DALE P,Q,V,I,S 665 dias 6 segundos
2018 DATAPORT P 1460 dias 60 segundos

3. REVISÃO SISTEMÁTICA DA LITERATURA

O procedimento metodológico descrito nesta seção teve
como objetivo a busca, seleção e análise dos trabalhos
acadêmicos e cient́ıficos relevantes nas técnicas de desa-
gregação de energia residencial de baixa amostragem. A
análise abrange os últimos 10 anos, com ênfase nas pes-
quisas mais recentes em NILM, a partir de 2015, quando
ocorreram avanços significativos na área. Para a realização
da revisão sistemática foi utilizando a metodologiaMethodi
Ordinatio, proposta por Pagani and Kovaleski (2017), os
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critérios de seleção consideraram ano de publicação, fator
de impacto e número de citações, consultando as bases
de dados Web of Science, Scopus e Science Direct. Foram
utilizadas palavras-chave como Electrical Energy Disag-
gregation, Non-intrusive Load Monitoring (NILM), Resi-
dential Electrical Energy Consumption, e Low Frequency.
Após a aplicação de filtros, 1213 publicações iniciais foram
reduzidas a um conjunto final de 17 artigos.

A análise dos artigos selecionados revelou que as téc-
nicas de aprendizado profundo têm ganhado destaque
nos últimos anos. As técnicas mais prevalentes identifica-
das foram Seq2point (Sequence-to-Point Learning), RNN
(Recurrent Neural Networks), DAE (Denoising Autoenco-
ders), FHMM (Factorial Hidden Markov Models), Seq2Seq
(Sequence-to-Sequence Learning) e Online GRU (Online
Gated Recurrent Units). Zhang et al. Zhang et al. (2023)
introduziram o modelo Seq2point (Sequence-to-Point Le-
arning), que trouxe melhorias significativas na desagre-
gação de energia residencial, sendo comparado favora-
velmente com abordagens como Seq2Seq (Sequence-to-
Sequence Learning) em bases como UK-DALE e REDD.
Jia et al. Jia et al. (2021) expandiram esta abordagem com
convoluções dilatadas bidirecionais, aprimorando ainda
mais os resultados em dados de baixa frequência.

Técnicas como RNN foram amplamente exploradas por
Cimen et al. (2022) , que aplicaram uma abordagem ba-
seada em reforço profundo para desagregação de energia
em tempo real, adaptando-se a padrões de consumo dinâ-
micos. Weng et al. Weng and Zhang (2023) propuseram
uma versão leve do Seq2point, voltada para aplicações de
edge computing, mostrando eficiência na desagregação de
energia em dispositivos com baixa capacidade de proces-
samento.

Bonfigli et al. (2018) utilizaram DAE para remover rúı-
dos dos sinais de energia, resultando em maior precisão
na identificação de aparelhos. Por outro lado, os Mode-
los Ocultos de Markov Fatoriais (FHMM), originalmente
propostos por Hart (1992), continuam sendo uma téc-
nica tradicional de referência, embora menos eficiente em
comparação com as abordagens modernas baseadas em
aprendizado profundo.

Wang et al. (2023) também propuseram uma abordagem
baseada em Online GRU, que tem demonstrado grande
potencial para desagregação de energia em tempo real,
especialmente em cenários de monitoramento cont́ınuo de
energia residencial. No entanto, observa-se uma carência de
estudos comparativos abrangentes dessas técnicas, especi-
almente em medições de baixa frequência em ambientes
residenciais. Além disso, há uma lacuna de estudos que
explorem o desempenho dessas técnicas em diferentes ba-
ses de dados geograficamente distintas, como DATAPORT
1 e UK-DALE 2 , o que limita a análise comparativa entre
regiões.

Destaca-se também a relevância da ferramenta NILMTK
Non-Intrusive Load Monitoring Toolkit (NILMTK) 3 ,
proposta melhorada por Batra et al. Batra et al. (2019),
para facilitar a pesquisa, análises comparativas e desen-

1 DAPORT: https://www.pecanstreet.org/dataport/
2 UK-DALE:https://paperswithcode.com/dataset/uk-dale
3 NILMTK-contrib: https://github.com/nilmtk/nilmtk-contrib

volvimento de algoritmos de desagregação de energia não
intrusivos, oferecendo uma variedade de métodos e ferra-
mentas para avaliação de desempenho.

4. MATERIAIS E MÉTODOS

Nesta seção, os eletrodomésticos residenciais selecionados
para a experimentação são definidos, juntamente com a
seleção da base de dados mais apropriada em conformidade
com essa escolha. Posteriormente, são descritas as técnicas
a serem empregadas na experimentação e configuração dos
modelos, bem como as métricas de desempenho que serão
utilizadas para conduzir a análise comparativa.

4.1 Seleção dos eletrodomésticos

Com o propósito de selecionar os eletrodomésticos mais
representativos em uma residência, este estudo conside-
rou aqueles comumente utilizados no Brasil. Diversas pes-
quisas conduzidas por Fedrigo (2009); Manuel (2020);
Abrahão (2021) identificaram os eletrodomésticos residen-
ciais mais prevalentes na época de suas publicações e que
exercem maior influência no consumo de energia. Uma
tendência comum observada nessas investigações é a predo-
minância de geladeiras, máquinas de lavar e micro-ondas,
estima-se que esses aparelhos representem mais de 60% do
consumo total de energia elétrica em uma residência pa-
drão. Portanto, esses eletrodomésticos serão considerados
para análise de desagregação de energia.

4.2 Seleção da base de dados e configurações

Com base nos eletrodomésticos selecionados (geladeiras,
máquinas de lavar roupa e micro-ondas), foram analisadas
as bases de dados que disponibilizam medições desses equi-
pamentos. Portanto, para a análise experimental, foram
selecionadas as bases de dados do UK-DALE, que inclui
dados de 5 residências do Reino Unido, e da DATAPORT,
que possui medições de aproximadamente 1000 residências
de diferentes cidades, incluindo Puerto Rico, um território
sob jurisdição dos Estados Unidos. Esses dados de Puerto
Rico foram escolhidos por representarem medições mais
recentes.

As residências 1 e 2 do UK-DALE foram escolhidas para
este estudo por serem as únicas que possuem os eletrodo-
mésticos selecionados (geladeira, micro-ondas e máquina
de lavar), o que é fundamental para a análise de desagre-
gação de energia. A Casa 1 foi monitorada de maio de
2013 até o final de 2017, enquanto a Casa 2 abrange o
peŕıodo de março de 2013 a abril de 2015. Para configurar
os dados de treinamento e teste, foi utilizada uma divisão
temporal: 80% dos dados de cada casa foram designados
para treinamento, e os 20% finais para teste, garantindo
uma avaliação consistente dos modelos.

A residência 4955 do Dataport foi usada para validação ex-
terna, permitindo testar os algoritmos com dados inéditos
e assegurar sua generalização. Para todas as residências,
foi adotada uma taxa de amostragem de 1 minuto para as
medições de potência ativa, que foi o único parâmetro de
entrada utilizado nos modelos de desagregação. A Tabela 2
apresenta os hiperparâmetros configurados e os algoritmos
utilizados na análise comparativa. Esses algoritmos foram
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Tabela 2. Técnicas e configuração de hiperpa-
râmetros

Técnica Hiperparâmetros

Seq2point epochs = 100, batch size = 64, learning rate =
0.0001, optimizer = Adam, sequence length = 599

RNN epochs = 150, batch size = 128, learning rate =
0.0005, optimizer = RMSProp, units = 128, layers
= 2, dropout = 0.3

DAE epochs = 100, batch size = 128, learning rate =
0.0003, optimizer = Adam, layers = [512, 256,
128], dropout = 0.4

FHMM n components = 3, tol = 0.01, covariance type =
’diag’, n iter = 200

Seq2Seq epochs = 200, batch size = 128, learning rate =
0.0005, optimizer = Adam, encoder units = 128,
decoder units = 128

Online GRU epochs = 150, batch size = 128, learning rate =
0.0005, optimizer = Adam, units = 128, dropout
= 0.2

selecionados com base nas observações da revisão sistemá-
tica da literatura. Os testes foram realizados utilizando a
biblioteca NILMTK em suas configurações padrões.

4.3 Métricas de desempenho

As métricas de desempenho utilizadas na avaliação da
desagregação de energia são selecionadas a partir da fer-
ramenta NILMTK. Essas métricas inclúıdas são espećıfi-
cas para essa tarefa e oferecem uma avaliação precisa do
desempenho dos algoritmos na separação do consumo de
energia de diferentes aparelhos. A seguir são citadas:

Erro relativo na energia total atribúıda: (ETEA) Usada
para avaliar a estimativa de energia consumida por dife-
rentes aparelhos, comparando-a com a energia real medida.
Quanto menor for o erro na energia total atribúıda, melhor
será o desempenho do algoritmo de desagregação de carga.

ETEA =
|Eatribúıda − Ereal|

Ereal
× 100% (2)

Fração da energia total atribúıda corretamente (FETAC):
Avalia a precisão do algoritmo de desagregação de energia,
pois mostra o quão bem ele consegue identificar e atribuir a
energia consumida por cada aparelho em relação à energia
total consumida. Quanto maior for a sobreposição entre as
frações atribúıdas e reais, melhor será o desempenho do
algoritmo.

FETAC =

∑
n min(En,atribúıda, En,real)∑

n En,real
(3)

F-score: Esta equação combina precisão e recall em
uma única métrica, oferecendo uma medida única do
desempenho do modelo de classificação. Essa métrica é
útil para avaliar modelos de classificação, pois considera
tanto falsos positivos quanto falsos negativos. Quanto mais
próximo de 1 for o F-score, melhor será o desempenho geral
do modelo.

F -score =
2× Precision× Recall

Precision + Recall
(4)

Tempo de treinamento (s): O tempo de treinamento,
medido em segundos, representa a duração necessária para
treinar o algoritmo de desagregação de energia.

Tempo de desagregação (s): Refere-se à quantidade de
tempo necessária para aplicar o algoritmo treinado aos
dados de consumo de energia em tempo real.

4.4 Metodologia proposta

A metodologia adotada para analisar e comparar técnicas
de desagregação de eletrodomésticos residenciais de baixa
frequência foi utilizada ferramenta NILMTK e suas con-
tribuições, identificada na revisão sistemática da literatura
por sua diversidade de algoritmos avançados e adaptabili-
dade a diferentes conjuntos de dados.

A abordagem metodológica foi delineada conforme o fluxo-
grama proposto na Figura 1. Inicialmente, são definidos os
parâmetros de entrada e taxas de amostragem, utilizando
a base de dados UK-DALE. A partir da seleção dos algo-
ritmos citados anteriormente, estes são configurados para
treinamento, teste e validação. O desempenho é avaliado
com métricas mencionadas na seção 4.3. O algoritmo Oti-
mização Combinatória (CO) é utilizado como referência.
Destaca-se que o CO representa uma abordagem mais sim-
ples para resolver o problema de desagregação de energia.
Caso os resultados dos algoritmos mais avançados não su-
perem os resultados do CO, indicando um F-score inferior,
isso pode sugerir a necessidade de revisão ou readaptação
desses algoritmos. Posteriormente, o aprendizado é trans-
ferido para a base de dados DATAPORT, visando testar a
generalização dos modelos. Os resultados são comparados
entre as bases de dados e, por fim, conclui-se sobre a
eficácia das técnicas NILM.

5. RESULTADOS E DISCUSSÕES

Para testar os modelos, foi utilizado um notebook equi-
pado com processador Intel Core i5 de 10ª geração, 16 GB
de RAM e uma placa de v́ıdeo GTX 1650, em um ambiente
de desenvolvimento utilizando o Visual Studio Code e a
linguagem Python. Os modelos foram implementados e
executados de forma iterativa, explorando ao máximo os
recursos dispońıveis. Os resultados experimentais apresen-
tados foram obtidos com uma frequência de amostragem
de uma medição por minuto. Destaca-se que é posśıvel
selecionar diferentes frequências de amostragem a partir
de 1 Hz.

5.1 Resultados de validação interna

Na primeira fase de análise, se analisou os resultados de
desagregação de energia para os eletrodomésticos de UK-
DALE, representativa do contexto residencial do Reino
Unido. Conforme os resultados apresentados na Figura
2, os algoritmos CO e FHMM apresentaram desempenho
inferior devido à sua menor capacidade de modelar a
complexidade dos padrões de consumo de energia.

Por outro lado, os algoritmos de Aprendizado Profundo
(Deep Learning (DL)), com sua capacidade de capturar
relações não-lineares e padrões complexos, tendem a ter
um erro total atribúıdo menor. Neste caso métricas como
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Figura 1. Delineamento da avaliação experimental. Fonte:
Autor

ETEA, FTEAC e F-score foram utilizadas para avaliar
o desempenho das técnicas de desagregação de energia.
Os resultados indicaram que as técnicas de Aprendizado
Profundo superaram os algoritmos tradicionais, apesen-
tando um ETEA menor e FTEAC e F-score mais altos,
evidenciando uma capacidade robusta de estimar e atribuir
corretamente a energia consumida por diferentes apare-
lhos. Esses resultados sugerem que, em um ambiente con-
trolado e homogêneo como o da UK-DALE. Além disso, os
resultados demonstram um bom desempenho para baixas
taxas de amostragem, destacando a eficácia das técnicas
utilizadas mesmo em condições de baixa granularidade
temporal.

5.2 Resultados de validação externa

Na segunda fase da análise, procurou-se validar os modelos
treinados na UK-DALE em um contexto geográfico dife-
rente, utilizando a base de dados DATAPORT, proveniente
de Puerto Rico. Essa validação externa permitiu avaliar a
capacidade de generalização dos modelos de desagregação
de energia para ambientes residenciais com caracteŕısticas
distintas. No entanto, observou-se uma diminuição no de-
sempenho dos modelos de aprendizado profundo durante
essa transferência de aprendizado. Enquanto os algoritmos
tradicionais, como CO e FHMM, mantiveram um desem-
penho mais estável, os modelos de aprendizado profundo
apresentaram uma queda significativa no desempenho, es-
pecialmente em métricas como FTEAC e F-score. Essa
observação sugere que os modelos de aprendizado profundo
podem ser senśıveis às variações geográficas nos padrões
de consumo de energia e nas caracteŕısticas das redes
elétricas residenciais. A capacidade reduzida de generali-

Figura 2. Avaliação de métricas do desempenho de desa-
gregação de energia na base de dados de UK-DALE.
Fonte: Autor

Figura 3. Avaliação de métricas do desempenho de desa-
gregação de energia na base de dados de DATAPORT.
Fonte: Autor

zação desses modelos em ambientes diferentes daqueles em
que foram treinados destaca a necessidade de desenvolver
estratégias de transferência de aprendizado mais robustas
e adaptáveis para promover avanços significativos na de-
sagregação de energia residencial.

5.3 Análise de Desempenho e Custo Computacional

Os algoritmos de aprendizado profundo, demonstraram
melhor desempenho na desagregação de energia em com-
paração com CO e FHMM. No entanto, essa melhoria no
desempenho vem acompanhada de um maior custo com-
putacional e tempo de treinamento, conforme a Tabela 3.
Enquanto CO e FHMM conseguiram desagregar a energia
em questão de segundos, os algoritmos de aprendizado
profundo exigiram horas para treinar adequadamente e
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alcançar resultados comparáveis. Assim, embora os algo-
ritmos de aprendizado profundo se destaquem em precisão,
é importante considerar seu custo computacional e tempo
de aprendizado ao decidir sobre a escolha do método de
desagregação de energia.

Tabela 3. Tempo médio de treinamento e de-
sagregação de energia

Algoritmos Geladeira Maq.lavar Micro-ondas

CO 4 seg 6 seg 5 seg
FHMM 15 seg 25 seg 18 seg

Algoritmos
D.L.

1 hora a 4 horas

6. CONCLUSÃO

As técnicas de aprendizado profundo mostraram-se superi-
ores em termos de precisão na desagregação de energia re-
sidencial, superando as abordagens tradicionais como CO e
FHMM. No entanto, essas técnicas também apresentaram
um custo computacional significativamente maior, o que
pode limitar sua aplicabilidade em cenários com restrições
de recursos computacionais.

Além disso, foi observado que os modelos de aprendizado
profundo enfrentam dificuldades de generalização quando
aplicados em contextos geográficos diferentes, conforme
demonstrado pelos resultados obtidos na validação externa
com a base de dados DATAPORT. Por outro lado, os
modelos tradicionais, como CO e FHMM, mostraram-se
mais robustos nesse aspecto, mantendo uma generalização
mais estável em diferentes bases de dados, apesar de sua
menor precisão.

Por fim, ressalta-se a importância de encontrar um equi-
ĺıbrio entre precisão e custo computacional ao selecionar
métodos de desagregação de energia, especialmente em
aplicações residenciais que demandam soluções mais efi-
cientes e acesśıveis, considerando também a capacidade de
generalização dos modelos em diferentes cenários.
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