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Abstract: The Rural Environmental Registry (CAR) is a mandatory electronic registry for all
rural properties in Brazil. Currently, the CAR is gaining importance in land use monitoring
and environmental regularization. However, the regularization analyses of the registry are done
manually, requiring a significant amount of time and skilled labor for this task. This study aims
to use machine learning algorithms for the classification and identification of erroneously filled
(spurious) records. As a database, real CAR records previously manually labeled were used.
Subsequently, six classification models were applied, and the generated results were evaluated
and compared with each other. The classification models, in general, achieved evaluation metrics
above 80%, and the Gradient Boosting obtained all metrics above 90% for the test dataset. The
results obtained through the models demonstrated the feasibility of implementing the model in
a real CAR scenario, through a REST API. Thus, creating the machine learning module in an
API, it is possible to develop an application to agilize and improve the processes in the Rural
Environment Registry in Brazil.

Resumo: O Cadastro Ambiental Rural (CAR) consiste em um registro eletrénico obrigatério
para todos os imdveis rurais no Brasil. Atualmente, o CAR vem ganhando importancia no
monitoramento do uso de terra e regularizacao ambiental. Todavia, as andlises de regularizagao
do cadastro sao feitas de forma manual, demandando elevado tempo de andlise e mao-
de-obra qualificada para esta tarefa. Este trabalho tem por objetivo o uso de algoritmos
de aprendizagem de m&aquina para a classificacdo e identificagdo dos registros preenchidos
erroneamente (espturios). Como base de dados, foram utilizados registros reais do CAR
previamente rotulados manualmente. Em seguida, foram aplicados 6 modelos de classificagao e
os resultados gerados foram avaliados e comparados entre si. Os modelos de classificacdo, em
geral, atingiram métricas de avaliacao acima de 80% e o Gradient Boosting obteve todas as
métricas acima de 90% para o conjunto de teste. Os resultados obtidos por meio dos modelos
apresentaram viabilidade de implementagdo do modelo em um cendrio real do CAR, por meio
de API REST. Assim, com a criacao do médulo de aprendizagem de maquina em uma API, é
possivel desenvolver uma aplicacdo para agilizar e melhorar os processos do Cadastro Ambiental
Rural no Brasil.
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1. INTRODUCAO

Criado com o objetivo de monitorar o uso de terra nas
propriedades rurais, auxiliar no combate ao desmatamento
ilegal e invasoes de terra, em 2012, foi criado o Cadas-
tro Ambiental Rural (CAR), durante a promulgacao do
Cédigo Florestal (Brasil, 2012). O CAR consiste em um
registro eletronico ptublico e obrigatério para todos os
territérios rurais do Brasil, onde os proprietarios destes
imoveis precisam realizar o cadastro via sistema eletronico
do CAR, o SiCAR. Por meio do SiCAR, o cadastrante (este
podendo ser o proprietario ou outra pessoa contratada
por este para realizar o cadastro) insere dados referentes
ao imével rural, uso de terra, dados de geolocalizagao da
propriedade, dentre outras informagoes pertinentes. Além
do registro dos imdveis rurais, os dados do CAR, uma vez
sendo de dominio piblico, podem ser utilizados para estu-
dos de monitoramento do uso de terra no Brasil. Em um
destes estudos, L'Roe et al. (2016) estudaram a influéncia
da implementagdo do CAR em agdes contra desmatamento
e outras ilegalidades. Outros estudos reforgam o monitora-
mento geografico das areas ocupadas com o CAR, visando
uma melhoria do uso de terra, a tornando mais sustentavel,
além do combate ao desmatamento (Arvor et al., 2021; dos
Santos et al., 2020)

O monitoramento geografico das dreas é de suma im-
portancia para o entendimento das implicacoes da im-
plementacdo do CAR. Além disso, validar os cadastros
realizados também é de suma importancia para garantir
a regularizagao dos iméveis rurais no pais. De acordo com
o boletim informativo do CAR do més de abril de 2023
(Servigo Florestal Brasileiro, 2023), dos quase 7 milhoes de
cadastros, 26% destes passaram por algum tipo de andlise
e menos de 1% conclufram a regularidade ambiental. Tais
informacoes podem ser observadas no infografico disposto
na Figura 1.

DADOS GERAIS
%

6.997.633,00 #1654.003.879 ha

IMOVEIS RURAIS

6.978.135,00 562.930.980 ha 6.913.506,00
TERRITORIOS TRADICIONAIS DE POVOS E COMUNIDADES TRADICIONAIS
3.200 39.033.874 ha 229.047
ASSENTAMENTOS DA REFORMA AGRARIA|

52.039.025 ha

ENARDAASHE]

16.298,00

Figura 1. Infogrifico com os nimeros do CAR. Fonte:
Servico Florestal Brasileiro (2023)

Além dos dados supracitados, cabe salientar que o Brasil
possui mais de 8 milhdes de iméveis rurais, de acordo
com dados da Receita Federal (Receita Federal, 2022).
Portanto, elaborar um sistema que agilize o processo de
analise dos registros do CAR é crucial para a melhoria da
plataforma.
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Analisar os registros do CAR de forma manual requer
pessoal qualificado para determinada tarefa, o qual pre-
cisard identificar os padroes que qualificam determinado
cadastro a ser aprovado ou nao. Associado o desafio de
qualificacao de pessoal ao imenso numero de registros,
trata-se de uma tarefa que demandara muito tempo e custo
para sua conclusao. Dada esta problematica, este trabalho
propoe o uso de algoritmos de aprendizagem de maquina
para identificacdo de registros espirios do CAR. O objetivo
deste trabalho consiste em unir técnicas de ciéncia de
dados e aprendizagem de maquina para identificar quais
registros do CAR serdo aprovados ou cancelados, por meio
de modelos de classificagdo de dados. A principal contri-
buigao deste trabalho é o uso de algoritmos de classificacao
aos cadastros do CAR, algo, até o momento, sem registro
de trabalhos realizados na literatura.

A aplicagao de aprendizagem de maquina para classifica-
¢ao de registro em formato tabular é uma das mais utili-
zadas na literatura, para as mais variadas finalidades. Na
area da saude, pode ser mencionado o trabalho reportado
por Schneider et al. (2021), onde os autores aplicaram mo-
delos como Mdquinas de Vetor Suporte, Random Forest,
XGBoost e modelos de Redes Neurais profundas a fim
de classificar doencgas inflamatdérias intestinais pediatricas,
obtendo valores de precisao de 90%.

Outra aplicabilidade pode ser vista na area de seguranca
de informagao, como no trabalho desenvolvido por Syeda
and Asghar (2024), no qual foram aplicados modelos
como Random Forest, XGBoost, k-vizinhos mais proximos,
Regressao Logistica, dentre outros para a identificacao
de malware em chamadas de APIs , atingindo taxas de
verdadeiro positivo de 93% e falso positivo de menos de

1%.

Os trabalhos mencionados podem, de maneira sucinta,
apresentar a boa aplicabilidade dos modelos de aprendi-
zagem de maquina em cendrios variados, como auxilio na
tomada de decisao de identificacao de registros anémalos.

O presente trabalho segue dividido em 3 se¢oes posteriores:
A secdo 2 apresenta os materiais e métodos aplicados para
o trabalho, na secao 3 estao dispostos os resultados e
discussoes, enquanto as conclusoes e perspectivas para o
trabalho estao descritos na segao 4.

2. MATERIAL E METODOS

Para a realizacao deste trabalho, todo o procedimento
desde a padronizagao dos dados, pré-processamento, im-
plementacao dos modelos de aprendizagem e visualizagao
dos resultados foi feito utilizando a linguagem Python,
versao 3.12. Como bibliotecas utilizadas, destacam-se: o
Numpy para cédlculos algébricos e matriciais; Pandas para
andlise de dados, uso de dataframes e visualizacao de
dados; Scikit-Learn para modelagem dos modelos de clas-
sificagdo; Matplotlib e Seaborn para geragao de graficos.

2.1 Base de Dados e Pré-Processamento

A base dados utilizada consiste em registros reais forneci-
dos pela Agéncia Zetta de Inovacio da Universidade Fede-
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ral de Lavras (UFLA), contendo registros do CAR de 19 es-
tados brasileiros, contabilizando 32.458 registros no total.
Como atributos existentes na base de dados, estdo dispos-
tos atributos referentes a area dos imdveis rurais, vértices
do poligono do desenho do terreno inserido, questionario
acerca da regularidade da propriedade, feigoes do terreno
(rios, tipo de vegetacdo, etc.), retificagoes realizadas pelo
cadastrante no SiCAR !, além de sobreposicoes com outros
imoéveis rurais, feito por meio de cruzamento dos dados de
georreferenciamento. O numero de registros corresponde
a um baixo percentual em relagao ao nimero de registros
totais do CAR devido & necessidade dos registros estarem
devidamente rotulados para o treinamento dos classifica-
dores. Tal cenario indica uma limitacao na aquisicao dos
dados, além de uma motivagao para a implementagao da
aplicagao.

Antes da execucao dos procedimentos de pré-processamento,
os dados foram divididos em treinamento (onde ser@o re-
alizados os processos exploratérios, de limpeza e padroni-
zacao dos dados, assim como o treinamento com validagao
cruzada dos classificadores) e teste (dados novos que sao
apresentados aos modelos jé treinados). A escolha dos da-
dos de treinamento se deu por amostragem aleatéria sim-
ples, sem reposicao, estratificada por classe. A proporcao
se deu em 80% dos registros do CAR para treinamento e os
20% restantes para teste. Tal divisdo foi realizada em uma
Unica repeticao de forma a garantir que os dados de teste
nao tenham sido vistos anteriormente pelos classificadores.

De maneira a padronizar o conjunto de dados, foi neces-
saria a realizagao de alguns procedimentos iniciais. Pri-
meiramente, foi realizada a remocao de atributos que nao
continha informagoes pertinentes para a classificagao como
a ‘UF do imével’, ‘municipio’, ‘id do imével’, além da remo-
cao de informacoes sensiveis, como o nome do cadastrante.

Apés a filtragem inicial, foi realizada a codificacao dos
atributos do questionario, onde os valores de ‘sim’, ‘nao’
e ‘nao informar’ foram codificados para 2, 1 e 0, respec-
tivamente. Outra adaptagao foi realizada nos atributos
referentes a drea do imével rural, uma vez que houveram
mais de uma &area registrada, assim, foi atribuida como
a area final, o somatério das &reas inseridas. Por fim,
foi codificada a varidvel de saida, denominada ‘condicao’,
onde foi atribuido 0 para os registros cancelados e 1 para
os registros aprovados. O numero de registros por estado
na base de dados segue disposto na Tabela 1

Apos os procedimentos de pré-processamento, foram ob-
tidos 83 atributos de entrada. Em seguida, foi aplicado
o método da Razado de Discriminacdo de Fisher (FDR -
Fisher’s Discriminant Ratio) (Duda and Hart, 2001) para
a selecao dos atributos mais relevantes para a classificacao.
A selegdo se deu da seguinte forma: primeiramente, foi
calculado o vetor de pesos do FDR, em seguida, os pesos
foram ordenados de forma decrescente e foram seleciona-
dos os atributos em intervalos subdivididos: primeiramente
de 10 em 10 (ex.: 10, 20...), depois foi coletado o intervalo
de melhor resultado (ex.: 20 a 30 atributos). Depois da
escolha do melhor intervalo, o intervalo selecionado foi
subdividido em intervalos de 5 em 5 e depois variado
unitariamente. Apds a selecao de atributos, foi realizada

L https://www.car.gov.br/#/
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Tabela 1. Numeros da base de dados por es-

tado.
UF Aprovados  Cancelados  Total
AC 14 322 336
AL 0 100 100
AP 0 258 258
CE 1456 2535 3991
ES 0 540 540
GO 40 578 618
MA 20 781 801
PA 159 3819 3978
PB 51 280 331
PE 0 69 69
PI 0 162 162
RJ 160 400 560
RN 0 138 138
RO 323 1571 1894
RR 0 19 19
SE 2 87 89
SpP 632 4983 5615
TO 3454 9505 12959
Total 6311 26147 32458

a transformacao logaritmica nos atributos continuos, dado
que estes possuiam elevada assimetria.

2.2 Modelos de Aprendizado

Como modelos de aprendizagem, foram aplicados 6 algorit-
mos para a realizagao de testes comparativos entre estes. A
fim de elencar o modelo, entre parénteses estara uma sigla
de 3 letras rotulando o modelo para as andlises posteriores.
Os modelos utilizados foram: AdaBoost (ABC) (Hastie
et al., 2009); Gradient Boosting (GBT) (Friedman, 2002);
Regressao logistica (LRC) (Evsukoff, 2020); Redes Neurais
do tipo Perceptron Multicamadas (MLP) (Haykin, 2007);
Random Forests (RFC) (Breiman, 2001); e o classificador
de Méquinas de Vetores de Suporte (SVM) (Vapnik, 1998).
A ideia foi elencar diversos tipos de modelos, sejam linea-
res, nao lineares e maquinas de comité (ensembles), dada
a capacidade que cada modelo tem de performar melhor
em certo tipo de base de dados. Uma vez que a base de
dados do CAR consiste em dados discretos e continuos,
testar diferentes tipos de algoritmos é importante para a
realizagao dos testes.

2.8 Awaliagdo dos Classificadores

O ajuste dos hiperparametros dos modelos, ou seja, os
parametros que devem ser imputados pelo usudrio foi rea-
lizado manualmente, via tentativa e erro, buscando obter
o modelo de melhor acuricia. Em seguida foi realizado o
ajuste dos parametros dos classificadores, ou seja, os pesos
do modelo de aprendizagem. Para este ajuste, foi feito o
uso de validagao cruzada do tipo k-fold com 10 folds, onde
o critério de escolha do melhor modelo se desse pelo fold
de maior acurdcia. Foram levantados os resultados médio
e o desvio-padrao para a validagao cruzada, utilizando o
fold de teste e os resultados obtidos no conjunto de teste
do modelo. Como métricas de avaliacao foram utilizadas a
acurdcia média do modelo (ACC), Precisao e Recall para

cada classe, F'1-Score, indice Kappa e a area sob a curva
ROC (AUCQ).
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3. RESULTADOS E DISCUSSOES

Com relagao aos resultados de pré-processamento, constatou-

se a importancia dos procedimentos de limpeza, codifica-
¢ao e transformacao dos atributos. De maneira a ilustrar o
efeito da transformacdo de atributos, sobretudo para os
casos de assimetria, foram gerados histogramas compa-
rando a distribuicao das varidveis antes e depois da trans-
formagao logaritmica. Os comparativos antes e depois da
transformagao para as variaveis ‘NUMERO MF’, ‘AREA
DOC’, ‘ARL TOTAL’ estao dispostos, respectivamente,
nas Figuras 2, 3 e 4. A aplicagdo da transformacao loga-
ritmica reduziu as discrepancias entre as escalas de cada
atributo, o que pode melhorar o desempenho do modelo,
uma vez que todos os atributos terao, aproximadamente,
a mesma relevancia para o modelo.
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5000
0
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NUMERO_MF 1e7
(a) Varidvel sem transformagao
10000
8000
_ 6000
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8
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0 1 2 3 4 5 6 7

NUMERO_MF

(b) Varidvel transformada

Figura 2. Efeito da transformacao logaritmica para a
variavel ‘NUMERO MF’

Seguido a transformacao dos dados, foi realizada a divi-
sao dos dados em conjuntos de treinamento + validacgao
cruzada e teste. A fim de ilustrar os nimeros de cada
conjunto, foi gerada uma tabela contendo os tamanhos de
cada conjunto. Os nuimeros dos conjuntos de treinamento
e teste para cada classe podem ser vistos na Tabela 2.

Em posse dos conjuntos de treinamento, foi realizado o
ajuste manual dos hiperparametros. Os valores de cada
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Figura 3. Efeito da transformacgao logaritmica para a
varidvel ‘AREA DOC’

Tabela 2. Conjuntos de treinamento e teste

utilizados
Classe Treinamento + Validagdo  Teste  Total
Aprovados — 1 50418 1263 6311
Cancelados — 0 20917 5230 26147
Total 25965 6493 32458

hiperparametro ajustado para cada classificador estao dis-
postos na Tabela 3.

onde o otimizador ‘lbfgs’ se trata de um modelo de ajuste
de parametros de segunda ordem da familia de métodos
quasi-Newton; o parametro scale, quando utlizado, aplica
a seguinte formulacao para obtencao do hiperparametro:
v = 1/(Natrivutoso> (X)), no qual 0?(X) é a variancia de
todo o conjunto de dados.

Apos o ajuste dos hiperparametros, foram realizados os
procedimentos de treinamento, validagao e teste dos mo-
delos, cabe salientar que o conjunto de teste é composto de
registros novos ao classificador, ou seja, que em nenhum
momento tais registros foram utilizados no ajuste de para-
metros enquanto o conjunto de validagao é composto pelos
registros de teste durante a validacao cruzada k-fold. Os
resultados de validagao estao dispostos no formato média
=+ desvio-padrao. Na Tabela 5 estao dispostos os resultados
percentuais para cada um dos modelos utilizados. Os re-
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o efeito positivo da classificacao logaritmica que atenuou
os efeitos de assimetria, acarretando em melhoria no de-
sempenho. A fim de apontar um classificador de melhor
desempenho geral, dando énfase ao conjunto de teste e a
métrica do indice Kappa, o modelo GBT foi o que melhor
performou, com todas as medidas de avaliacdo acima dos
90%. A fim de ilustrar a curva ROC de cada modelo, foi
gerada a curva ROC dos classificadores para comparagao
de seu comportamento em funcao dos verdadeiros e falsos
positivos. Na Figura 5 estao dispostas as curvas ROC de
todos os classificadores utilizados.
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Figura 4. Efeito da transformacao logaritmica para a
variavel ‘ARL TOTAL’

Tabela 4. Hiperparametros dos modelos utili-

zados
Modelo Hiperparametro Valor
ABC Medida de avaliagao Indice gini
Divisao de folhas Melhor valor
Profundidade méaxima 9
Numero de arvores 300
GBT Profundidade méxima 5
Taxa de aprendizado 0,2
Numero de arvores 300
LRC C 1438,45
Otimizador Lbfgs
Regularizagao 12 (ridge)
MLP Neuronios na camada oculta 25
Funcgao de ativacao tangente hiperbdlica
Otimizador Lbfgs
Taxa de aprendizado Adaptativo
RFC Profundidade maxima 19
Medida de avaliacao Entropia
Numero de arvores 100
SVM C 1000
¥ Scale

sultados apresentados, em geral, foram satisfatérios, onde
todos os modelos, exceto o LRC obtiveram mais de 80%
no indice Kappa, o que indica um classificador de 6timo
desempenho (Landis and Koch, 1977). Outro ponto, foi
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Figura 5. Curvas ROC obtidas para os classificadores
considerando o conjunto de teste.

Como pontos de destaque, o conjunto de operagoes reali-
zadas, tanto de pré-processamento, processamento e pos-
processamento, indicou que uma padronizagao das ferra-
mentas de ciéncia de dados e aprendizagem de méquina,
pode ser vidvel para os registros do CAR, uma vez que,
utilizando a base publica de dados com alguns refinamen-
tos, conforme fornecido neste trabalho, atingiu resultados
acima de 90%. Tal situagdo demonstra uma viabilidade do
uso do sistema em uma aplicacao real, todavia, deve-se
ater no tocante aos falsos positivos do modelo, ou seja,
classificar um registro como aprovado, sendo o mesmo
com erros. Desta forma, mapear um ponto de operacao
do modelo GBT e sua saida, se faz importante para a
operagao em um cenario real.

Como limitagao prética da aplicagao, cabe mencionar o
ajuste dos hiperparametros, os quais, no momento do
estudo, foram feitos via tentativa e erro para otimizar
o custo computacional. Todavia, o uso de algoritmos de
busca em servidores robustos pode melhorar o processo de
treinamento do modelo em trabalhos futuros.

4. CONCLUSOES E PERSPECTIVAS

Este trabalho tem como objetivo principal a implementa-
¢ao de modelos de classificacao na identificacao de registros
a serem aprovados e cancelados dentro do Cadastro Ambi-
ental Rural. Foram aplicadas diversas técnicas englobando
Ciéncia de Dados e Aprendizagem de Méquina e foram
gerados 6 classificadores. Ao final do experimento, durante
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Tabela 5. Resultados de classificacdo para os conjuntos de treinamento (sob validagao cruzada)

e teste
Precisao: Precisao: Recall: Recall:
Conjunto de dados  Modelo ACC AUC F1-Score Kappa
Classe 0 Classe 1 Classe 0 Classe 1
ABC 96,3 +0,2 990+0,1 978+0,1 882+06 970402 93,7+08 986+0,2 87,2+0,7
GBT 96,7+ 0,3 99,3 +0,1 98,0+ 0,2 894+ 1,1 97,5+ 0,2 932+ 1,2 984 +0,3 89,7+1,0
Validagio Cruzada  VRC 913 £06 954505 047+£04 713420 936405 805423 95706 731422
MLP 96,1 +04 99,0+0,2 976+03 872+15 97,14+05 91,6+1,0 980+0,3 87,9+21
RFC 968 +0,2 994+00 980+01 894+08 973+03 945+0,9 988402 8385+1,1
SVM 959+03 981+02 975+02 867+£09 968+02 920+13 982+0,3 86,5+ 1,0
ABC 96,6 98,9 97,9 89,1 97,3 93,7 98,5 88,7
GBT 97,0 99,2 98,1 90,5 97,8 93,7 98,5 91,0
Teste LRC 91,2 95,3 94,6 71,1 93,6 80,3 95,6 73,0
MLP 96,1 98,9 97,5 87,3 97,1 91,6 98,0 87,9
RFC 96,9 99,2 98,1 89,9 97,3 94,7 98,8 89,0
SVM 96,2 95,2 97,6 87,8 97,0 92,6 98,3 87,7
a andlise dos resultados, pode-se observar que o modelo  Evsukoff, A.G. (2020). Inteligéncia  Computacio-

Gradient Boosting obteve resultados acima de 90%, o que
aponta uma viabilidade do seu uso em uma aplicacao real.
Cabe salientar que o experimento utilizou 100% de dados
reais, sem o uso de qualquer simulagao ou geracao de dados
sintéticos.

Para projetos futuros, tem-se por objetivo incrementar
este sistema em um modelo de arquitetura de microsservi-
cos, via uma API REST. Além disso, se faz importante a
aplicacao de melhores ajustes nos hiperparametros, como
o uso de algoritmos evolucionérios, por exemplo. Outro
ponto de destaque para os préximos passos € o ajuste do
limiar de classificagao ponderado de acordo com o custo de
cada decisao, minimizando o custo das decisoes incorretas.
Tais ajustes e implementagoes beneficiarao o Brasil, por
meio de um melhor monitoramento de terra e validagao
dos registos do CAR, além dos proprietdrios dos imdveis
rurais que terao agilidade em seu processo de regularizagao
ambiental.
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