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Abstract: Surface Plasmon Resonance (SPR) based sensors are well-established instruments that trackthe resonance position by the minimum reflectivity value hunting, which obtained by illuminating itsmultilayer structure. The reflected light is the signal captured by an image detector, which generates animage that can be used directly for sensing or used to generate SPR curves that graphically represent theresonance. The location of the position where the minimum light intensity occurs is called the resonanceangle; and is used to classify and recognize substances. The present work creates a predictive model foridentifying substances from SPR images. A dataset of simulated SPR images was created to test, validate,and train the VGG16 and VGG19 convolutional neural network (CNN) based models. Experimental testswith aqueous substances of different refractive index were performed. The results demonstrate theviability of the model, being able to reach 99.7% accuracy with the VGG19 architecture.
Resumo: Os sensores ópticos baseados na ressonância de plasmon de superfície (SPR) rastreiam aposição de ressonância através do valor mínimo de refletividade obtido ao iluminar sua estruturamulticamada. A luz refletida é o sinal captado por um detector, o qual gera uma imagem que pode serutilizada diretamente para o sensoriamento ou utilizada para gerar curvas SPR que representamgraficamente a ressonância. A localização da posição onde ocorre a intensidade de luz mínima édenominada de ângulo de ressonância, o qual é usado para classificar e reconhecer substâncias. Opresente trabalho cria um modelo preditivo para identificação de substâncias a partir de imagens SPR.Um banco de imagens SPR simuladas foi criado para testar, validar e treinar o modelo baseado nas redesneurais convolucionais (CNN) VGG16 e VGG19. Testes experimentais com substâncias aquosas dediferentes índices de refração foram realizados. Os resultados demonstram a viabilidade do modelo,podendo atingir 99,7% de precisão com a arquitetura VGG19.
Keywords: Surface Plasmon Resonance; Smart SPR sensor; VGG; Deep learning, SPR Image Processing.
Palavras-�haves: Ressonância de plasmon de superfície; Sensor SPR inteligente; VGG, Aprendizagemprofunda; Processamento de imagens SPR.

1. INTRODUÇÃO
A ressonância de plasmon de superfície (RPS, ou SPR doinglês Surfa�e Plasmon Resonan�e) é uma técnica demedição óptica bem estabelecida, empregadapreferencialmente na detecção de eventos bioquímicos sem anecessidade de marcadores (Homola et al., 1999); permitindoo cálculo das cinéticas de interações biomoleculares emtempo real com alto grau de sensibilidade.
Os sensores baseados em SPR surgiram como ferramenta deanálise para biomoléculas, possibilitando a criação demétodos não destrutivos de análise de substâncias através daprodução de informações espaciais e temporais detalhadassobre o evento em análise; com menor complexidade e maiorrapidez na obtenção da resposta se comparados a outrastecnologias (Oliveira et al., 2019).
Tipicamente, o funcionamento de um sensor SPR consiste emiluminar uma estrutura multicamada sob certas condições ecapturar a luz refletida. Como ilustrado na Figura 1, quandoum feixe de luz com ângulo e comprimento de onda definidoé emitido por uma fonte de luz e incide sob a superfície dosistema multicamada, parte da energia da luz é dispersada

para excitação do fenômeno SPR, então, no feixe refletido éobservado um sombreamento.
Os sensores SPR rastreiam a posição de ressonância atravésdo valor mínimo de refletividade obtido ao iluminar aestrutura multicamada. A luz refletida é o sinal captado porum detector de imagem (câmera), o qual gera uma imagemque pode ser utilizada diretamente para o sensoriamento ouutilizada para gerar de forma gráfica a ressonância. Essaforma gráfica é denominado de curva SPR e o ângulo queproduz a intensidade de luz mínima na curva é denominadoângulo de ressonância. Aspectos detalhados sobre odesenvolvimento e a aplicação de sensores SPR podem serencontrados em Carvalho et al. (2003), Homola et al. (1999),Moon et al. (2023) e Oliveira et al. (2019).
Nas últimas décadas houveram avanços significativos nodesenvolvimento e qualidade de sensores SPR, com ainclusão de instrumentação eletrônica moderna (Freitas et al.,2022), as quais são capazes de executar algoritmos robustosbaseados em técnicas de aprendizagem de máquina (AM) eaprendizagem profundo (deep learning) para processar asrepostas SPR e permitir o desenvolvimento de sensores SPRinteligentes.
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Figura 1. Ilustração de um sensor SPR indicando a estruturamulticamada e seus principais elementos constituintes. Detalhe paraa representação da imagem SPR e sua respectiva curva SPR.Adaptada de (Oliveira et al., 2019).
Brevemente sobre a aplicação de técnicas de AM em sensoresSPR, em Batista et al. (2021) é obtido uma melhora nodesempenho das medições SPR com o uso de Redes NeuraisArtificias (RNA) para remover ruídos da instrumentação dosensor a partir da filtragem de curvas SPR. O uso de redesgenerativas adversativas (GAN, do inglês GenerativeAdversative Network) para melhorar o foco das imagens SPRé apresentado em Xu et al. (2021). Já o uso de redes neuraisconvolucionais (CNN, do inglês Convolutional NeuralNetwork) podem ser encontradas para apoiar a obtenção dofenômeno (Zhang et al., 2022); na remoção de ruídos emimagens do espalhamento SPR (Lee et al., 2023); auxiliar nadetecção do ângulo de ressonância (Thadson et al., 2021);bem como na pré-classificação de substância em sensorescom múltiplos pontos (spots) de medição (Jobst et al., 2023).Ademais, o uso de técnicas de AM também podem serencontradas para otimizar aspectos construtivo dos sensoresSPR (Yang et al., 2023; Du et al., 2021).
Em especial, a identificação/reconhecimento de substâncias apartir da resposta SPR possibilita o desenvolvimento desensores SPR inteligentes (Gomes et al., 2021) e novasaplicações para estes sensores (Moon et al., 2022). Aidentificação de substâncias a partir de sensorgramas SPR(gráfico para a evolução temporal de alguma característica daimagem/curva SPR usado no sensoriamento) exige anecessidade de um descritor para a série temporal, múltiplasestratégias de AM e a injeção de todas as substânciaspresentes no protocolo experimental para que este sejacompletamente refletido no sensorgrama, isto é, assubstâncias são reconhecidos em grupo (Gomes et al., 2021).
O uso de imagem SPR com CNN pode evitar a utilização demúltiplas técnicas de AM e permitir o reconhecimentoindividualizado de uma substância. Nesse sentido, o presentetrabalho objetiva o desenvolvimento de um modelo preditivopara identificar substâncias a partir de imagensbidimensionais geradas por sensores SPR. Utilizando redes

CNN de arquitetura padrão, o modelo relaciona o índice derefração da substância, a posição de ressonância, suadistribuição de pixel e ângulo de ressonância para identificara substância em análise. Foi criado um banco de dados deimagens SPR simuladas para treinar e validar arquiteturas deCNN. As redes convolucionais denominadas VGG16 eVGG19 (Simonyan and Zisserman, 2015) foram utilizadas nomodelo. Tais redes são amplamente empregadas noreconhecimento de imagens devido à sua capacidade deanalisar e reconhecer padrões de dados espaciais. Imagensexperimentais de substâncias aquosas foram utilizadas paratestar o modelo, demonstrando sua viabilidade em detectarsubstâncias sem a necessidade de pós-processamentosofisticado (Wang et al., 2011) e/ou instrumentação ópticaespecífica adicional.
2. ASPECTOS TÉCNICOS DO MODELO PROPOSTO

As redes VGGNet são modelos de redes do tipoconvolucional propostas pelo Visual Geometri� Group (siglaVGG), cuja a arquitetura simplificada é apresentada naFigura 2. A entrada da rede VGG é uma imagem de dimensão224 x 244, que atravessa cinco conjuntos de camadasconvolucionais, contendo filtros de convolução de tamanho3 x 3 para extração de características. As característicasextraídas são então preparadas/sumarizadas pelas camadas depooling e repassadas para a próxima camada convolucional.Uma estratégia comumente utilizada na camada de pooling éo pool-máximo, denominada de "maxpool".

Figura 2. Arquitetura simplificada de uma rede VGG contendo aimagem de entrada, 5 conjuntos convolucionais seguidos deoperações "maxpool", 3 camadas totalmente conectadas e saída pelafunção de ativação "softmax". VGG16 e VGG 19 contém 16 e 19camadas respectivamente. Indicação do tamanho de cada camada.
As arquiteturas VGG16 e VGG19 diferenciam-se apenas naquantidade de camadas em cascata que estão incluídas noscinco conjuntos convolucionais. Ao final, tem-se umconjunto de três camadas "totalmente conectadas" (fully-�onne�ted layers), as quais operam de maneira semelhante auma RNA com função de ativação "ReLU" (do inlgêsRe�tified Linear Unit), mapeando a saída em uma das
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possíveis classificações com o uso da função de ativação"softmax". Para maiores detalhes sobre a arquitetura VGGindicamos as referências Mascharenhas et al. (2021), Nagpaland Gabrini (2019) e Simonyan and Zisserman (2015).

2.1 Base de dados
Para o treinamento dos modelos VGG, foram geradasimagens SPR a partir de curvas SPR calculadas com aaplicação da Análise de Fresnel (AF) (Gomes and Oliveira,2023). A AF fornece a refletividade (r) para a luzatravessando múltiplas camadas, representando assim, aresposta do sensor. O coeficiente r para um sistema de Ncamadas pode ser expresso pela equação (1) (Oliveira et al.2019; Gomes and Oliveira, 2023):

𝑟 𝜃 =
𝑚11 +𝑚12𝑞𝑁 𝑞1− 𝑚21 +𝑚22 𝑞𝑁
𝑚11 +𝑚12𝑞𝑁 𝑞1 + 𝑚21 +𝑚22 𝑞𝑁

(1),
calculado a partir da matriz de transferência total Mtot (2),computada através da matriz de transferência Mj do meio jpara o meio j+1 (3), levando em consideração a admitância (qj) e absorbância (βj) de cada camada (4).

𝑀𝑡𝑜𝑡 =
𝑁−1

𝑗=2

𝑚11 𝑚12
𝑚21 𝑚22

(2)

𝑀𝑗 =
𝑐𝑜𝑠 𝛽𝑗 𝑖𝑠𝑒𝑛 𝛽𝑗 𝑞𝑗

−𝑖𝑞𝑗𝑠𝑒𝑛 𝛽𝑗 𝑐𝑜𝑠 𝛽𝑗
(3)

𝑞𝑗 = 𝜖2𝑗−
𝜖1 𝑠𝑒𝑛 𝜃1

𝜖2𝑗

𝛽𝑗 =
2𝜋
𝜆 𝑑𝑗 𝜖2𝑗− 𝜖1 𝑠𝑒𝑛 𝜃1

(4)

O arranjo multicamada utilizado é composto por quatromateriais, conforme indicado pela Tabela 1 e Figura 3a. Aspropriedades ópticas são para comprimento de onda de 670nm. A escolha da multicamada reflete o sensor utilizado paraobtenção das respostas experimentais. As curvas SPR parasubstâncias com índice de refração variando de 1,33 a 1,35com incrementos de 5× 10−3 UIR (Unidade de Índice deRefração), são apresentadas na Figura 3b. As curvascaracterizam-se por um deslocamento do ângulo deressonância com o aumento do índice de refração, fornecendouma assinatura óptica para a substância.
Para a geração das imagens SPR (Imagem de Fresnel) a partirdas curvas SPR, as seguintes etapas foram realizadas:

Etapa i): cálculo da relação pixel-ângulo expressa pelaequação (5):
𝜃(𝑝) = −219,64 × 𝑝 + 15.454 (5)

A partir dessa relação pixel-ângulo, a curva simulada paracada índice de refração passa a ser da forma pixel-refletividade;

Etapa ii): criação de imagens em escala de cinza comintensidades de pixel de acordo com a distribuiçãoapresentada na Tabela 2.
Tabela 1. Relação dos materiais da multicamada eindicação de suas principais propriedades.

Figura 3. a) Arranjo multicamada do sensor SPR composto pelosmateriais: Prisma/ouro/substância/água. b) Curvas SPR geradas coma AF para as substâncias com diferentes índices de refração.
Os valores de intensidade de brilho foram baseados nosvalores máximos e mínimos de intensidade extraídos deimagens SPR experimentais. A partir da relação pixel-refletividade, é possível gerar uma imagem SPR partindo dacurva SPR obtida com a Análise de Fresnel.

Tabela 2. Relação entre refletividade e intensidade dopixel para geração das Imagens de Fresnel.
Refletividade Intensidade do pixel[0,0; 0,2] 10(0,2; 0,4] 32(0,4; 0,6] 64(0,6; 0,8] 128(0,8; 1,0] 170

Etapa iii): aplicação de técnicas de processamento digitalde imagens (PDI) para generalizar respostas experimentais.

Camada Material Índice de refração Espessura1 Prisma de Vidro BK7 1,51 + i0 3 mm2 Filem fino de Ouro 0,13 + i4,20 50 nm
3 Substância analisada 1,33 + i0 a1,35 + i0 100 nm
4 Água 1,33 + i0 1 cm

a)
b)

b)

a)
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Nessa etapa, foram acrescentados os filtros Gaussian Blur,convolução por valor Máximo, e ruído Sal e Pimenta paraaproximar as imagens simuladas de imagens reais - ou seja,imagens que trazem as imperfeições/ruídos dainstrumentação e/ou operação do sensor.
A Figura 4 apresenta a sequência de imagens geradas durantea realização das etapas elencadas. Ao final do processo, 30imagens visualmente parecidas com imagens experimentaisforam geradas para cada substância/índice de refração(totalizando 150 imagens), a partir da modificação deparâmetros de PDI. Para mais detalhes sobre técnicas de PDI,indicamos a referência (Gonzalez and Woods, 2010).

Figura 4. Exemplos de imagens de Fresnel geradas a partir a) dacurva SPR. Imagens geradas após aplicação dos filtros: b) GaussianBlur com desvio de 25; c) ruído Sal e Pimenta com percentagem de0,01 em toda a imagem; d) convolução do Máximo com matriz 3x3;e) filtro Gaussian Blur com desvio de 10.

2.2 Treinamento do modelo
Um s�ript Python usando a biblioteca TensorFlow foidesenvolvido para geração do modelo preditivo. O conjuntode 150 imagens simuladas foi selecionado aleatoriamente deforma que 80% foram para treinamento, 10% para validaçãoe 10% para teste. O código também redimensiona as imagenspara a resolução de 224 x 224 pixels, assim, a dimensão doconjunto de dados assume a forma padrão para a qual asredes VGG foram desenvolvidas.
Aplicou-se a estratégia de aprendizagem por transferência, demodo que os pesos de pré-treinamento das arquiteturasVGG16 e VGG19 foram carregados e ajustou-se o atributo"trainable" para realizar o treinamento e a extração decaracterística da nossa base dados (base de dados de imagensSPR). Além disso, a camada "totalmente conecta" foi

ajustada para identificar as 5 classes de substâncias. Otreinamento dos modelos foi configurado para uso dootimizador Adam (para o cálculo do gradiente descendente eatualização dos pesos), a uma taxa de aprendizagem de 0,001.Ademais, foram configurados para o treinamento oshiperparâmetros: função de perda Sparse Categoria�alCrossentropy; métrica A��ura�y (precisão); treinamento em30 épocas; ativação de parada antecipada (Earlystop) compaciência de 10 épocas; e Dropout de 0.5. Para maioresdetalhes sobre a implementação de modelos VGG em Python,indicamos o trabalho de Nagpal e Gabrani (2019) e suasreferências.
A Figura 5 apresenta um sumário dos resultados obtidos emtermos de: i) Curvas de Precisão ao longo das épocas e ii)Matriz de confusão para as cinco classes: 1,33; 1,335; 1,34;1,345; 1,35. Em termos gerais, o modelo com VGG19apresentou as melhores métricas. O modelo VGG16 teve suaparada antecipada na época 21, com possível tendência deoverfiting, que pode ser indicada pela curva de validaçãoapresentada. Cumpre mencionar que a similaridade dasimagens, a quantidade de imagens do banco de dados, adivisão dos dados, a quantidade/densidade das camadas darede, entre outros fatores, influenciam na qualidade domodelo. Todavia, o resultado do treinamento realizadopossibilitaram a execução dos teste experimentais.

Figura 5. Resultados do treinamento: Curvas de Precisão ao longodas épocas e Matriz de confusão para as cinco classes (1,33; 1,335;1,34; 1,345; 1,35) para as redes a) VGG19 e b) VGG16respectivamente.
3. RESULTADOS EXPERIMENTAIS

Para verificar a resposta do modelo durante a operação dosensor, o modelo foi embarcado no sensor SPR baseado noprisma PPBIO (Oliveira et al., 2013). A Figura 6 apresenta oset-up experimental utilizado. Esse sensor usa o prismaPPBIO, manufaturado com vidro BK7 (índice de refração de1,52 a 670 nm). A estrutura trapezoidal do PPBIO permiteque os feixes de luz entrem e saiam perpendicularmente a suabase inferior, evitando o uso de partes rotacionais. Alémdisso, o PPBIO é coberto com uma fina camada de ouro de

Sociedade Brasileira de Automática (SBA) 
XXV Congresso Brasileiro de Automática - CBA 2024, 15 a 18 de outubro de 2024 

ISSN: 2525-8311 3497 DOI: 10.20906/CBA2024/4690



50 nm, evitando o uso de gel/óleo de acoplamento. O filmede ouro foi depositado com o Sputtering DC CryofoxExplorer 600LT, comercializada pela empresa Polyteknik.Uma célula de fluxo é utilizada para a entrega econfinamento da substância na superfície sensível.
Para excitação do fenômeno, a instrumentação do sensor fazuso de uma lente cilíndrica LJ190OL1 (para focalização),uma lente esférica plano-convexa LA1951 (para colimaçãodos feixes de luz) e um diodo laser de 670 ±10 nmL670P005, todos comercializados pela empresa Thorlabs. Osistema de detecção óptica usa a câmera CMOSbidimensional DCC1645C, da Thorlabs. A câmera tem umaprofundidade de bits de 10 bits, resolução de 1280 x 1024pixels, tamanho dos pixels 3,6 μm. Nessa configuração, osensor opera no modo de interrogação angular (AIM, doinglês Angular Interrogation Mode) com espectro angular de62° a 73°, variação ideal para medir substâncias aquosas.Detalhes sobre o PPBIO e sobre a instrumentação do sensorutilizado, podem ser encontrados nas referências (Oliveira etal., 2013; Aguiar et al., 2022).

Figura 6. a) Esquema do sensor SPR baseado no PPBIO com omodelo preditivo embarcado na ACPDU (Unidade de aquisição,controle, processamento e exibição). b) Fotografia da montagemexperimental. Elementos constituintes indicados na figura. Fonte:Adaptado de (Oliveira et al., 2019).
O sensor fornece as imagens SPR que serão classificadas pelomodelo com base no treinamento realizado. As substânciaságua deionizada e desgaseificada (H2O) com resistênciaelétrica de 18,7 MΩ/cm obtida com o sistema Milipore DirectQ3, soluções de PBS (solução salina tamponada com fosfato)e hipoclorito (HIPO) foram usadas nos experimentos. Essassubstâncias têm os seguintes índices de refração (IR):

H2O = 1,33001; PBS = 1,33151; HIPO = 1,34501.
As imagens obtidas experimentalmente para cada uma dassubstâncias são apresentadas nas Figura 7. As imagens SPRsão de simples interpretação, ou seja, não havendo altacomplexidade entre os valores de pixel nas imagens. Amedida que o índice de refração muda, a região escura

(posição de ressonância) se desloca, refletindo o novoacoplamento óptico para a substância em análise.
As imagens adquiridas para H2O (Fig.7 a), PBS (Fig.7 d) eHIPO (Fig.7 g) foram colocadas como entrada para o modelopreditivo. O modelo classifica a imagem como uma das cincoclasses possíveis: i.e., substâncias com índice de refração1,33 ou 1,335 ou 1,34 ou 1,345 ou 1,35; e retorna a imagemda base de dados que mais se assemelha a experimental.
Exemplo de imagens retornadas pelo modelo, para cada umadas substâncias, estão apresentadas nas Fig. 7b (para H2O),Fig. 7e (para PBS) e Fig. 7h (para HIPO). Além da inspeçãovisual para identificar a posição de ressonância, é possívelcomparar as curvas SPR referentes as imagens experimentaise preditas. Como ilustrado nas Fig. 7 (c, f, i), as curvasapresentam semelhanças na forma, contraste/profundidade dacurva, posição de ressonância, largura, assimetria, energia eintensidade de refletividade.

Figura 7. Imagens obtidas experimentalmente (a,d,g) para cadasubstância e imagem selecionada pelo modelo preditivo (b,e,h).Detalhes para as respectivas curvas SPR (c,f,i) geradas a partir dasimagens. Dados para H2O (a,b,c), PBS (d,e,f) e HIPO (g,h,i).
A Tabela 2 sumariza os resultados dos modelos naidentificação das substâncias H2O (IR = 1,33001) e HIPO (IR= 1,34501). A proximidade das posições de ressonância entreas imagens com índices de refração 1,33 e 1,335 fez a redeVGG16 obter precisão de 77,4.%, classificando a imagemSPR como sendo da classe 1,335. Para a imagem dohipoclorito, a VGG16 classificou-a como sendo da classe1,34. A rede VGG19 classificou adequadamente com 99,9%ambas as imagens experimentais. Cumpre mencionar que osensor fornece uma nova imagem a cada 3 segundos, e osdados sumarizados da Tabela 2 representa a média dedetecção para 1 minuto de dados.

4. CONCLUSÕES
Um modelo preditivo para identificação de substâncias apartir de imagens SPR foi apresentado. Desenvolvido a partir

ModelopreditivoVGG
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de rede convolucional com arquitetura VGG, o modelo foitreinado a partir de imagens SPR obtidas com a Análise deFresnel. As etapas propostas para geração de imagens a partirde curvas simuladas apresentou resultados que podem sercomparados com imagens obtidas de forma experimental.
Tabela 2. Sumário da métrica precisão obtida pelo modelo naidentificação das substâncias H2O e HIPO a partir deimagens SPR experimentais.

Teste 1 – Imagem experimental de H20IR→ 1,33 1,335 1,34 1,345 1,35VGG16 22,6 77,4 0,02 0 0VGG19 100 0 0 0 0
Teste 2 – Imagem experimental de HIPOIR→ 1,33 1,335 1,34 1,345 1,35VGG16 0 0 99,8 0,1 0,1VGG19 0 0 0,01 99,97 0,01

Dessa forma, foi possível criar um banco de dados deimagens (imagens de Fresnel) para treinar, validar e testar omodelo. Foram testadas as arquiteturas VGG16 e VGG19. Omodelo com VGG19 apresentou melhores resultados,identificando adequadamente as imagens experimentaisreferentes as substâncias analisadas.
Embora a pesquisa tenha apresentado um método capaz declassificar substâncias aquosas a partir de imagens SPR,trabalhos futuros para endereçar os seguintes aspectos podemser oportunizados: i) novas formulações para geração deimagens SPR simuladas; ii) ampliação da base de dados; iii)treinamento com imagens experimentais; iv) refinamento domodelo e v) utilização de outras técnicas/estratégias deaprendizagem de máquina.
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