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Abstract: This study addresses efficient task assignment for collaborative systems with a focus
on route planning for multiple Unmanned Aerial Vehicles (UAVs). A hybrid algorithm based
on the Ant Colony System is used with the application of the A* and DWA algorithms for the
avoidance of fixed and mobile obstacles. The results show that the proposed method enables
efficient route planning with the potential for more complex scenarios, providing guidance on
mission time and distance traveled.

Resumo: Este estudo aborda a atribuição eficiente de tarefas para sistemas colaborativos com
foco no planejamento de rotas para múltiplos Véıculos Aéreos Não Tripulados (VANTs). É
utilizado um algoritmo h́ıbrido baseado no Sistema de Colônia de Formigas com a aplicação dos
algoritmos A* com a Abordagem de Janela Dinâmica (do inglês Dynamic Window Approach,
DWA) para o desvio de obstáculos fixos e móveis. Os resultados mostram que o método proposto
permite o planejamento de rotas de forma eficiente com potencial para cenários mais complexos,
fornecendo orientações sobre o tempo da missão e a distância percorrida.
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Circumvent Obstacles.
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1. INTRODUÇÃO

O setor de transporte de cargas tem mostrado um interesse
crescente e feito investimentos em aplicações de Véıculos
Aéreos Não Tripulados (VANTs). Este interesse tem sido
impulsionado pelo aumento do comércio eletrônico, que
tem gerado demanda por soluções inovadoras de loǵıstica.
Os VANTs têm a capacidade de decolar e pousar com
segurança em áreas próximas a edif́ıcios e pessoas, o
que melhora significativamente a qualidade dos serviços
de transporte em regiões congestionadas ou de dif́ıcil
acesso. Essa tecnologia tem o potencial de revolucionar a
forma como as mercadorias são transportadas, oferecendo
eficiência e agilidade. A utilização de VANTs no transporte
de cargas pode representar uma mudança significativa no
setor, proporcionando benef́ıcios tanto para as empresas
quanto para os consumidores (Floreano and Wood, 2015).

De acordo com os benef́ıcios mencionados, a literatura
ressalta a relevância da coordenação eficaz, especialmente
em missões complexas que envolvem a otimização de
trajetórias para múltiplos robôs colaborativos, conforme

⋆ Os autores agradecem à Fundação Cearense de Apoio ao Desen-
volvimento Cient́ıfico e Tecnológico (FUNCAP) pelo apoio financeiro
(processo BP5-0197-00058.01.00/22).

evidenciado em (Ju and Son, 2018; Liu et al., 2019). A
alocação de tarefas nesse contexto requer não apenas a
consideração das restrições energéticas, de capacidade e
desvio de obstáculos, mas também a integração efetiva da
navegação dos VANTs com seu sensoriamento para evitar
colisões e alcançar um planejamento de rotas eficiente.

Desta forma, Wang et al. (2022) propôs uma abordagem
baseada no Sistema de Colônias de Formigas Multiobjetivo
para resolver o problema de atribuição de tarefas coopera-
tivas com múltiplos robôs. Já Santana (2020), desenvolveu
um algoritmo baseado em Otimização por Enxame de
Part́ıculas e Algoritmos Genéticos (AG) para resolver o
problema de cálculo de rotas para robôs colaborativos com
restrições energéticas. O modelo utilizado é uma variante
do problema de orientação de equipes, que inclui caracte-
ŕısticas de coleta de recompensa ao passar pelos pontos de
referência. Da mesma forma, Freitas and Carvalho (2015)
utilizaram AG para resolver o problema de roteamento
de múltiplos VANTs, obtendo resultados satisfatórios e
tempos de execução razoáveis ao aplicar o modelo na
solução de um problema envolvendo uma frota de VANTs.

Além disso, Pinto et al. (2020) propuseram um modelo
de otimização usando uma abordagem de Programação
Linear Inteira (PLI) para resolver um problema de pla-
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nejamento de missões múltiplas, considerando a influência
do campo de vento e restrições de duração da missão. Já
Aguiar et al. (2023), utiliza em seu trabalho a abordagem
PLI com o algoritmo A* para o planejamento de rotas com
múltiplos robôs colaborativos com aplicação de desvio de
obstáculos. E Liu et al. (2021), propõe o uso da fusão do
algoritmo A* com a Abordagem de Janela Dinâmica (do
inglês Dynamic Window Approach, DWA) para o planeja-
mento de rotas com desvio de obstáculos.

Com isso, este estudo visa aplicar um algoritmo h́ıbrido
para o roteamento de VANTs colaborativos com desvio de
obstáculos, sendo utilizado um modelo matemático com
foco na Otimização por Colônia de Formigas (do inglês
Ant Colony Optimization, ACO). O ACO, inspirado no
comportamento cooperativo das formigas, é uma técnica
de otimização amplamente utilizada em problemas de
otimização combinatória. Nesse contexto, levando-se em
consideração as restrições dos Múltiplos Caixeiros Viajan-
tes (MCV) e a necessidade de desviar de obstáculos, os
algoritmos A* e o DWA também foram aplicados para o
desvio de obstáculos fixos e móveis, respectivamente.

As demais seções deste artigo estão organizadas como se-
gue. A Seção 2 aborda o modelo matemático do problema.
A Seção 3 apresenta o ACO multiobjetivo, bem como os
algoritmos A* e DWA utilizados para evitar colisões entre
os VANTs e os obstáculos. A Seção 4 detalha a metodolo-
gia empregada nos experimentos computacionais. A Seção
5 analisa os resultados obtidos nas simulações, enquanto a
Seção 6 traz as principais conclusões e perspectivas para
trabalhos futuros.

2. DESCRIÇÃO DO PROBLEMA

Dado um grupo de Nv VANTs V = {1, 2, ..., Nv}, e um
conjunto de Nt pontos de referência que podem ser explo-
rados, representados por T = {1, 2, ..., Nt}, onde 1 e Nt si-
nalizam o ponto de partida e de chegada, respectivamente,
o objetivo do desafio de atribuição de tarefas é encontrar
uma configuração livre de conflitos em que os pontos de
referência sejam percorridos pelos VANTs e minimizem
os custos globais. Onde o conjunto P = {P1, P2, ..., PNt}
indica a rota realizada por cada VANT.

Para isso, presume-se que cada ponto de referência seja
visitado por um único VANT, e que cada VANT possa
visitar múltiplos pontos seguindo uma ordem espećıfica.
Onde os VANTs não apresentam colisão entre si, o que
significa que cada ponto de referência precisa ser designado
a, no máximo, um VANT (Wang et al., 2022). O ponto de
partida e de chegada é uma estação base, também conhe-
cida como galpão. A alocação de tarefas é formulado como
um problema MCV, no qual os objetivos são minimizar o
custo total percorrido para executar a missão designada
aos VANTs (Wang et al., 2022; Santana, 2020).

Desta maneira, o problema de otimização é representado
pela Eq. (1) (Wang et al., 2022), onde xijk assume o valor
1 se o VANT i visitar o ponto de referência k, e assume o

valor 0 caso contrário. A variável c
(i)
jk , representa o custo

do VANT i ir do ponto de referência j até o ponto k em
metros. Já as Eq. (2) e (3) indicam o custo global e o custo
parcial máximo dos véıculos.

minF = {f1(P ), f2(P )} (1)

f1(P ) =

Nv∑
i=1

Nt∑
j=1

Nt∑
k=1

xijkc
(i)
jk (Pi) (2)

f2(P ) = max
1≤i≤Nv

Nt∑
j=1

Nt∑
k=1

xijkc
(i)
jk (Pi) (3)

Sujeito às restrições (Wang et al., 2022; Santana, 2020):

Nv∑
i=1

Nt−1∑
j=2

xijk = 1,∀k (4)

Nv∑
i=1

Nt−1∑
k=2

xijk = 1,∀j (5)

Nv∑
i=1

Nt∑
j=1

xij1 = Nv (6)

Nv∑
i=1

Nt∑
k=1

xink = Nv, n = Nt (7)

Nv∑
i=1

Nt∑
j=1

Nt∑
k=1

xijk = Nt (8)

f1(P ) ≥ λf2(P ) (9)

As Eq. (4) e (5) são restrições que indicam que cada
ponto de referência, exceto o depósito, pode ser visitado
no máximo uma vez. As Eq. (6) e (7) são restrições que
garantem que todos os véıculos comecem suas rotas no
galpão inicial e retornem ao galpão final após finalizarem
suas respectivas tarefas. A Eq. (8) é a restrição que
assegura que todos os pontos de referência possam ser
visitados (Wang et al., 2022; Santana, 2020). E a Eq. (9)
indica o equilibro da carga de trabalho no planejamento de
rotas (Wang et al., 2022), sendo λ igual 2 neste trabalho.

3. FUNDAMENTAÇÃO TEÓRICA

Nesta seção, é apresentado as principais etapas para a
aplicação do ACO multiobjetivo e o uso dos algoritmos
A* e DWA para a correção de trajetórias visando o desvio
de obstáculos. Os VANTs irão realizar o percurso definido
pelo A* visitando cada ponto de referência definido pelo
ACO, além disso, é realizado a correção das trajetórias
em decorrência de obstáculos móveis usando o DWA. Esta
abordagem combina a capacidade de encontrar rotas efici-
entes do ACO com a capacidade de evitar obstáculos dos
algoritmos A* e DWA, proporcionando um planejamento
de trajetórias mais seguro e eficiente para os VANTs.

3.1 Sistema de colônia de formigas multiobjetivo

O algoritmo ACO foi criado por Dorigo nos anos 90 com
o objetivo de resolver o problema do caixeiro-viajante.
A ideia é inspirada no comportamento das formigas, que
deixam uma trilha de feromônios enquanto buscam por
alimento. As formigas seguintes são atráıdas por essa trilha
e têm maior probabilidade de seguir o mesmo caminho.
Com o passar do tempo, a trilha é reforçada pelas formigas
que encontram caminhos mais curtos, resultando em uma
solução ótima (Wang et al., 2022).
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Para lidar com múltiplos objetivos e véıculos, o processo
de otimização envolve três etapas principais: configurações
básicas e inicialização, construção das soluções e atualiza-
ção dos feromônios, que são descritas a seguir:

Etapa 1: configurações básicas e inicialização

Nesta etapa são empregados Ng grupos de formigas, cada
grupo constrói uma solução a cada iteração, e Nv formigas
são empregadas em cada grupo, representando os VANTs
utilizados. Para um link entre os pontos de referência r e s,

existem dois feromônios τ
(1)
rs e τ

(2)
rs , atribúıdas as funções

objetivo f1(P ) e f2(P ), respectivamente.

Para inicializar o algoritmo e se obter a matriz de fe-
romônios, uma formiga é selecionada aleatoriamente, e as
tarefas mais próximas a ela são atribúıdas. O procedimento
se repete até que todas as tarefas tenham sido atribúıdas
às formigas em um grupo. As informações heuŕısticas entre
os pontos r e s para a formiga i em um grupo é iniciali-
zada como o inverso do custo, i.e. ηrs = 1/crs. A matriz

de feromônios são atribúıdas como τ
(1)
0 = 1/f1(P

(0)) e

τ
(2)
0 = 1/Nv/f2(P

(0)) (Wang et al., 2022).

Etapa 2: construção das soluções

Na etapa da construção das soluções as tarefas são adicio-
nadas iterativamente uma a uma, para isso, uma formiga
precisa ser selecionada primeiro para adicionar uma tarefa
não atribúıda. A formiga i que será adicionada a próxima
tarefa não atribúıda é selecionado com base nos critérios
da Eq. (10) (Wang et al., 2022; Necula et al., 2015).

Onde P̂i é uma solução parcialmente constrúıda pela
formiga i no grupo, q é um número aleatório entre [0, 1],
q0 é a probabilidade de que a formiga com custo parcial
mı́nimo seja selecionada, enquanto q1 é a probabilidade de
que a formiga com custo parcial máximo seja selecionada,
e Int(1,Nv) é um inteiro aleatório entre 1 e Nv, e C(P̂i) o
custo parcial do grupo, é definido pela Eq. (11).

Î =


arg min

1≤i≤Nv

C(P̂i), se q < q0

arg max
1≤i≤Nv

C(P̂i), se q > 1− q1

Int(1,Nv), outros casos

(10)

C(P̂i) =

Nt∑
j=1

Nt∑
k=1

c
(i)
jkxijk (11)

Quando a formiga i em um grupo é escolhida, r se torna
a última tarefa em P̂i, a tarefa s é selecionado conforme a
Eq. (12). Onde C é o conjunto que contém as tarefas que
ainda não foram atribúıdas, α e β são parâmetros, usados
para determinar a importância relativa do feromônio e da
informação heuŕıstica, respectivamente, p é um número
aleatório entre [0, 1], e p0 é a probabilidade de se escolher
o caminho com máximo ηrs.

s =

arg max
u∈C

[
2∏

k=1

[τ (k)rs ]αk] · [η(i)rs ]
β ], se p < p0

S, outros casos

(12)

No termo [
∏2

k=1[τ
(k)
rs ]αk] · [η(i)rs ]β ] é indicado a informação

de decisão da tarefa, usado para decidir a próxima tarefa
a ser atribúıda. Se p < p0, a tarefa com informações de
decisão máxima é designada, e S é uma variável aleatória
selecionada. Após selecionada a tarefa, ela passa a ser
atribúıda a formiga i e será removido do conjunto não
atribúıdo C. Os procedimentos se repetem até que todas
as tarefas tenham sido atribúıdas. Ao final, o galpão final,
é atribúıdo a cada formiga (Necula et al., 2015).

Etapa 3: atualização dos feromônios

Cada vez que uma tarefa r em um grupo seleciona s como
a próxima tarefa, a regra de atualização de feromônio local
é aplicada no link entre a tarefa r e s. O ńıvel de feromônio
é atualizado pela a Eq. (13), onde o parâmetro ρ assume
valores entre [0, 1] e é usado para equilibrar o feromônio
recém-adicionado (Wang et al., 2020; Lu and Yue, 2017).

Já a atualização do feromônio de forma global, ocorre
depois que todos os grupos constrúıram suas soluções. A

matriz de feromônios é atualizado na Eq. (14), onde ∆τ
(k)
rs

é o feromônio recém-adicionado na ligação, sendo definido
na Eq. (15), em que nk = 1 se k = 1 e nk = Nv se k = 2
(Wang et al., 2020; Lu and Yue, 2017).

τ (k)rs = (1− ρ) · τ (k)rs + ρ · τ (k)0 , k = 1, 2 (13)

τ (k)rs = (1− ρ) · τ (k)rs + ρ ·∆τ (k)rs , k = 1, 2 (14)

∆τ (k)rs =


τ
(k)
0 +

|P |∑
l=1

1

nk · fk(P (l))
, se p < p0

τ
(k)
0 , outros casos

(15)

Após a execução de todas as etapas e do fim do algoritmo,
as rotas do conjunto P do grupo com melhor resultado na
Eq. (1) são selecionadas.

3.2 Desvios de obstáculos fixos com A*

O problema de encontrar um caminho de um ponto até um
destino espećıfico, evitando colisões com os obstáculos do
ambiente, ainda é um desafio significativo. Este problema
é conhecido como o problema do caminho mais curto com
restrições de colisão. O objetivo é encontrar uma rota que
minimize a distância percorrida pelo VANT e, ao mesmo
tempo, evite colisões com os obstáculos (Gonçalves, 2013).

Algoritmos de busca heuŕıstica, como o A*, são capazes
de encontrar rotas que evitam colisões, mas podem não
garantir uma solução ótima. Ele usa uma função heuŕıstica
para estimar o custo do caminho mais curto do nó atual até
o nó de destino e, em seguida, expande o nó com o menor
custo estimado. Isso permite que o algoritmo encontre
rapidamente um caminho próximo ao ótimo, evitando a
expansão de muitos nós desnecessários (Niu et al., 2021).

O A* tem sido amplamente estudado e aplicado em diver-
sos contextos, incluindo o planejamento de movimento de
véıculos, especialmente em robótica e véıculos autônomos.
Este algoritmo permite a correção de trajetórias para des-
viar de obstáculos predefinidos, evitando colisões e perda
de VANTs em missões (Gonçalves, 2013). Neste problema,
o espaço de estados é representado como uma matriz, onde
cada célula desta matriz é um estado (nó), conforme ilustra
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a Fig. 1, as regras que podem ser aplicadas são as 8 direções
que o robô pode se mover a partir da célula, conforme os
obstáculos (Farlei J. Heinen, 2002).

Com isso, a ideia é executar uma busca no espaço de
estados para encontrar a rota mais curta até o destino.
É necessário que a posição do robô seja conhecida. A Eq.
do algoritmo é apresentada em (16), onde f(n) é o valor
estimado do ponto inicial para o ponto de destino, g(n)
é o custo real do ponto inicial para o ponto n, ou seja, a
distância já percorrida pelo robô desde sua partida, e h(n)
é o valor estimado do nó do estado n para o nó de destino.

f(n) = g(n) + h(n) (16)

Figura 1. Representação dos caminhos posśıveis do A*.

3.3 Desvios de obstáculos móveis com DWA

O DWA é amplamente utilizado para resolver o problema
do planejamento local da trajetória de robôs móveis. Este
algoritmo é capaz de determinar a cada intervalo de tempo
a velocidade do robô, o que permite inferir a trajetória de
movimento viável para o peŕıodo de tempo seguinte. Além
disso, o DWA é capaz de determinar a trajetória do véıculo
por meio da utilização de múltiplas funções de avaliação
(Wang et al., 2023; Jin and Wang, 2023).

Essa estratégia permite que o robô escolha a trajetória
mais adequada com base em critérios espećıficos, levando
em conta as restrições dinâmicas do ambiente. Esse algo-
ritmo tem se mostrado eficiente na resolução de problemas
de planejamento de trajetória para robôs móveis, contri-
buindo significativamente para aprimorar a navegação e o
desempenho desses sistemas. O DWA abrange a direção,
velocidade e a segurança do robô na função de avaliação
definida na Eq. (17) (Wang et al., 2023).

G(v, ω) = α·Head(v, ω)+β ·V el(v, ω)+γ ·Dist(v, ω) (17)

A função Head(v, ω) é a função de avaliação do azimute,
que indica o ângulo entre a direção do final da trajetória
e o ponto alvo, quanto menor o ângulo, maior o seu
peso. V el(v, ω) é uma função de avaliação da velocidade,
que representa a velocidade de operação, quanto maior a
velocidade, maior o seu peso. Dist(v, ω) é uma função de
avaliação da distância que representa a distância entre a
trajetória e o obstáculo mais próximo, um valor muito
grande fará com que o desvio da trajetória do caminho
planejado aumente (Li et al., 2020; Wang et al., 2023).

A função de avaliação G(v, ω) indica que o robô está se
movendo em direção ao destino a uma grande velocidade
enquanto mantém uma distância segura do obstáculo. Os
parâmetros α, β, e γ são os coeficientes de ponderação das

funções de avaliação, tendo valores respectivamente iguais
a 0,3, 0,8 e 0,1(Wang et al., 2023).

O modelo cinemático do robô é definido pela Eq. (18), onde
supõe-se que sua trajetória é composta por uma pequena
trajetória em arco, cada uma das quais corresponde a
um único vetor de velocidade (vt, ωt). Dado um intervalo
de tempo ∆t pequeno, cada trajetória de arco pode ser
considerada aproximadamente como uma trajetória em
linha reta. Portanto, assumi-se um movimento em linha
reta a uma velocidade constante dentro de um intervalo
de tempo ∆t, e o modelo cinemático do robô é obtido da
seguinte forma (Liu et al., 2021):

xt+1 = xt + vt ·∆t · cos θt
yt+1 = yt + vt ·∆t · sin θt
θt+1 = θt + ωt ·∆t

(18)

4. METODOLOGIA

Com os conceitos da Seção 3, os VANTs irão realizar o
percurso definido pelo A*, realizando o desvio de obstácu-
los móveis com o DWA, visitando cada ponto de referência
definido pelo ACO, conforme ilustra a Fig. 2.

Um mapa fict́ıcio com obstáculos foi utilizado para os
experimentos, uma vez que atualmente não há exemplos
de referência para MCV a serem utilizados na avaliação
de desempenho das abordagens para comparação com a
solução ótima. A disposição dos pontos de referência se
apresenta de forma esparsada. A Fig. 3 exibe os pontos
de referência representados por quadrados amarelos, os
obstáculos pré-definidos nas simulações são representados
como retângulos de cor cinza, tendo efeito de barreira
linear, e também serão aplicados 10 obstáculos móveis, que
terão movimento aleatório no mapa.

Os VANTs voam a uma altura de 15m, com velocidade
média de 0,43m/s, a unidade de distância entre os pontos
de referência será em metro. Já as figuras dos experimentos
demonstram os deslocamentos dos VANTs, nos eixos x
e y, apresentando o comportamento semelhante a uma
part́ıcula, onde o VANTs não presentam colisão entre si.

O ACO utilizou os parâmetros apresentados na Tabela 1
(Wang et al., 2022). Foram realizadas 10 simulações com
10³ iterações em cada experimento. Isso foi feito devido à
natureza dos métodos não-heuŕısticos, que podem produzir
resultados diferentes mesmo com a mesma entrada em
diferentes execuções. Dessa forma, foi posśıvel analisar os
valores médios, desvio padrão, valores mı́nimos e máximos
das métricas de desempenho.

Tabela 1. Parâmetros utilizados no ACO.

Param. Descrição Valor

Ng Num. de grupos de formiga 24
q0 Prob. de escolher a formiga com CPmn 0,9
q1 Prob. de escolher a formiga com CPmx 0,05
α Grau de importância do feromônio 1
β Grau de importância da inf. heuŕıstica 2
p0 Prob. de escolher o caminho com máx. ηrs 0,9
ρ Taxa de evaporação do feromônio 0,5

5. RESULTADOS

Nesta seção, apresentamos as simulações realizados ilus-
trando a aplicação do modelo proposto para o problema
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Figura 2. Etapas para alocação de tarefas.

Figura 3. Cenário utilizado nos experimentos.

de planejamento de rotas de VANTs colaborativos. As
simulações dos experimentos foram realizadas no soft-
ware Matlab® em um notebook com processador Intel(R)
Core(TM) i7-7500U @2.70GHz-2.90 GHz com 16Gb RAM.
As simulações tiveram variação no número de VANTs, com
experimentos de 2 a 6 VANTs. Em todos os experimentos,
os VANTs colaborativos iniciam as tarefas partindo do
galpão inicial e finalizam a missão visitando o galpão final.

Tabela 2. Comparação dos experimentos

Nv exp. média máx. mı́n. desvio pad.

2 Dist(m) 57,54 63,67 54,89 2,60

3 Dist(m) 64,26 69,44 61,61 2,26

4 Dist(m) 78,67 81,75 75,32 1,91

5 Dist(m) 93,84 96,67 91,78 1,68

6 Dist(m) 109,30 110,54 108,04 0,86

2 CPU(s) 1150,23 1509,76 947,26 205,73

3 CPU(s) 1612,28 1952,23 1229,70 213,05

4 CPU(s) 1876,20 2162,09 1588,54 170,72

5 CPU(s) 2155,46 2700,55 1711,98 342,64

6 CPU(s) 1855,28 2112,09 1599,81 170,56

2 Tmax(s) 69,76 77,52 64,05 4,71

3 Tmax(s) 56,35 64,17 49,87 3,47

4 Tmax(s) 54,48 57,45 48,94 2,18

5 Tmax(s) 51,95 55,45 46,77 3,63

6 Tmax(s) 47,00 47,23 46,70 0,21

A Tabela 2, ilustra os resultados e comparativos dos
experimentos, demonstrando que o aumento no número
de VANTs leva a uma maior eficiência na execução das
missões, com uma redução significativa no tempo total da
missão, sendo um resultado já esperado devido à quan-
tidade de agentes envolvidos na missão. No entanto, isso
também resulta em um aumento no tempo de processa-
mento e na distância total percorrida, o que pode ser um
fator limitante em cenários com recursos computacionais
restritos e com limitações de distância de voo nos VANTs.

Já a Fig. 4 apresenta a movimentação de 2 VANTs, des-
viando os obstáculos fixos e móveis, onde os pontos de
referência marcados em vermelho e azul são os pontos
visitados pelos VANTs 1 e 2, respectivamente. Devido o
comportamento dinâmico dos véıculos, os resultados dos
melhores experimentos de 2 a 6 VANTs foram gravados e
disponibilizados no YouTube em: https://encr.pw/DWA-
cba-resultados2024. Onde os asteriscos na Fig. 4 represen-
tam os obstáculos que se movimentam de forma aleatória.

Ademais, a junção dos algoritmos ACO, A* e DWA,
tornaram os VANTs capazes de desviar de obstáculos e de
adaptar sua velocidade e trajetória em tempo real. Sendo
especialmente importante em cenários dinâmicos, onde os
obstáculos podem se mover ou surgir inesperadamente.
Nos casos onde um obstáculo móvel era detectado, o DWA
agia no ajuste da velocidade e a direção para evitar colisões
através da sua função de avaliação, garantindo a segurança
e a eficiência das rotas planejadas pelo ACO e A*.

6. CONCLUSÃO

Neste trabalho foi discutido o planejamento de rotas para
múltiplos VANTs com desvio de obstáculos fixos e móveis.
O problema foi formulado como um MCV multiobjetivo,
visando minimizar a distância total do percurso. Simu-
lações foram realizadas no Matlab® com um algoritmo
h́ıbrido baseado em ACO, A* e DWA, seguindo as restri-
ções do problema proposto. Para a validação da aborda-
gem foram feitos 10 experimentos com 103 iterações com
variações no número de VANTs de 2 a 6.

O modelo proposto apresenta bons resultados no mapa
fict́ıcio, concluindo as tarefas de visitas os pontos de
referência designados com diferentes números de VANTs,
uma vez que atualmente não há exemplos de referência
para MCV a serem usados para avaliar o desempenho das
abordagens. Observou-se através da Tabela 2 que o tempo
de processamento para o planejamento das rotas tende a
aumentar com o número maior de VANTs, entretanto o
número maior de VANTs garante um tempo de missão
menor. Neste caso o algoritmo poderá ser utilizado para
análise de viabilidade para a realização de missões.

Além disso, os algoritmos A* e DWA se mostraram efi-
cientes no desvio de obstáculo fixos e móveis, apresen-
tando potencial para cenários mais complexos. Podendo
ser aplicado em ambientes controlados no cálculo de rotas
para véıculos e robôs autônomos, estendendo seu uso às
aplicações relacionadas ao conceito de indústria 4.0. Para
trabalhos futuros, planeja-se abordar o planejamento de
rotas para múltiplos VANTs colaborativos com restrições
energéticas, tornando o problema o mais próximo do real,
além de verificar o método com VANTs reais.
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Figura 4. Movimentação dos VANTs.
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para o cálculo de rotas de robôs colaborativos com
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