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Abstract: Fault location is a crucial aspect of electrical power systems. It helps to identify the
closest point to the occurrence of a fault, which is advantageous for improving the reliability
of the electrical network of utility companies. However, based on the literature review, the
problem of locating faults on distribution grids with renewable energy generation still needs
improvements. In the literature, several works employ different artificial intelligence models
to locate faults and improve the system’s observability in real-time. This work used three
intelligent algorithms based on neural networks, KNN, and random forest for fault classification
and location. The results showed that the algorithms classified and located all faults with 90%
accuracy.

Resumo: A localização de faltas é um aspecto crucial dos sistemas de energia elétrica. Auxilia na
identificação do ponto mais próximo da ocorrência de uma falta, o que é vantajoso para melhorar
a confiabilidade da rede elétrica das distribuidoras. Porém, com base na revisão da literatura, o
problema de localização de faltas em redes de distribuição com inserção de geração de energia
renovável ainda necessita de melhorias. Assim, diversos trabalhos empregam diferentes modelos
de inteligência artificial para localizar falhas e melhorar a observabilidade do sistema em tempo
real. Portanto, neste trabalho utilizou-se três algoritmos inteligentes baseados em: redes neurais,
KNN e Random Forest para classificação e localização de faltas. Finalmente, os resultados
mostraram que os algoritmos classificaram e localizaram todas as faltas com 90% de precisão e
98% de accurácia média.
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1. INTRODUÇÃO

A localização precisa e rápida de faltas em sistemas elétri-
cos é de suma importância para garantir a operação con-
fiável e eficiente do sistema elétrico de potência (Kanwal,
et. al 2024). Tradicionalmente, métodos convencionais de
localização de faltas podem apresentar limitações em ter-
mos de precisão e velocidade de resposta. Portanto, pode
resultar em tempo de inatividade prolongado e impactos
negativos na qualidade do serviço elétrico. Assim, com os
recentes avanços na área de eletricidade, aplicados na in-
teligência artificial, novas abordagens são exploradas para
resolver esse desafio de maneira mais eficaz (Resmi, et. al
2019).

A integração de fontes renováveis de energia Geração
distribúıda (GD), como sistemas fotovoltaicos (PV) ou
fazendas eólicas, em redes de média tensão têm aumentado
significativamente . Essas GD tem como intuito mitigar as

⋆ CAPES - Coordenação de Aperfeiçoamento de Pessoal de Nı́vel
Superior (Fundação Coordenação de Aperfeiçoamento de Pessoal de
Nı́vel Superior).

emissões de gases de efeito estufa e promover a sustenta-
bilidade energética (Palate, et. al 2021). No entanto, essa
integração apresenta desafios consideráveis para a opera-
ção e manutenção eficientes desses sistemas, especialmente
na detecção e localização de faltas.

As técnicas de inteligência artificial podem auxiliar aos
métodos convencionais de localização de faltas em sistemas
elétricos. Ao combinar a experiência e heuŕısticas dos
métodos tradicionais com a capacidade de aprendizado e
generalização dos métodos de inteligência artificial, busca-
se alcançar uma melhoria significativa na precisão e na
velocidade de resposta do sistema de localização de faltas
(Zhang, et. al 2021).

2. ESTADO DA ARTE

Na literatura, existem diversos trabalhos dedicados à lo-
calização de faltas, visando aprimorar a precisão dos cál-
culos matemáticos, desenvolver softwares mais eficientes
para otimizar os resultados e considerar as complexidades
inerentes aos sistemas elétricos de potência (Liang, et.
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al 2021). A Figura 1, representa algumas das metodolo-

gias existentes para localização de faltas. É importante
ressaltar que um estudo sobre localização de faltas pode
abranger mais de uma dessas metodologias.

Figura 1. Métodos de localização de faltas

O método proposto em (Di Santo 2022) utilizou uma abor-
dagem de otimização para localizar faltas, minimizando os
erros entre as medições e os cálculos dos fasores de tensão e
corrente após a ocorrência da falta. A principal vantagem
desse algoritmo, em comparação com as técnicas presentes
na literatura atual, foi sua capacidade de identificar a
localização da falta, independentemente do design e da
posição da compensação série na linha de transmissão.
As caracteŕısticas da tensão e corrente foram processadas
usando a Transformada Wavelet Discreta (DWT) e, em
seguida, utilizadas para treinar um modelo de Rede Neural
Artificial (RNA) desenvolvido para localizar faltas na linha
de transmissão. Em (Wang, et. al 2023), os autores pro-
puseram um modelo de Rede Neural Convolucional com
Memória de Curto e Longo Prazo (CNN-LSTM). Esse
modelo foi projetado para usar imagens de forma de onda
transitória como entrada, com o intuito de classificar o tipo
de falta em linhas de transmissão, calcular a distância da
falta.

No modelo Random Forest (RF) utilizado para a classifica-
ção e localização de faltas, foram empregados valores fun-
damentais de tensão, corrente e componentes de sequência
zero das correntes da linha de transmissão de circuito du-
plo de 100 km e 400 kV como entradas. A técnica proposta
foi treinada conforme descrito por (Sunitha et. al 2017),
variando os parâmetros de resistência de falta, ângulo de
incidência e distâncias ao longo da linha. Por outro lado,
(Vincent et. al 2023) modelaram uma linha de transmissão
trifásica de 330 kV e 500 km para extrair dados de corrente
e tensão com falhas. Esses dados foram usados para treinar
uma Rede Neural Artificial (RNA), resultando em 100% de
precisão na detecção de falhas e aproximadamente 99,5%
na localização de falhas em diversas distâncias. O tempo
de detecção foi de 0,0017µs, com um erro médio variando
de 0 a 0,5%.

Em (Sun et. al 2009) utilizaram a Transformada Discreta
de Wavelet (DWT) para extrair os coeficientes de frequên-
cia dos sinais de tensão e corrente na linha de transmissão.
Esses coeficientes foram inseridos como entradas na rede
neural durante o treinamento do modelo. A rede neural foi
ajustada utilizando o algoritmo de Levenberg-Marquardt,
um método de otimização eficaz para o treinamento de re-
des neurais, permitindo que a rede aprendesse a correlação
entre essas caracteŕısticas e a presença de faltas na linha
de transmissão. Os resultados dos testes mostraram que a
estimativa de localização de falhas foi altamente precisa,
com um erro percentual médio de 0,001%.

A técnica de validação hold-out, amplamente utilizada
para avaliar a performance de modelos preditivos, envolve
a divisão do conjunto de dados em duas partes distintas,
uma para o treinamento e outra para o teste (Raschka, S.,
Mirjalili, V., 2020).

3. INTELIGÊNCIA ARTIFICIAL

A inteligência artificial (IA) consiste em desenvolver siste-
mas computacionais capazes de desempenhar tarefas que
normalmente requerem intervenção humana. Esses siste-
mas são projetados para aprender com dados, adaptar-se
a diferentes cenários e realizar atividades de forma autô-
noma, representando um avanço significativo no campo da
tecnologia (Andrew, 2020).

3.1 Machine Learning

Machine learning, frequentemente abreviado como ML,
refere-se ao processo de adquirir a capacidade de executar
uma tarefa espećıfica com base em dados dispońıveis ou de
identificar e interpretar padrões relevantes presentes nesses
dados (Andrew, 2020).

A escolha dos algoritmos de ML para este estudo foi
baseada na literatura, trabalhos já consolidados sobre
o assunto e na capacidade de cada um em lidar com
as particularidades dos dados de localização de faltas
em linhas de distribuição e transmissão . Os algoritmos:
Random Forest (RF), o K-Nearest Neighbors (KNN) e
Redes Neurais Artificiais (RNA), foram escolhidos por
suas distintas caracteŕısticas e benef́ıcios, an aplicação de
localização de faltas. Algoritmos inteligentes baseados em
árvores de decisão como o RF é um dos algoritmos mais
robustos quando se trata de dados estruturados (Y. Zhu,
H. Peng, 2022)

K-Nearest Neighbors (KNN) é um algoritmo baseado em
instâncias que classifica uma amostra de dados com base
na proximidade dos seus vizinhos mais próximos. Porém,
foi escolhido devido à sua simplicidade e eficácia em
diferentes cenários de conjuntos de dados de faltas (Koti,
et. al 2021).

3.2 Redes Neurais Artificiais

Os fundamentos iniciais do modelo de RNA foram esta-
belecidos por (Oliveira, 2018), os quais apresentaram uma
versão mais simplificada do neurônio artificial. Tal modelo
demostrou de maneira matemática, os neurônios presentes
no cérebro humano. Atualmente, as novas pesquisas tem à
disposição modelos mais avançados, com diversas topolo-
gies de análise. No entanto, a verdadeira essência de suas
capacidades e funcionalidades reside na interconexão dos
neurônios em camadas e arquiteturas diversas. Portanto, a
descrição matemática de um neurônio simples é mostrada
em (1).

uk =

n∑
j=1

wkj ∗ xj + bk (1)

Cada entrada, xj é associado a um peso espećıfico wkj , adi-
ocionado do bk. Inicialmente, realiza-se uma soma ponde-
rada das entradas multiplicadas pelos pesos. Em seguida,
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Figura 2. Arquitetura básica de rede neural (Kalueyo,
2023)

o resultado da soma, uk, é submetida a uma função de
ativação que determina a sáıda final do modelo y, conforme
ilustrado em (2).

yk = g(uk) (2)

A sáıda do neurônio, representada por yk, é influenciada
pela função de ativação g, que opera sobre a entrada do
neurônio para determinar seu resultado. A Figura 2 ilustra
como os neurônios processam informações e como as redes
neurais desempenham tarefas de aprendizado.

4. METODOLOGIA PROPOSTA

Nesta seção é apresentada a metodologia proposta para a
localização de faltas em redes de distribución. Assim, na
seção 4.1 se mostra a classificação das faltas e já, na seção
4.2 se apresenta a lógica da localização de faltas.

4.1 Classificação de faltas

A classificação do tipo de falta desempenha um papel
cŕıtico na eficiência, segurança e confiabilidade dos siste-
mas elétricos de potência. Essa classificação possibilita a
adoção de medidas mais direcionadas, resultando em res-
postas rápidas e eficazes na localização de faltas. Para este
propósito, foram instalados medidores em todas as barras
do sistema teste abordado neste trabalho. Esses medidores,
registraram os sinais de tensão e corrente antes, durante
e após a falta. Os dados registrados foram armazenados
em um banco de dados e empregados no treinamento de
modelos de IA para classificação de diferentes tipos de
faltas. Tais faltas são: fase terra (A-G, B-G, C-G), duplo-
fase (A-B, B-C, C-A), duplo fase-terra (AB-G. BC-G, AC-
G) e trifásica (ABC).

Na Figura 3, estão ilustradas faltas trifásicas e monofásicas
a terra, onde a variável Rf representa a resistência de falta.
Essa resistência foi ajustada em diferentes valores ao longo
do processo de simulação do circuito analisado.

O fluxograma apresentado na Figura 4 mostra a topologia
do modelo de classificação de faltas (CF) desenvolvido para
este trabalho. No qual V abc e Iabc representam as tensões
e correntes medidas nas barras da rede teste, utilizadas
como entradas para o treinamento dos modelos de IA.

Figura 3. Tipos de Faltas

Figura 4. Fluxograma de classificação

4.2 Localização de Faltas

Após a conclusão do processo de classificação do tipo
de falta, foram desenvolvidos modelos de IA capazes de
identificar e, posteriormente, localizar defeitos. Para o
treinamento dos modelos de localização de falta, foram
utilizadas as mesmas informações empregadas nos modelos
de classificação de tipo de falta. No entanto, também foram
consideradas as informações de sáıda dos modelos de tipo
de falta, conforme mostrado na Figura 5.

Figura 5. Identificação do local de Faltas

O processo de identificação do local da falta ocorre ini-
cialmente com base no tipo de falta identificado. Assim,
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um modelo de IA é treinado para estimar a localização
da falta considerando os sinais de tensão e corrente para
cada uma. Portanto, se o modelo de classificação detecta
uma falta, se ativa um modelo de localização treinado
especificamente para identificar o ponto de defeito. Da
mesma forma, procede-se com a localização para os outros
tipos de falta. Além disso, a sáıda do modelo indicará a
posição estimada da falta.

5. SISTEMA TESTE

Com o propósito de demonstrar as técnicas de IA detalha-
das para localização de faltas, neste trabalho realizou-se
um modelo de parque eólico (Wind Power - WP). O sis-
tema teste é modelado no programa computacional Power
Factory - DIgSILENT (PowerFactory 2021) adaptado de
um sistema IEEE de 14 - barras. O parque eólico é com-
posto por doze turbinas eólicas, cada uma com capacidade
de 0,5 MW, e está integrado a um sistema elétrico de 13,8
kV. A energia gerada por este parque é exportada para
uma rede de 69 kV através de um alimentador de 13,8
kV com uma extensão de 1 km. Na Figura 6 mostra-se o
circuito da fazenda eólica modelado. Já, na Figura 7 se
apresenta o sistema elétrico da IEEE 14-bus conectado à
fazenda eólica.

Figura 6. Modelo da fazenda eólica

O parque eólico foi simulado por meio de uma fazenda
eólica de doze turbinas, que contém uma capacidade total
de 6 MW. Além disso, uma caracteŕıstica importante desse
sistema é o uso de geradores de indução de gaiola de esquilo
(IG) no modelo das turbinas eólicas.

Com o objetivo de analisar o comportamento do parque
eólico durante a ocorrência de defeitos, uma metodologia
de localização de faltas utilizando IA é proposto. O sistema
teste foi simulado com três valores distintos de resistência,
para todo tipo de falta, como é apresentado na Tabela 1.

Figura 7. Sistema elétrico 14 - bus adaptado da IEEE
(PowerFactory 2021)

Tabela 1. Tipo de falta testado

Barra de falta Tipo de falta Rfalta

Trifásica (ABC) 5
B2 - B14 Duplo fase terra (AB, BC, CA) 50

Fase terra (A, B, C) 100

Aa Figura 8 mostra as tensões e correntes de falta na barra
14 (caso de mostra), com o fim de confrontar os dados
obtidos no programa computacional.

Figura 8. Tensão e corrente de falta na barra 14

Conforme evidenciado na Figura 9 (DIgSILENT, 2021), o
bloco representa o processo de obtenção de dados por meio
de medidores de tensão e corrente instalados nas barras da
rede, como mostra a Figura 8. Esses dados são necessarios
para alimentar os modelos de classificação e localização de
faltas do modelo teste.

5.1 Definição dos Dados

No processo de classificação de faltas, o banco de dados foi
composto por um total de 12300 amostras simuladas em
todas as barras, abrangendo quatro tipos de faltas, com
3075 amostras para cada tipo. Para a análise, o conjunto
de dados foi dividido em 70% para treinamento e 30%
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Figura 9. Bloco para classificação e localização de falta

para teste, utilizando a técnica de validação hold-out. Esse
mesmo processo de divisão de dados foi adotado para a
localização de faltas.

5.2 Acurácia dos modelos IA

Neste estudo, foram avaliados três modelos de inteligência
artificial para a localização de faltas, Random Forest,
KNN e Rede Neural Artificial (RNA). A análise dos
resultados revela que o modelo Random Forest apresentou
um desempenho significativamente superior aos outros
dois, como apresentado na Tabela 2.

Tabela 2. Acurácias dos modelos de IA

Tipo de falta Barra Random Forest KNN RNA

AB B8 0,99 0,98 0,97

AB B14 0,99 0,75 0,87

AG B14 0,98 0,95 0,94

ABC B14 0,99 0,97 0,96

ABC B2 0,99 0,98 0,98

CG B3 0,97 0,97 0,95

BG B4 0,99 0,95 0,99

AG B5 0,98 0,97 0,75

AC B6 0,98 0,96 0,97

BC B7 0,99 0,96 0,99

CG B9 0,97 0,95 0,97

BG B10 0,99 0,93 0,75

AG B11 0,98 0,93 0,97

ABC B12 0,99 0,97 0,99

ABC B13 0,99 0,99 0,99

O Random Forest alcançou uma acurácia de 0,99 em uma
escala de 0,00 a 1,00, o que representa um desempenho alto
na tarefa de localização de faltas. Essa pontuação próxima
de 1,00 indica que, o modelo teve uma taxa baixa de erros
na previsão e foi capaz de localizar corretamente a maioria
das situações de faltas no conjunto de dados.

A Tabela 3, mostra queue o modelo RF foi o mais robusto
com um desempenho consistentemente alto em todos os
tipos de faltas.

Durante o processo de localização de faltas, os valores das
resistências apresentados na Tabela 1 e os tipos de faltas
mostrados na Tabela 2 foram variados. Assim, a Figura 10,
mostra a acurácia do modelo RNA para uma falta fase-
terra AB na barra 4, apresentando uma acurácia de 0,99%.

6. CONCLUSÃO

No modelo teste, métodos de Inteligência Artificial na loca-
lização de faltas em um sistema elétrico que incorpora um

Figura 10. Acuracias

Tabela 3. Tabela media e desvio padrão

Tipo
de
falta

RF
(mé-
dia)

RF
(des-
vio
pa-
drão)

KNN
(mé-
dia)

KNN
(des-
vio
pa-
drão)

RNA
(mé-
dia)

RNA
(des-
vio
pa-
drão)

AB 0,9900 0,0000 0,8650 0,1626 0,9200 0,0707

ABC 0,9900 0,0000 0,9775 0,0096 0,9775 0,0150

AC 0,9800 - 0,9600 - 0,9700 -

AG 0,9833 0,0058 0,9633 0,0115 0,9500 0,0100

BC 0,9800 - 0,9700 - 0,9700 -

BG 0,9900 0,0000 0,9400 0,0141 0,8500 0,1414

CG 0,9800 0,0141 0,9600 0,0141 0,9600 0,0141

parque eólico composto por doze turbinas foi proposto. Os
modelos de IA apresentados demonstram eficácia notável
na localização de faltas em sistemas elétricos com inserção
da geração eólica, oferecendo uma perspectiva promissora
para futuras implementações e avanços na gestão de faltas
em ambientes similares. Já, na simulação, os resultados
obtidos demonstraram uma notável acurácia de acima
de 90% em todos os modelos de IA utilizados para a
localização de faltas. Essa precisão representa um avanço
significativo na confiabilidade e eficiência operacional do
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sistema elétrico. Assim, notou - se ainda que, mesmo após
a ocorrência da falta, os sinais de potência e corrente
retornam à inestabilidade da rede (rede desequilibrada,
comportamento inestável da rede) . Essa observação é
importante e indica que existe muitos desafios no controle
do sistema elétrico.
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