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Abstract: The aggregation algorithms of Federated Learning (FL) often overlook the balance
between performance and communication cost. Therefore, in this study, we propose a new fed-
erated training method called FLPSO-SGD, based on the hybrid Particle Swarm Optimization-
Stochastic Gradient Descent (PSO-SGD) algorithm, aiming to address these aspects. In contrast
to classical FL training techniques, our method collects errors from the clients to the server,
instead of model parameters, while the PSO-SGD algorithm conducts training on the client
side. The algorithms were evaluated on classification problems using the UC Irvine datasets
for the PSO-SGD, and the CIFAR-10 dataset for the FLPSO-SGD. The results highlight the
promising performance of the PSO-SGD algorithm. Furthermore, the FLPSO-SGD algorithm
demonstrated superior accuracies in global training compared to the FedAvg and FedPSO
techniques. The results suggest that FLPSO-SGD is an effective alternative for FL training,
particularly in applications with restricted bandwidth communication networks on clients.

Resumo: Os algoritmos de gerenciamento do treinamento de Aprendizado Federado (FL)
comumente desconsideram o equilibrio entre desempenho e custo de comunicacgao. Portanto,
neste estudo propomos um novo método de treinamento federado denominado FLPSO-SGD que
é baseado no algoritmo hibrido de otimizacao por enxame de particulas-Gradiente Descendente
Estocdstico (PSO-SGD) visando considerar esses aspectos. Em contraste com as técnicas
classicas de treinamento de FL, nosso método recebe os erros dos clientes em vez dos parametros
dos modelos, enquanto o algoritmo PSO-SGD realiza o treinamento no cliente. Os algoritmos
foram avaliados em problemas de classificacao utilizando as bases de dados da UC Irvine para
o PSO-SGD, e a base de dados CIFAR-10 para o FLPSO-SGD. Os resultados destacam o
desempenho promissor do algoritmo PSO-SGD. Além disso, a metodologia federada FLPSO-
SGD demonstrou acurédcias superiores no treinamento global em comparagao com as técnicas
FedAvg e FedPSO. Os resultados sugerem que FLPSO-SGD é uma alternativa eficaz para
treinamentos FL, especialmente em aplicagoes com redes de comunicagao com largura de banda
restrita nos clientes.
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1. INTRODUCAO

Os avancos tecnolégicos tém possibilitado que uma vari-
edade de dispositivos registrem dados em diversos con-
textos, desde ambientes industriais e veiculares, até seto-

* O presente trabalho foi realizado com o apoio financeiro das
agéncias de fomento CAPES, FAPEMIG, CNPq, processo no.
312991/2020-7; e da Fundacdo de Desenvolvimento da Pesquisa
(Fundep) por meio de Projeto de PD&I “Programa de Aprendizado
de Maquina Federado para Veiculos Conectados”.
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res financeiros, hospitalares, residéncias, incluindo diversos
dispositivos de borda. Nesse cendrio, a utilizagao de ferra-
mentas como a Aprendizagem de Mdquina (ML, do inglés
Machine Learning) torna-se indispensdvel para a mani-
pulacdo, processamento e extracao de informacgoes tteis a
partir de uma grande quantidade de dados, muitas vezes
complexos (Alpaydin, 2020). Essas técnicas impulsionam
a tomada de decisao, realizando tarefas como classificagao,
regressao, previsao, entre outras.
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O treinamento convencional de ML com varios dispositi-
vos envolve a transmissao e coleta centralizada de dados
em um ponto especifico, onde um servidor utiliza estas
informacoes para calcular um modelo global. Apesar da
eficicia deste método, ele apresenta desafios em termos
de privacidade de dados, seguranca de dados e eficiéncia
computacional. Para resolver estes problemas, Konetny
et al. (2016) apresentaram o conceito de Aprendizado
Federado (FL, do inglés Federated Learning), uma nova
configuracao de ML que permite que o treinamento seja
colaborativo e com dados distribuidos. Neste paradigma,
os clientes utilizam exclusivamente dados existentes no
préprio dispositivo para calcular modelos localmente. Ao
contrario do treinamento convencional, apenas os parame-
tros dos modelos locais sao transmitidos ao servidor para
gerenciar o treinamento global utilizando as informagoes
enviadas por cada cliente. Este processo é realizado por
um algoritmo de treinamento em FL para encontrar um
modelo global (técnicas de agregacao). Nesta abordagem,
os clientes mantém a privacidade dos dados, porque estes
nao sao mais transmitidos e sao processados localmente.
Apesar dos beneficios de FL, ainda existem desafios a se-
rem superados, como o custo de comunicagdo (transmissao
de uma grande quantidade de paradmetros), a laténcia no
treinamento e sobrecarga da rede (Hamer et al., 2020).

Vérios algoritmos de treinamento de FL tém sido pro-
postos com o objetivo de encontrar um modelo global a
partir das informagoes enviadas pelos clientes no treina-
mento local. O algoritmo Média Federada (FedAvg, do
inglés Federated Averaging) foi a primeira técnica a ser
desenvolvida visando o calculo do modelo global pela mé-
dia ponderada dos parametros enviados pelos dispositivos.
Outros métodos foram propostos a partir de FedAvg, como
o FedProx que permite trabalhar com dados independentes
e identicamente distribuidos (Li et al., 2020) e SCAF-
FOLD que aprimora os algoritmos anteriores acelerando a
convergéncia e diminuindo o desvio do cliente (resultados
globais ineficientes gerados devido ao erro ou inadequacao
do treinamento local de um ou mais clientes) (Karimireddy
et al., 2020). Estas técnicas exigem o envio dos parametros
dos modelos treinados localmente para o servidor, e apesar
de amplamente utilizadas, estas técnicas possuem altos
custo de comunicagao, uma limitacao principalmente em
ambientes de redes de comunicagao com largura de banda
restrita entre clientes e servidor (Hamer et al., 2020).
Para tratar este problema, Park et al. (2021) apresenta-
ram FedPSO, uma nova abordagem de treinamento para
FL. Este método emprega o algoritmo meta-heuristico
Otimizacao por Enxame de Particulas (PSO, do inglés
Particle Swarm Optimization), no qual os clientes enviam
as métricas de acurdcias ou erros para o servidor, em lugar
dos parametros. O servidor identifica o cliente com melhor
desempenho e solicita exclusivamente a este dispositivo
seus parametros adquiridos no treinamento local usando
Gradiente Descendente Estocéstico (SGD, do inglés Sto-
chastic Gradient Descent). Esses parametros sdo consi-
derados como globais e, em seguida, transmitidos para
atualizar os parametros dos clientes.

O algoritmo de otimizacao SGD e suas variantes sao
amplamente adotadas na otimizagao de parametros de
redes neurais artificiais (RNAs) devido a sua eficiéncia
e escalabilidade. Esta caracteristica os torna a escolha

ISSN: 2525-8311

4348

predominante para abordagens de treinamento local em
FL. No entanto, o SGD pode encontrar dificuldades de
convergéncia em minimos locais, especialmente em fun-
¢oes nao diferencidveis. Em um contexto federado, isso
pode levar ao surgimento do desvio de cliente e diminuir
o desempenho dos modelos globais. Apesar de FedPSO
oferecer uma solugao na redugao no custo de comunicagao
para aplicacoes de FL, esta metodologia utiliza PSO exclu-
sivamente para gerenciar o treinamento federado global,
enquanto o treinamento local estd baseado (da mesma
forma que FedAvg) no SGD. Para superar estas limi-
tagoes, este trabalho propoe uma nova metodologia de
FL denominada FLPSO-SGD que visa melhorar tanto o
desempenho do algoritmo federado quanto considerar a
reducao do custo de comunicagdo. Com foco em ampliar
tanto a eficiéncia quanto a versatilidade do processo de
otimizacao no treinamento local nos clientes, um novo
algoritmo hibrido denominado PSO-SGD ¢ introduzido,
onde SGD se torna uma componente da velocidade da
particula no PSO, enquanto o treinamento de FL utiliza o
paradigma de envio das métricas (erro ou acurécia).

O método proposto foi avaliado em duas fases e comparado
com técnicas do estado da arte. Inicialmente, o algoritmo
hibrido PSO-SGD foi validado em uma base de dados para
classificagao utilizando RNAs. Em seguida, a metodologia
federada FLPSO-SGD foi testada em uma base de da-
dos para classificacao de visao computacional utilizando
redes neurais convolucionais. Os resultados demonstram
um desempenho promissor do algoritmo PSO-SGD e da
metodologia federada. Esta abordagem oferece uma nova
perspectiva no treinamento federado, proporcionando me-
lhorias significativas no desempenho e reducao do custo de
comunicagao.

O restante do artigo estd organizado da seguinte forma: A
Secao 2 apresenta a fundamentacao tedrica e trabalhos re-
lacionados. A Secao 3 descreve os métodos propostos neste
trabalho. Os experimentos computacionais sao abordados
na Se¢ao 4, enquanto a Secdo 5 apresenta e discute os
resultados obtidos nos experimentos.

2. FUNDAMENTACAO E TRABALHOS
RELACIONADOS

2.1 Otimizagao por Enxame de Particulas

No algoritmo meta-heuristico PSO (Kennedy and Eberhart,
1995), cada particula representa uma solucao candidata
que ¢ iterativamente ajustada no espago de busca em
direg@o aos valores 6timos. Esses ajustes sao influenciados
pelo que é conhecido como comportamento cognitivo, que
corresponde a melhor posicao encontrada pela propria
particula, e pelo comportamento social, que é determinado
pela melhor posigao encontrada por qualquer particula em
sua vizinhanca. A atualizacao da velocidade da particula
é governada pela Equacdo (1), enquanto a atualizacdo de
sua posi¢ao no espago de busca é regida pela Equagao (2).

v(t+ 1) = wo(t) + c1ri(t) (pbest(t) — z(t)
+ cara(t)(gbest(t) — x(t)) (1)

2(t+1)=a(t) +v(t+1) (2)
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Onde, w é coeficiente da inércia, v representa a velocidade
da particula, 1 e 79 sdo ndmeros aleatérios entre [0, 1],
c1 e ¢y sdo coeficientes de aceleragao cognitivo e social,
respectivamente. A varidvel x é a posicao da particula,
pbest é a melhor posicao encontrada pela particula e gbest
é a melhor posigao encontrada entre as particulas.

2.2 Aprendizado Federado

O Aprendizado Federado (FL, do inglés Federated Lear-
ning) ¢ uma abordagem no campo do Aprendizado de
Maquina que esté revolucionando a forma como os modelos
sao treinados. Sua premissa central é permitir que multi-
plos participantes, como dispositivos ou entidades (tam-
bém conhecidos como clientes), colaborem no treinamento
de modelos globais (gerenciados por um Servidor) de forma
independente, eliminando a necessidade de compartilhar
dados sensiveis localmente (McMahan et al., 2017).

O paradigma FL estd composto essencialmente por dois
elementos principais: O Cliente e o Servidor. O Cliente pos-
sui dados locais nao compartilhados e realiza treinamento
localmente, enquanto o Servidor coordena o treinamento
global utilizando informagoes (pardmetros) provenientes
dos Clientes. Além disso, o Servidor atualiza os Clientes
com parametros globais calculados, formando uma rede de
aprendizado distribuido e colaborativo. Por essa razao, ou-
tros elementos, como algoritmos de agregacao de modelos
para FL e protocolos de comunicagao eficientes, também
s@o considerados importantes (Li et al., 2021).

A técnica média federada (FedAvg, do inglés Federated
Averaging) é um algoritmo de agregagio de modelos para
FL com uma arquitetura centralizada (inicialmente base-
ada no SGD), que permite trabalhar com dados distri-
buidos. Este algoritmo estabeleceu de forma simplificada
o treinamento das RNAs em sistemas de FL (McMahan
et al., 2017).

Servidor

Cliente 3 II

Figura 1. Configuragao bésica do treinamento com FedAvg
em FL.

A Figura 1 ilustra a dinamica bésica de FedAvg. Em cada
rodada, o Servidor manda os parametros globais para o
grupo S; de clientes selecionados. Enseguida, os clientes
utilizam a equacao (3) para atualizar o pardmetros globais
com base em seus dados locais. Os parametros atualizados
sao enviados de volta ao Servidor, que utiliza a equagao
(4) para calcular a média ponderada das contribuicoes de
todos os parametros locais recebidos, gerando assim novos
parametros globais (modelo).
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Ty = ¥ — NV L(xppi; b) (3)
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Dy,
P = — Ty 4
’ ; Ds, " )

Onde, k é o k-ésimo Cliente na i-ésima iteracdo, x sao os
pardmetros ou modelos (neste caso pesos e vieses), Dy, sao
os dados do k-ésimo cliente, e Dg, sao os dados de todos
os clientes selecionados pelo Servidor.

2.8 Trabalhos Relacionados

O FedPSO (Park et al., 2021), tem como foco principal
diminuir a quantidade de parametros transmitidos do cli-
ente para o servidor, o que é alcancado por meio de uma
avaliagao dos valores dos erros ou acurédcias obtidos nos
treinamentos locais dos clientes. Apenas os parametros
do cliente com melhor acuricia ou menor erro sao envi-
ados para o servidor, que por sua vez, redistribui esses
parametros como atualizagao da rodada seguinte para os
clientes. Embora essa abordagem reduza a quantidade de
parametros totais que sao enviados para o servidor, o que
diminui custo de comunicacido comparado ao FedAvg, nao
proporciona ganhos significativos de desempenho, uma vez
que os clientes realizam treinamentos locais usando SGD
da mesma forma que FedAvg. A Tabela 1 proporciona
o resumo das abordagens para os algoritmos FedAvg e
FedPSO.

Tabela 1. Abordagens de algoritmos de otimi-
zagao utilizando Aprendizado Federado

Autor(es) (ano) Algoritmo(s)  Sintese de abordagens

As atualizagoes
sao feitas mediante
uma média ponderada.

McMahan et al. (2017) FedAvg

Compara os pbest dos
clientes, e estabelece
w(i+ 1) do cliente
selecionado como
atualizacdo do SGD.

Park et al. (2021) FedPSO

3. METODOS PROPOSTOS

Esta secao apresenta o método colaborativo proposto para
otimizacgao de parametros das RNAs com dados distribui-
dos. Para um melhor entendimento do método de Aprendi-
zado Federado proposto, que é baseado em Otimizacao por
Enxame de Particulas hibridizado com o gradiente Descen-
dente Estocastico (FLPSO-SGD), serd dividido em duas
partes, primeiro mostrando o funcionamento da estratégia
do servidor e posteriormente a estratégia de treinamento
dos clientes que utiliza a abordagem hibrida sugerida
(PSO-SGD). A Figura 2 mostra N dispositivos (clientes),
cada um com seu proéprio treinamento local e com conjunto
de dados diferentes que tem comunicagao com um Servidor
central.

3.1 Servidor

O processo de gerenciamento do treinamento FL do mé-
todo proposto se encontra resumido no Algoritmo 1. Para
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Figura 2. FLPSO-SGD. Os clientes enviam os erros Ly
(setas vermelhas) e exclusivamente o de melhor de-
sempenho envia os pardmetros (seta amarela). O Ser-
vidor atualiza esses pardmetros para os clientes (setas
verdes).

cada rodada de comunicagao definida (linha 1), o servidor
recebe os erros Ly enviados pelos N clientes (setas verme-
lhas na Figura 2) e avalia, qual é o cliente com menor erro
(linha 2) utilizando as equagoes 5 ¢ 6 .

Lmin = HliH(Ll7 LQ, ey LN) (5)

k* = argmin Ly (6)
k

Posteriormente, o servidor solicita o pbest (seta amarela
na Figura 2) do cliente com o melhor valor fitness (menor
erro), e em seguida atribui estes valores como gbest (linha
3). Finalmente, um subconjunto aleatério S; de clientes é
selecionado para receber gbest do servidor (setas verdes
na Figura 2), e atualizar os seus pardmetros aplicando a
funcao de atualizac@o do cliente (linha 5-7). Este processo
ocorre paralelamente para todos os clientes pertencentes
a subconjunto S;. A atualizacdo do cliente (linha 6) se
refere a aplicagao do algoritmo hibrido utilizado para
treinamento local (pseudocédigos do Algoritmo 2) que serd
explicado na proxima subsegao.

Apos o servidor fornecer o gbest para o grupo de cli-
entes selecionados (S), inicia-se o treinamento local de
cada cliente. Durante esse processo, novos conjuntos de
parametros sao iterativamente atualizados e refinados. Em
seguida, os erros obtidos sao enviados de volta ao servidor.
Esse ciclo de atualizacao e comunicagao é repetido até que
o numero predeterminado de rodadas seja alcangado.

Algorithm 1 FLPSO-SGD

1: Para cada rodada t = 1,2, 3... faga

2: Lmin%min(Ll,Lg,...,LN)

3 Solicita o pbest do Cliente k*

4 servidor escolhe subconjunto S; de clientes
5 para cada cliente k € S; em paralelo

6: Ly, +— Atualizagao_Cliente(k, ghest)
7

8:

Fim Para
Fim Para
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3.2 Cliente

Para o treinamento local, o algoritmo PSO-SGD é pro-
posto utilizando a hibridizagao dos algoritmos PSO e SGD.
Para este objetivo, a taxa de aprendizado (1) associada ao
gradiente descendente da funcao de custo VL é agregada
como uma componente da velocidade da particula (cliente)
de PSO, conforme descrito na equagao (7).

Vg1 = wo; + ¢y (pbest; — ;)
+ cara(gbest — x;) — NV L(xpri; b)  (7)

Onde x representa uma configuracdo dos pardmetros (pe-
sos e bias) da RNA, que se atualiza minimizando a fun-
¢ao do erro L, pbest sao os pardmetros 6timos pessoais
do cliente e gbest pardmetros Gtimos globais (geralmente
fornecidos pelo servidor). O indice k representa k — ésimo
cliente na sua i — ésima época de treinamento, com 7
como taxa de aprendizado e VL(zpg;;b) representando o
gradiente da funcao de custo correspondente ao mini-lote
b relativos aos dados DFki do cliente.

A Figura 3 ilustra a dindmica do algoritmo hibrido pro-
posto para o treinamento local dos clientes, destacando
a modificagao na equagao de atualizacao de velocidade do
PSO. Nesta figura, a soma vetorial v; 1, representada pelo
vetor azul, corresponde a uma atualizacao da velocidade
utilizando o algoritmo do PSO original. A modificacao
proposta por este trabalho consiste na agregacao da com-
ponente do SGD com a taxa de aprendizado, resultando
na atualizacao da velocidade v; 41, representado pelo vetor
preto. Em seguida, os parametros sao atualizados para
x(i + 1), somando z; e v;41. B importante destacar que
o gbest, uma componente do vetor v;11, é fornecido pelo
servidor aos clientes selecionados aleatoriamente (.S;).

Xiy1

—1 * VL(x; b)

c;ra(ghest — x;)

ciry(phest; — x;)
-

e V1, pATA PSO

—p Vi, q,para PSO — SGD

Figura 3. Representagao vetorial do algoritmo hibrido
PSO-SGD proposto para a otimizagao dos pardmetros
locais de RNAs.

O Algoritmo 2 descreve o processo proposto para o trei-
namento local dos clientes. Primeiramente, os dados do
cliente sao divididos em lotes pequenos e os parametros do
cliente k sao inicializados. Se o gbest inicial do cliente for
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um vetor nulo (sem fornecimento inicial do gbest pelo ser-
vidor) os parametros de xj, sdo inicializados aleatoriamente
e a velocidade inicial da particula (cliente) é zero, o que faz
com que s6 o dltimo termo (SGD) da equagao (7) inicializa
a primeira época do treinamento do cliente. Os valores
de erros sao comparados, caso a condicao de atualizagao
(linha 13) seja cumprida o pbest é atualizado (linha 14),
este processo é repetido de acordo com a quantidade de
épocas definidas para o treinamento local e quantidades de
mini-lotes que o cliente possui. Apés atingir o niimero de
épocas de treinamento especificadas o tltimo erro obtido
neste treinamento local é enviado ao servidor (linha 18),
para ser avaliado junto aos erros de outros clientes.

Algorithm 2 Funcgao de Atualizagdo do Cliente

1: Fungao Atualizagao_Cliente (k, gbest)
2: Divisao dos dados do cliente em B lotes

3: Se gbest = 0, Entao

4: inicializa z; aleatoriamente

5: v <— vetor nulo

6: Pbest <— Tk

& Obest < Tk

8: Fim Se

9: Para cada época do cliente : = 1,2, ... faca
10: Para cada lote b € B faga

11: execugao da equagao (7)

12: Tip1 $— T3 + Vg1

13: Se L(Dy,xi+1) < L(pbest), Entao
14: Atualiza pbest «— z;41

15: Fim Se

16: Fim Para

17: Fim Para

18: retorna L(Dy, z;1)

19: Fim da Fungao

4. EXPERIMENTOS COMPUTACIONAIS

Os experimentos foram conduzidos em duas fases distintas.
Na primeira fase, a validagao do método proposto PSO-
SGD ¢ realizada utilizando uma base de dados para classi-
ficagdo por meio de RNAs. Na segunda fase, a metodologia
federada FLPSO-SGD ¢é testada em problemas de classifi-
cacao de visao computacional, empregando Redes Neurais
Convolucionais.

4.1 Base de dados

Para a primeira fase do experimento (validagao de PSO-
SGD) foram utilizados 7 diferentes conjuntos de dados
(datasets), correspondentes aos problemas cldssicos de
classificagao, que foram obtidos através do Repositorio
para Aprendizado de Maquina da UC Irvine. A Tabela
2 mostra os detalhes principais dos conjuntos de dados
(ntmero de instancias, nimero de atributos e nimero de
classes).

A segunda fase dos experimentos (teste de FLPSO-SGD)
utilizou a base de dados de Visdo Computacional CIFAR-
10 (Canadian Institute for Advanced Research, 10 classes),
que pertence ao conjunto de dados conhecidos como “Tiny
Images”, ou seja, a uma grande cole¢ao de imagens vari-
adas, de baixa resolucao que frequentemente sdo usadas
em problemas de Aprendizado de Maquina, sobretudo, no
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Tabela 2. Detalhes de conjunto de dados usa-
dos na 12 fase dos experimentos

Conjunto de dados  Instancias  Atributos  Classes
Iris 150 4 3
Breast Cancer 569 31 2
Glass 214 9 6
Banknote 1372 5 2
Ionosphere 351 34 2
Sonar 208 60 2
Wine 178 13 3

campo de Visao Computacional. CIFAR-10 possui 60.000
amostras de imagens coloridas de 32x32 pixels, que sao:
aviao, automovel , passaro, gato, veado, cachorro, sapo, ca-
valo, navio e caminhao. Existem 6000 imagens por classe,
com 5000 imagens para o treinamento e 1000 imagens por
classe para testar o modelo. A Figura 4 mostra algumas
imagens aleatérias do conjunto de dados CIFAR-10.

e m iy

gato automaove| automavel navio

gato automaove| caminhag

Figura 4. Conjunto de imagens aleatérias do CIFAR-10.

4.2 Configuracao dos Ezxperimentos

Para a primeira fase dos experimentos, configurou-se uma
arquitetura de RNA com uma camada oculta contendo 20
neurénios, as camadas de entrada e saida foram configu-
radas de acordo com os atributos e classe dos problemas,
respectivamente. Na camada oculta foram utilizadas ReLU
como a fungao de ativagao, na camada de saida foi usada
sigmoide como classificador para os problemas de classi-
ficacdo bindria, e para problemas de classificagdo multi-
classe utilizou-se Softmax como classificador, usando a En-
tropia Cruzada como funcao de custo. Os hiper-parametros
pertinentes foram configurados com os seguintes valores: A
taxa de aprendizagem foi de 0,01 para todos os conjuntos
de dados menos para Glass que foi de 0,001, essa mudanca
no valor da taxa de aprendizado, se deve a complexidade
do problema Glass (problema com maior nimero de classes
na primeira fase dos experimentos) e devido a eficiéncia
experimental empirica, foi adotado o valor de 0,001 para
o referido problema.
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A populagao inicial de PSO para todos os conjuntos de
dados foi de 25 particulas, com os parametros ¢; = 0,8,
co = 0,5, F =0,9 e com 1000 iteragoes como critério de
parada. Para todos os conjuntos de dados utilizados nesta
fase experimental, utilizou-se 20% de dados para teste, os
erros de validacao foram obtidos aplicando a validacao
cruzada com 5-folds e 1000 iteragoes, isto é, o conjunto
de treinamento foi subdividido em 5 partes, cada iteracao
usa 4 partes para o treinamento e 1 parte para validagao,
e depois das 1000 iteragoes, o erro de validagao é obtido
somando-se os erros obtidos em cada iteragao, e entao,
divide-se o resultado pelo niimero total de iteragoes. Nesta
primeira fase, os experimentos foram realizados em um
computador com 32 GB de RAM instalada, e processador
Intel(R) Core(TM) i5-10400F CPU @ 2.90GHz.

Na segunda fase dos experimentos, onde se aplicou o
algoritmo com Aprendizado Federado FLPSO-SGD, foi
utilizado um problema de Visdo Computacional (CIFAR-
10), através de uma arquitetura simples de CNN com trés
camadas convolucionais, duas de Pooling e duas camadas
densas. Para o aprendizado federado, considera-se o nu-
mero de particulas definidas como o nuimero de clientes.
A taxa de aprendizagem foi de 0.001, com 100 épocas do
Servidor (rodadas), 10 clientes (particulas) cada um com 5
épocas de treinamento, com os hiper-parametros ¢; = 0, 8,
ce = 1,5, w = 0,9 decaindo linearmente conforme a época
e iteragao do cliente, até atingir o valor minimo possivel
w = 0,4. A fun¢do de custo utilizada foi a entropia cru-
zada, as camadas intermediarias usam ReLLU como fungao
de ativagdo, a camada de saida (tltima camada densa),
utiliza Softmax como classificador. Foram utilizadas a va-
lidagdo cruzada k-folds, com k = 5 para determinar as
métricas do treinamento locais do Cliente. Os Experimen-
tos computacionais desta fase foram realizados no mesmo
computador da fase anterior, em conjunto com a placa de
video GPU, NVIDIA GeForce RTX 3060, com 12 GB de
VRAM, com 3584 nicleos CUDA de processamento.

5. RESULTADOS E DISCUSSAO

Os resultados experimentais sao apresentados e discutidos
nesta secdo. Primeiramente, os resultados referentes ao
algoritmo hibrido PSO-SGD e posteriomente ao método
federado FLPSO-SGD.

A Tabela 3 apresenta os valores (média £ desvio padrao)
de 15 execugdes experimentais do tempo de treinamento
em segundos t(s), erro de validagdo L e da acurédcia do
modelo Acc, utilizando os conjuntos de dados descritos na
(Tabela 2), mostrando a comparacdo dos algoritmos de
otimizagado Adam (Kingman and Ba, 2015), e o algoritmo
hibrido PSO-SGD proposto neste trabalho para o treina-
mento local do cliente. O tempo médio de processamento
foi menor em 4 conjuntos de dados para PSO-SGD, e dos
trés que Adam foi menor, em dois conjuntos de dados
(Glass e Banknote) a diferenca entre as técnicas foi menor
a trés centésimas de segundo. Os experimentos também
foram realizados com os algoritmos de otimizagao Adagrad
(Dean et al., 2012) e RM Sprop (Tieleman and Hinton,
2012). No entanto, como a técnica Adam demonstrou o
melhor desempenho, a Tabela 3 apresenta exclusivamente
os valores obtidos com Adam e PSO-SGD.
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Tabela 3. Resultados da primeira fase dos

experimentos
Adam PSO-SGD
t(s) 4,507 £0,106 4,338 £0,080
Iris L 1,387E-01 £0,219 1,238E-05 +1,50E-05
Acc. 0,929 40,120 0,973 +0,034
t (s) 4,564 0,070 4,426 £0,066
B. Cancer L 3,748E-04 +4,30E-04  6,183E-06 +7,02E-06
Acc. 0,963 0,009 0,931 40,011
t(s) 4,637 £0,046 4,668 £0,076
Glass L 2,783E-01 40,180 1,147E-02 +0,009
Ace. 0,676 +0,079 0,758 40,066
t(s) 4,845 £0,062 4,871 £0,141
Banknote L 4,806E-03 0,004 4,173E-07 £7,90E-07
Acc. 0,998 £0,009 0,999 +0,002
t(s) 4,781 £0,084 4,731 £0,137
Ionosphere L 4,226E-02 40,036 7,790E-06 +1,10E-05
Acc. 0,897 +0,045 0,895 +0,026
t (s) 4,770 £0,055 4,731 0,137
Sonar L 9,603E-06 +4,13E-06  4,648E-14 +1,71E-013
Acc. 1,000 40,000 1,000 +0,000
t(s) 4,384 +0,064 4,566 +£0,063
Wine L 9,926E0-05 £1,70E-05  5,069E-06 +5,32E-05
Acc. 0,998 +0,007 0,996 +0,009

A Figura 5, estende a comparagdo em termos da acuracia
para outros dois proeminentes algoritmos da literatura:
AdaGrad (Dean et al., 2012) e RMSprop (Hinton et al.,
2012). Pode-se verificar que os resultados do algoritmo
hibrido PSO-SGD proposto para o treinamento local do
cliente, obteve resultados de acurdcia, em alguns conjunto
de dados melhores que os outros otimizadores, em ou-
tros conjunto houve empate, e na maioria das vezes os
resultados sao melhores que os resultados de AdaGrad e
RMSprop, ou seja, a validagao da hibridizacao PSO-SGD
proposto neste trabalho foi satisfatéria, com resultados
bastantes competitivos em relagao ao atuais algoritmos de
otimizagdo de RNAs do estado-da-arte.
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Figura 5. Comparacao da acurdcia dos modelos de 4
algoritmos de otimizacao, aplicados na primeira fase
dos experimentos computacionais.

Apos validar o algoritmo proposto para o treinamento local
do cliente (primeira fase dos experimentos computacio-
nais), a segunda fase de apresentacdo e discussao dos re-
sultados envolve as aplicagoes experimentais do algoritmo
de Aprendizado Federado FLPSO-SGD desenvolvido no
presente trabalho, para a resolugao do problema de Visao
Computacional CIFAR-10.
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Os resultados da acuracia para o problema CIFAR-10 dos
algoritmos federados se encontram na Figura 6. A evolugéo
das acuracias ao longo das 100 rodadas do servidor sao
mostradas para FLPSO-SGD (azul), FedPSO (laranja) e
FedAvg (verde). A Figura 6 indica que FLPSO-SGD tem
uma convergéncia mais rapida para resultados étimos de
acuracia comparado com as outras duas técnicas federadas
implementadas, e no final das 100 rodadas, FLPSO-SGD
obteve a maior acurdcia com 0,7451, enquanto que para
FedPSO e FedAvg, os resultados finais foram de 0,7158 e
0,6867 respectivamente.

Acuréacia
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[

—— FLPSO-SGD
0.1 A FedPSO
—— FedAvg

0 20 40 60 80 100
Rodadas

Figura 6. Acurécia de classifagdo da base de dados CIFAR-
10 ao longo de 100 rodadas, utilizando FLPSO-SGD
(azul), FedPSO (laranja) e FedAvg (verde)

6. CONCLUSAO

As abordagens de FL emergem como uma solucao robusta
para treinamentos colaborativos e com dados distribui-
dos, assegurando a privacidade e seguranca dos dados
dos dispositivos. Este estudo apresentou o FLPSO-SGD
como uma nova metodologia para o treinamento federado,
utilizando o método hibrido PSO-SGD como algoritmo
local nos clientes. Os resultados destacam o desempe-
nho promissor do algoritmo PSO-SGD, evidenciado por
seu tempo de treinamento eficiente, baixo erro de valida-
¢ao e alta acurdcia. Além disso, a metodologia federada
FLPSO-SGD demonstrou acurécias superiores no treina-
mento global em comparacgdo com as técnicas FedAvg e
FedPSO. Consequentemente, esses achados sugerem que
a nova abordagem federada nao melhora apenas o custo
de comunicagao, mas também eleva o desempenho global
do sistema, consolidando-se como uma alternativa viavel e
eficaz para o treinamento distribuido em ambientes fede-
rados, especialmente em locais com redes de comunicagao
com largura de banda restrita nos clientes.

Este estudo avaliou exclusivamente a acuracia como mé-
trica de FLPSO-SGD em um ambiente centralizado. Os
trabalhos futuros estao direcionados em adicionar o célculo
do custo de comunicagao, redes de treinamentos locais
mais complexos e de oferecer uma nova solucao FLPSO-
SGD descentralizada.

AGRADECIMENTOS

Este trabalho teve o apoio de (i) Conselho Nacional de
Desenvolvimento Cientifico e Tecnolégico (CNPq), Bolsa

ISSN: 2525-8311

4353

no. 312.991,/2020-7; (ii) Coordenagao de Aperfeicoamento
de Pessoal de Nivel Superior (CAPES) por meio do Pro-
grama de Exceléncia Académica (PROEX) - Cédigo de
Financiamento 001; (iii) Fundagdo de Amparo & Pesquisa
do Estado de Minas Gerais (FAPEMIG); (iv) Convénio de
PD&I entre Fundep e UFMG — “Programa de Aprendizado
de Maquina Federado para Veiculos Conectados”.

REFERENCIAS

Alpaydin, E. (2020).
MIT press.

Dean, J., Corrado, G., Monga, R., Chen, K., Devin, M.,
Mao, M., Ranzato, M., Senior, A., Tucker, P., Yang, K.,
et al. (2012). Large scale distributed deep networks.
Advances in neural information processing systems, 25.

Hamer, J., Mohri, M., and Suresh, A.T. (2020). Fedboost:
A communication-efficient algorithm for federated lear-
ning. In International Conference on Machine Learning,
3973-3983. PMLR.

Hinton, G., Srivastava, N., and Swersky, K. (2012). Neural
networks for machine learning lecture 6a overview of
mini-batch gradient descent. Cited on, 14(8), 2.

Karimireddy, S.P., Kale, S., Mohri, M., Reddi, S., Stich, S.,
and Suresh, A.T. (2020). Scaffold: Stochastic controlled
averaging for federated learning. In International con-
ference on machine learning, 5132-5143. PMLR.

Kennedy, J. and Eberhart, R. (1995). Particle swarm opti-
mization (pso). In Proc. IEEE international conference
on neural networks, Perth, Australia, volume 4, 1942—
1948.

Kingman, D. and Ba, J. (2015). Adam: A method for sto-
chastic optimization. conference paper. In 3rd Interna-
tional Conference for Learning Representations, volume
2015.

Koneé¢ny, J., McMahan, H.B., Ramage, D., and Richtarik,
P. (2016). Federated optimization: Distributed machine
learning for on-device intelligence. arXiv preprint ar-
Xiv:1610.02527.

Li, Q., Wen, Z., Wu, Z., Hu, S., Wang, N., Li, Y., Liu,
X., and He, B. (2021). A survey on federated learning
systems: Vision, hype and reality for data privacy and
protection. IFEE Transactions on Knowledge and Data
Engineering, 35(4), 3347-3366.

Li, T., Sahu, A.K., Zaheer, M., Sanjabi, M., Talwalkar,
A., and Smith, V. (2020). Federated optimization
in heterogeneous networks. Proceedings of Machine
learning and systems, 2, 429-450.

McMahan, B., Moore, E., Ramage, D., Hampson, S., and
y Arcas, B.A. (2017). Communication-efficient learning
of deep networks from decentralized data. In Artificial
intelligence and statistics, 1273-1282. PMLR.

Park, S., Suh, Y., and Lee, J. (2021). Fedpso: Federated
learning using particle swarm optimization to reduce
communication costs. Sensors, 21(2), 600.

Tieleman, T. and Hinton, G. (2012). Lecture 6.5-rmsprop,
coursera: Neural networks for machine learning. Univer-
sity of Toronto, Technical Report, 6.

Introduction to machine learning.

DOI: 10.20906/CBA2024/4825





