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Abstract Novelty detection is a classification task that attempt to identify data that differ in some aspects from the data avail-
able during training. It is assumed that the typical class is very well sampled, while the other classes are poorly sampled or have
no samples. The challenge of automating novelty detection gets even higher when typical class data come in the form of continu-
ous data stream. In that way, the amount of data is not only tremendous but also must be processed in a short time. When the
data stream comes from social networks, there is still another aggravating factor: the poor quality of the data produced. To
handle this problem, in this work is proposed the fusion of the results of two heterogeneous convolutional networks, one de-
signed for image and other for text classification. In addition, a new labeled dataset is presented and available with images and
texts from Facebook for the task of novelty detection. In experimental results obtained in this dataset, an average precision of
80.18% and an average recall of 88.00% were achieved, indicating that the presented method is promising.
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Resumo Detecção de novidades é uma tarefa de classificação que tenta identificar dados que diferem em alguns aspectos em
relação aos dados disponíveis durante o treinamento. É assumida que a classe normal é muito bem amostrada, enquanto outras
classes são pouco amostradas ou não tem amostras. O desafio de automatizar a detecção de novidades fica ainda maior quando
os dados da classe normal são provenientes na forma de um fluxo contínuo de dados. Dessa forma, a quantidade de dados não é
apenas enorme, mas devem também ser processados em pouco tempo. Quando se trata de dados de fluxo contínuo das redes so-
ciais, ainda se tem outro agravante: a baixa qualidade dos dados produzidos. Para tratar esse problema, neste trabalho é proposta
a fusão dos resultados de duas redes convolucionais heterogêneas, uma projetada para classificação de imagens e outra para tex -
tos. Além disso, é apresentada e disponibilizada uma nova base de dados rotulada com imagens e textos provenientes da rede so -
cial Facebook para a tarefa de detecção de novidades. Em resultados experimentais foram alcançados uma precisão média de
80,18% e um recall médio de 88,00%, o que indica que o método apresentado é promissor.

Palavras-chave  Detecção de Novidades, Redes Neurais Convolucionais, Aprendizado de Máquina, Rede Social e Métodos
de Fusão.

1    Introdução

Detecção de novidades pode ser definida como
uma tarefa de reconhecimento dos dados de teste que
se diferenciam em relação aos dados que estão dispo-
níveis durante o treinamento. Métodos dessa natureza
são normalmente aplicados em um grande número de
exemplos normais (também conhecidos como exem-
plos  positivos)  e  onde  existem dados  insuficientes
para  descrever  as  anormalidades  (conhecidos como
exemplos negativos) (Barnett et al., 1994). A nature-
za dos rótulos anormais ou não-observados é a razão
pela qual métodos de detecção de novidades são refe-
ridos  como  não-supervisionados  ou  one-class en-
quanto métodos de classificação são referidos como
supervisionados.  Nos  casos  onde  rótulos  anômalos
são  observados,  o  problema  se  sintetiza  para  uma
versão  não-balanceada  de  detecção  de  novidades
(Aggarwal, 2016).

Termos sinônimos intercambiáveis  de  detecção
de novidades são frequentemente usados na literatu-
ra, tais como: detecção de anomalias e detecção de
outliers.  As diferentes terminologias são originárias
de diferentes domínios de aplicações em que a classi-
ficação one-class pode ser aplicada, e não existe uma
definição  universalmente  aceita.  Merriam-Webster

(Merriam-Webster,  2018)  define  “novidade”  como
algo “novo ou não parecido com algo anteriormente
conhecido ou usado”. Dessa forma, esse dado novo
pode  ser:  normal,  anormal  ou  ruidoso.  Barnett  e
Lewis (Barnett et al., 1994) definem outlier como da-
dos que são inconsistentes em relação ao conjunto de
dados de treinamento. Portanto,  detecção de  outlier
visa manipular estritamente observações anormais do
conjunto de dados. Mas ambas definições, tanto de-
tecção de novidades quanto detecção de anomalias,
compartilham da mesma característica em relação a
insuficiência dos dados anormais ou novos (Pimentel
et al., 2014).

A escassez de exemplos negativos pode ser devi-
do ao alto custo em obtê-los ou a baixa frequência
que os eventos anormais ocorrem. Por exemplo, uma
máquina pode operar por um longo período em ope-
ração normal, e sempre que um comportamento anor-
mal for detectado, um alarme é disparado para evitar
qualquer  avaria.  Os dados  da  máquina durante sua
operação normal usualmente são acessíveis e de fácil
medição.  Por  outro  lado,  a  obtenção  das  falhas  de
uma máquina requer a operação inadequada em todas
as possíveis formas o que pode provocar a sua avaria.
Portanto, é difícil, senão impossível, obter uma classe
negativa bem amostrada.  O problema pode se tornar
mais difícil se existe uma significante variabilidade



entre  os  modos  anormais,  alguns dos  quais  podem
não ser conhecidos a priori, o que torna esquemas de
classificação multiclasse inadequados para essas apli-
cações.  A solução  para  este  problema  é  oferecida
pela detecção de novidades,  em que a descrição da
normalidade é aprendida pela construção de um mo-
delo com numerosos exemplos representando instân-
cias positivas (Pimentel et al., 2014). A detecção au-
tomática de novidades pode ser empregada para tor-
nar vários processos mais confiáveis, tais como: na
identificação  de  um padrão  de  tráfico  anômalo  em
uma rede de computadores,  que pode significar um
computador  invadido  por  hackers;  na  detecção  de
uma imagem anômala de ressonância magnética, que
pode indicar a presença de tumores malignos; na des-
coberta de anormalidades em dados de transação de
cartão de crédito, que pode indicar furto do cartão; na
detecção  de  leituras  anômalas  de  um  sensor,  que
pode significar alguma falha em algum componente
mecânico; na revelação de fluxo temporal anormal de
mensagens nas redes  sociais,  que pode caracterizar
algum evento importante ou inesperado, etc. (Chan-
dola et al., 2009).  

Além  da  falta  dos  exemplos  negativos,  outra
questão que tem emergido na tarefa de detecção de
novidades é a heterogeneidade dos dados, sendo uma
característica  inerente  das  redes  sociais.  Os  dados
produzidos nas redes sociais podem conter não ape-
nas  textos,  mas também imagens,  vídeos,  informa-
ções  temporais,  conexões  sociais,  preferências  dos
usuários  e  outros  metadados.  Entretanto,  a  maioria
das detecções de novidades na Web tratadas na litera-
tura consideram apenas o conteúdo textual e as cone-
xões sociais, enquanto que o conteúdo visual é igno-
rado.  Gao et  al.  (2015),  em  recente  investigação,
mostraram que 30% dos blogs postam conteúdos com
imagens e o número continua aumentando. Portanto,
o conteúdo visual torna-se importante na análise de
detecção de novidades (Gao et al., 2015). A prolife-
ração de aplicações que compartilham fotos na web,
tais como Flickr, Instagram, Panoramio e Google Pi-
casa,  têm grandes quantidades  de  fotos  disponíveis
para acesso público. Hoje, o Flickr contém mais de 5
bilhões de fotos, das quais 100 milhões são geolocali-
zadas1 (Ruocco et al., 2014). Atualmente, o Facebook
é a rede social mais popular em compartilhamento de
fotos, com mais de 100 milhões de fotos compartilha-
das diariamente (LATimes, 2016). Outra peculiarida-
de importante das redes sociais é que os dados são
produzidos na forma de data stream (fluxo contínuo
de dados). A quantidade de dados nas redes sociais
não é apenas enorme, mas devem também ser proces-
sados em pouco tempo, pois a informação cresce a
cada minuto. Isso torna-se um desafio na tarefa detec-
ção de novidades (Gao et al., 2015).

Tendo em vista todos esses desafios, o objetivo
deste trabalho é identificar  novidades em dados de
redes sociais combinando a classificação de textos e

1http://blog.flickr.net/en/2009/02/05/100000000-geotagged-pho-
tos-plus/

imagens. Para esse propósito foi criada uma base de
dados rotulada com dados provenientes do Facebook.
Além disso,  pretende-se explorar  o  desempenho da
fusão de duas redes convolucionais treinadas com da-
dos heterogêneos (imagens e textos) para identifica-
ção de novidades, o que não é muito comum na lite-
ratura. Normalmente, encontra-se em abundância ar-
quiteturas próprias para dados balanceados e homo-
gêneos.

Este artigo está organizado nas seguintes seções.
Na Seção 2 são apresentados os trabalhos da literatu-
ra relacionados a detecção de novidades usando redes
convolucionais. O método proposto está descrito na
Seção 3. Na Seção 4 são detalhados os parâmetros da
arquitetura das redes convolucionais. As informações
sobre a base de dados estão incluídas na Seção 5. Na
Seção 6 são discutidos os experimentos e resultados.
Por final, na Seção 7 são relatados as conclusões e
trabalhos futuros.

2   Trabalhos Relacionados

Existe uma vasta quantidade de distintos méto-
dos empregados para detecção de novidades e ano-
malias.  Por  isto,  aqui  serão  mencionados  somente
aqueles que utilizam redes neurais convolucionais.

O trabalho de detecção de anomalias de Zhang et
al.  (2017)  trata  de  uma rede  neural  convolucional
(CNN - Convolutional Neural Network) para identifi-
car defeitos em imagens de peças (imagem de com-
ponentes  eletrônicos).  A proposta  é  criar  uma rede
CNN one-class baseada na AlexNet (Krizhevsky et
al.,  2012), sendo que a saída possui 256 neurônios,
levando a imagem original a ser mapeada em um es-
paço de características de 256 dimensões. A estraté-
gia  adotada  pelo  autor  é  usar  CNN  para  mapear
exemplos não-defeituosos dentro de uma hiperesfera
de alta-dimensão, enquanto que exemplos defeituosos
ficariam fora da hiperesfera. Nos experimentos foram
utilizadas 400 imagens não defeituosas  e  300 ima-
gens defeituosas para treinar a rede. A métrica em-
pregada foi a área sob a curva (Area Under Curve -
AUC) ROC (taxa de  falsos  positivos em relação  a
taxa de verdadeiros positivos) e obteve o resultado de
98% de assertividade na detecção das anomalias.

Ding et al. (2015)  definem exclusivamente que
as novidades detectadas são as intenções dos usuários
das redes sociais em consumir ou adquirir algo. Para
isso  foi  construído  um  modelo  denominado  Con-
sumption Intention Mining Model (CIMM) baseado
em uma rede neural convolucional de texto. Para de-
monstrar a efetividade do modelo, foram conduzidos
experimentos em dois domínios: crianças e filmes. O
corpus textual contém 20 milhões de  posts,  76 mi-
lhões de sentenças e 1,3 bilhões de palavras. Os ex-
perimentos obtiveram 94,52% de acurácia para o do-
mínio de crianças e 85,28% para o domínio de fil-
mes.



Em (Zhou et al., 2016) foi proposto um método
para localizar atividades anômalas em sequências de
vídeos contendo aglomerados de pessoas. O método
utiliza uma rede neural convolucional temporal. Essa
arquitetura permite capturar ambas dimensões, tem-
poral e espacial, pela realização de uma convolução
espaço-temporal, desse modo, informações de movi-
mento  e  visuais  são  codificadas.  A  arquitetura  da
rede proposta pelos autores é formada por 8 camadas,
sendo 4 camadas convolucionais, 2 camadas de suba-
mostragem e 2 camadas totalmente conectadas. Sen-
do  que  das  4  camadas  convolucionais,  2  realizam
convolução 3-D e 2 realizam convolução 2-D. Os ex-
perimentos foram executados em três bases de dados:
UMN, Subway, and U-turn. A métrica de área sob a
curva ROC foi empregada e obteve os seguintes re-
sultados: UMN atingiu 99,63%, Subway 92,7% e U-
turn 95,2%.

Ribeiro  et  al.  (2017)  apresentaram a  partir  da
perspectiva detecção de novidades, uma rede convo-
lucional autoencoder (CAE), para capturar informa-
ções espaciais  2-D da imagem. Além disso, a  rede
permitiu reconstruir erros de cada frame do vídeo. Na
etapa dos experimentos, foram utilizadas as bases de
dados UCSD pedestrian que atingiu 89% de AUC e
Avenue com 75,4% de AUC.

3  Método Proposto

 Nesta seção é descrita a metodologia proposta
neste trabalho.
3.1 Contextualização da novidade

Como discutido nas seções anteriores, um dado
anômalo ou novo tem como característica principal a
raridade na ocorrência. Em virtude disso, no cenário
de dados provenientes das redes sociais, este trabalho
é focado essencialmente em dois tipos: comum e no-
vidade. 

No contexto desta pesquisa,  dados comuns são
definidos a partir da análise do site de notícias Bussi-
ness Insider (BusinessInsider, 2013), na qual indica
os assuntos mais discutidos nas redes  sociais:  28%
tecnologia e mídias sociais; 25% comida, bebida e vi-
agem; 18% filme e televisão; 10% saúde e esportes;
11% música e artes e 9% moda e shopping. Ao con-
trário, as novidades são assuntos com pouca vincula-
ção ou ocorrem de forma rara, por exemplo: desas-
tres naturais, ataques hackers, guerra, etc. Percebe-se
intuitivamente mais um desafio para o algoritmo ao
analisar as classes, além da falta de amostras e desba-
lanceamento das classes, pois alguns assuntos possu-
em  uma  fronteira  limítrofe  não  muito  clara.  Por
exemplo, ataques hackers estão muito relacionados à
classe tecnologia, assim como desastres naturais es-
tão relacionados à classe viagem, ou seja, não é uma
tarefa trivial determinar a qual classe deve pertencer
um dado  apenas  analisando  a  imagem ou  o  texto.
Essa afirmação será verificada na Seção 6 de experi-
mentos e resultados.

3.2 Rede Convolucional de Imagem

O propósito inicial de uma rede convolucional é
extrair características. A convolução é uma operação
linear  que preserva o relacionamento dos pixels da
imagem pela aprendizagem das características a par-
tir da janela que desliza sobre a imagem de entrada.
Na  terminologia  CNN,  essas  pequenas  janelas  são
chamadas de filtros ou  kernels,  e a matriz  formada
pelo deslizamento deste filtro sobre a imagem é cha-
mada de mapa de ativação ou mapa de característi-
cas. Matematicamente, dado um filtro  g de tamanho
(2k1+1) x (2k2+1) cuja coordenada central é g(0,0), e
uma imagem  f,  então o mapa de características é a
matriz resultante h da operação de convolução apre-
sentada na Equação 1 (Gonzalez et al., 2007) (Amo-
rim et al., 2018).

 
h (x , y)= f (x , y)∗g ( x , y)=

∑
n1=−k1

k 1

∑
n2=−k2

k2

f ( x−n1, y−n2) . g (n1, n2)

(1)

A maior parte das redes convolucionais utiliza-
das  no campo de  pesquisa da  visão computacional
tratam da classificação com classes balanceadas. Tal
qual então o objetivo é verificar se essas arquiteturas
podem ser  empregadas  em detecção  de  novidades.
Para isso,  neste trabalho são usadas as arquiteturas
AlexNet e a Lppreconv1, apresentada por Amorim et
al. (2018). Na Seção 4 serão detalhadas as configura-
ções das arquiteturas das redes propostas.

3.3 Rede Convolucional de Texto

Diferentemente  da  rede  convolucional  de  ima-
gem, os dados de texto não podem ser enviados em
sua forma original para a rede, ou seja, o texto deve
ser codificado antes.  Portanto,  deve-se escolher  um
modelo que represente o texto em termos computaci-
onais. No campo da linguística computacional, a co-
dificação do texto é conhecida rigorosamente como
modelo de linguagem. Existem vários modelos de lin-
guagens,  tais como: modelos n-gram, modelos neu-
rais, modelos estatísticos, etc.

Os modelos que vêm se destacando recentemente
na literatura por bons resultados são os modelos neu-
rais, os quais geram os conhecidos vetores embutidos
ou vetores densos.  Esses modelos caracterizam cada
palavra como um vetor de pesos de números reais, e
que  são  representações  internas  das  redes  neurais
(Levy et al., 2015).

Representando matematicamente o conceito, seja
um vocabulário de palavras de tamanho W, onde cada
palavra é identificada pelo seu índice.  Inspirada na
hipótese  distribucional,  as  representações  das  pala-
vras são treinadas para predizer quais palavras apare-
cem em seu contexto.  Mais  formalmente,  dado um
grande corpus de treinamento representado como se-
quência de palavras w1...wT

 
, o objetivo do modelo é



maximizar o log da probabilidade descrita na Equa-
ção 2:

∑
t=1

T

∑
c∈C t

log p(wc∣wt )
(2)

onde Ct indica o conjunto dos índices de palavras do
contexto da palavra  wt, e  T é o total de palavras em
wt. Esse modelo é conhecido como Skip-gram, pois
dada a palavra wt, as palavras do seu contexto Ct são
usadas para obter o vetor denso de wt (Bojanowski et
al., 2016). A Figura 1 ilustra a arquitetura do modelo
de linguagem neural. Neste trabalho foi utilizado um
algoritmo  variante  do  Skip-gram,  conhecido  como
GloVe2 (Global  Vectors  for  Word  Representation)
(Pennington et al., 2014).

Figura 1. Arquitetura do modelo neural (Koehn, 2017)

A entrada da rede da Figura 1 são vetores de al-
ta-dimensão conhecidos como vetores  one-hot.  Eles
são do tamanho do vocabulário de palavras T e com-
pletamente preenchidos com zeros, exceto no índice
da palavra que eles representam, como no caso da pa-
lavra "dog" = (0, 0, ..., 0, 1, 0, ..., 0, 0)T.  As palavras
preditas na saída são aquelas que aparecem no mes-
mo contexto das palavras de entrada. Ela também é
representada  na forma  one-hot.  Ao final  do  treina-
mento da rede, os pesos de conexão entre cada neurô-
nio da camada de saída e os da camada oculta repre-
sentam um vetor  de  baixa  dimensão  que  relaciona
cada palavra semanticamente com as palavras do seu
contexto. Estes vetores reduzidos são representações
enriquecidas das palavras, e os mesmos alimentarão a
CNN de texto.

Após a representação do texto de forma adequa-
da, pode-se utilizar qualquer classificador.  Levando
em consideração  uma das  maiores  competições  da
área de linguística computacional, a SemEval-20173,
as redes CNN vêm apresentando os melhores resulta-
dos.  Portanto,  por  esta  razão  ela  foi  selecionada
como classificador.

A rede convolucional textual recebe uma entrada
unidimensional. As camadas podem ser as mesmas da
rede de imagem, tais como: convolução, maxpooling,
função de ativação, etc. A arquitetura será detalhada
na Seção 4.

3.4 Fusão das Redes Convolucionais

Vários classificadores são construídos com base
no tipo de conjunto de dados e na distribuição.  As

2https://nlp.stanford.edu/projects/glove/
3http://alt.qcri.org/semeval2017/

fusões  desses  distintos  modelos  podem prover  alto
desempenho  na  classificação  de  várias  aplicações,
tais como: reconhecimento de padrões, análise de do-
cumento, mineração de dados, etc.

Seja um classificador qualquer  C que realiza o
mapeamento C: X → Y a partir do espaço de caracte-
rísticas X em um conjunto de classes Y= {l1,l2,...,lj]}.
A fusão  de  classificadores  {C1,C2,...,CM} é  baseado
no treinamento T={(x1,y1),(x2,y2),...,(xn,yn)}. Então, as
predições dos classificadores são combinadas em um
Ĉ* usando uma função de combinação F descrita na
Equação 3  (Preisach et al., 2008):

Ĉ *=F (Ĉ1 , ̂C2,... , ĈM ) (3)

Várias regras combinatórias foram propostas na
literatura para a função F. Para este trabalho é dese-
jado identificar o maior número possível de novida-
des (ou seja, aumentar o valor de recall definido na
Seção 6), portanto, a função  F usada neste trabalho
retorna a classe novidade se ao menos um classifica-
dor, de imagem ou texto, retornar a classe novidade,
caso contrário o dado é classificado como normal. A
Equação 4 mostra isso, onde S1 é a classe de saída do
classificador  C1 e  S2 é a saída de C2, e  l1 e  l2 são as
classes normal e novidade, respectivamente.   

Ĉ *={l 2, S 1=l 2∨S 2=l 2

l 1,caso contrário
(4)

O método tenta levar vantagem na força dos dois
classificadores estritamente na recuperação das novi-
dades,  não importando se é um falso-positivo.  Isso
pode significar uma melhora na métrica recall de no-
vidades em detrimento da precisão. Outra função de
combinação F desenvolvida neste trabalho foi basea-
da na função Border Count  (BC)(Ruta et al., 2000),
apresentada na Equação 5. A diferença entre as Equa-
ções 4 e 5 é que a última equação reflete a magnitude
do nível de concordância pela soma das probabilida-
des. 

Ĉ 1*={argmax(i=l1, l2)
(P(Ĉ1=i)+P (Ĉ 2=i )) , S 1=l1∨S 2=l1

l2, caso contrário

(5)

4   Arquitetura Proposta

Nesta seção são detalhadas as configurações das
arquiteturas das redes convolucionais de texto e ima-
gem.



Figura 2. Na parte superior, a arquitetura da rede convolucional de imagem (Arquitetura Lppreconv1) (a) Na parte inferior, a arquitetura da
rede convolucional de texto (b) 

4.1 Rede Convolucional de Imagem

Foram definidas duas arquiteturas de redes con-
volucionais para imagens: a arquitetura Lppreconv1,
proposta por Amorim et al. (2018) (ilustrada na Figu-
ra 2a), e a arquitetura AlexNet.

A Lppreconv1 foi projetada em (Amorim et al.,
2018) com 6 camadas, sendo que a primeira camada
realiza uma operação log-polar antes da convolução.
A proposta da arquitetura é explorar  características
de invariância a rotação por meio da transformação
log-polar, que é inspirado no sistema visual humano.

A rede Lppreconv1 foi customizada neste traba-
lho com os seguintes parâmetros:  duas camadas de
convolução 2-D, com 32 filtros de tamanho 3x3, com
função de ativação ReLU, maxpooling com janela de
2x2, seguido por dropout de 0,25, uma camada total-
mente conectada com 128 neurônios, função de ativa-
ção ReLU, e um dropout de 0,5, e por final uma ca-
mada totalmente conectada de 2 neurônios com fun-
ção de ativação softmax. Foi utilizado o otimizador
Adam (Kingma et al., 2015). A imagem de entrada da
rede Lppreconv1 possui uma dimensão de 90x90 e a
saída da rede convolucional possui duas classes cate-
góricas:  normal  e  novidade.  No treinamento  foram
utilizadas 10 épocas com mini batches de 32. A rede
está ilustrada na Figura 2a.

Para a CNN AlexNet, foram utilizadas imagens
de entrada de 224x224, 20 épocas de treinamento e
mini batches de 32.

4.2 Rede Convolucional de Texto

A rede convolucional de texto apresenta os segu-
intes parâmetros: duas camadas de convolução 1-D, a
primeira convolução com 100 filtros e a segunda com
50 filtros, todos com dimensão 1x2, com função de
ativação ReLU, maxpooling com janela de 1x2, se-
guido por um dropout de 0,4, por último uma camada
totalmente conectada  com função  de  ativação  soft-

max. Para o otimizador foi  utilizado gradiente des-
cendente estocástico com taxa de aprendizagem 0,01.

A CNN possui como entrada vetores embutidos
com dimensão de 1x50 e tem como saída duas clas-
ses categóricas: normal e novidade. Para o treinamen-
to da CNN foram utilizadas 5 épocas com mini bat-
ches de 32. A rede está ilustrada na Figura 2b.  A
rede neural que gerou os vetores embutidos a partir
dos  dados  de  treinamento,  produziu  um dicionário
com 20.365 tokens singulares. Além disso, foi consi-
derado que o texto de entrada deve ter no mínimo 3
palavras.  A rede tem como entrada texto compreen-
dendo no máximo 1000 palavras e a saída com di-
mensão de 1x50. A rede foi treinada com 5 épocas e
com mini batches de 32.

5   Base de Dados

Para a realização dos experimentos foram coleta-
dos dados postados no Facebook entre 2008 e 2017
de  diversas  fontes  de  notícias  em inglês:  Reuters,
BCC, CNN, etc. Em termos quantitativos, a base de
dados  possui  11.538  itens  coletados,  sendo  que  a
classe novidades contém cerca de 6% dos registros, o
que corresponde a 742 itens. A classe normal contém
cerca de 94% o que corresponde a 10.796 itens. To-
dos os itens possuem texto e imagem associados. A
Tabela  1 detalha  a  quantidade  de  itens  (imagem +
texto) por classe. As restrições para filtragens das no-
tícias ou dados foram estabelecidas por meio das pa-
lavras chaves próprias de cada classe.

Neste trabalho, a subclasse  Disasters (desastres
naturais) foi  considerada  como sendo novidade por
ser considerado um evento inesperado, que pode cau-
sar prejuízos e mortes, cuja ocorrência é em menor
quantidade se considerada as notícias como um todo
dos demais assuntos. A base de dados, o código fon-



te, a lista de fontes e as palavras-chaves estão dispo-
níveis para livre download4. 

Tabela 1. Detalhamento da base de dados

Classes Subclasses Quantidade de
itens

Novidades Disasters 742
Normal Crime 1090

Culture 1066
Food 1118
Gossip 1132
Health 1148
Movie 1022
Nature 1032
Politics 1074
Sports 1040
Technology 1074

Total 11538

6   Experimentos e Resultados

A arquitetura proposta neste trabalho foi desen-
volvida usando as tecnologias Python 3.5 e o Keras
2.1.3.  Todos  os  experimentos  foram realizados  em
um computador  equipado com uma placa  de vídeo
NVIDIA 1080 GPU 8G, processador Intel i7-2600K
CPU 3.4 GHz, e 16GB de RAM, executando Ubuntu
14.04.3 LTS.
   Os dados foram divididos em proporção de 80/20%
para as amostras de treinamento/teste.
  As métricas utilizadas foram: precisão, recall e acu-
rácia.  A precisão  descrita  na Equação  6 é definida
como o percentual de novidades reportadas que ver-
dadeiramente mostram ser novidades.

Precisão=
(∣S∩G∣)

S
×100

(6)

Detalhando elementos da fórmula, o  S é o con-
junto declarado como novidades após a classificação,
e o G é o conjunto das novidades verdadeiras ou co-
nhecidos como  Ground-Truth.  Portanto, a operação
de intersecção |S Ո G| pode ser reconhecida como o
conjunto das novidades detectadas verdadeira-positi-
vas. Logo, precisão avalia o quão preciso é o sistema
ao afirmar que uma notícia é novidade.

O recall descrito na Equação 7 é o percentual de
novidades Ground-Truth que foram reportados como
novidades.  Assim,  o  recall avalia  a  capacidade  do
sistema de retornar o maior número possível de notí-
cias que são novidades. 

Recall=
(∣S∩G∣)

G
×100

(7)

Há um compromisso entre precisão e  recall, ou
seja, o aumento do recall faz a precisão reduzir e vi-
ce-versa. Para detecção de novidades é mais satisfa-

4

https://github.com/cba2018proj/proj

tório um recall maior que a precisão, pois é melhor
selecionar um falso-positivo, do que perder  novida-
des verdadeiras  (falsos-negativos)  (Aggarwal  et  al.,
2016). Além dessas métricas é usada a acurácia, des-
crita na Equação 8. No entanto, a acurácia não está
tão ligada a medição das novidades, e sim em medir
o  total  de dados  normais  e  novidades classificadas
corretamente. O algoritmo pode ter uma boa acurá-
cia, contudo apresenta baixa precisão e recall para as
novidades, já que essas são em menor proporção na
base de dados.

Acc=
( prediçõescorretas)
(total de predições)

×100
(8)

Os resultados apresentados nas Tabelas 2 e 3 são
as médias de 10 execuções de treinamento/teste.  A
Tabela 2 contém os resultados apenas da arquitetura
da CNN Lppreconv1 de imagem proposta na Figura
2a e a  Tabela 3 contém os resultados da arquitetura
da AlexNet. Outrossim, foram incluídos os resultados
dos algoritmos de fusão descritos nas Equações 4 e 5,
respectivamente  denominados  fusão  Max  e  Mag
(Magnitude). Com o propósito de testar a robustez do
método apresentado neste artigo, foi reduzida aleato-
riamente a proporção de amostras da classe novida-
des dos conjuntos de teste e treinamento de 6% para
3%. Dessa forma, foram realizados testes sob o des-
balanceamento de classes contendo 6% e 3% do total
dos dados de novidades.

Tabela 2. Resultados com a CNN Lppreconv1 

CNN Precisão Recall Acurácia

6% de Novidades 

Fusão Max 80.18% 88.00% 98.50%
Fusão Mag 11,00% 78,00% 98,30%
Imagem 66.66% 23.00% 94.10%
Texto 95.27% 86.16% 98.00%
3% de Novidades 
Fusão Max 84.00% 73.00% 99.10%
Fusão Mag 12.00% 73.00% 99.00%
Imagem 50.00% 11.00% 96.68%
Texto 96.00% 72.00% 99.00%

Tabela 3. Resultados com a AlexNet

CNN Precisão Recall Acurácia

6% de Novidades 

Fusão Max 78.05% 86.00% 98.00%
Imagem 15.00% 15.30% 94.02%

3% de Novidades
Fusão Max 70.00% 76.00% 98.00%
Imagem 21.00% 10.00% 95.00%

Os testes realizados mostram que o algoritmo de
fusão Max conseguiu melhorar o recall, tornando as
CNN  heterogêneas  ligeiramente  mais  eficazes  na
identificação das novidades, mesmo quando os dados



Figura 3. Primeiro e segundo componente principal da camada totalmente conectada da CNN de texto

de novidades foram reduzidos de 6% para 3% .
No entanto, o algoritmo de fusão Mag não obteve su-
cesso tal como o algoritmo de fusão Max. Por esse
motivo, obtém-se interesse apenas na fusão Max com
a arquitetura AlexNet. Além disso, a arquitetura Lp-
preconv1 obteve melhor recall em relação a AlexNet.

Como mencionado na Seção 1,  há desafios em
classificar imagem e texto da internet por causa da
qualidade dos dados disponibilizados nas redes soci-
ais. De acordo com as métricas, a rede CNN de texto
apresentou  resultados  relevantes,  mas  as  CNN  de
imagem não produziram bons resultados,  embora a
arquitetura Lppreconv1 apresentou melhores resulta-
dos do que a AlexNet. À vista disto, foi examinado a
distribuição  dos  dados  escolhendo  a  camada  total-
mente conectada da rede CNN por meio da seleção
dos 2 principais componentes. As Figuras 3 e 4 ilus-
tram a distribuição dos dados por meio do PCA das
camadas  totalmente  conectadas.  Pode-se  observar
que a CNN de texto consegue projetar os dados em
um espaço de características quase que totalmente se-
parável,  enquanto  a  CNN Lppreconv1  de  imagem,
apesar de agrupar as novidades, não conseguem  se-
parabilidade dos dados de novidade e normais.

A partir disso, foi identificado quais dessas clas-
ses e imagens normais se confundem com as novida-
des. As regiões no gráfico foram ampliadas para des-
tacar  onde as novidades se uniram com dados nor-
mais.  Ao localizar a imagem 100 da classe nature e a
4 da classe novidades nota-se semelhança de cores,
texturas e padrões tornando mais difícil a classifica-
ção tanto pela máquina quanto pelo próprio ser hu-
mano. Outros exemplos são encontrados semelhantes
a esses, como das Figuras 5 e 6.  É importante frisar a
baixa qualidade de algumas imagens, como a 100 e
106 acentuando a dificuldade da classificação. 

Figura 4. Primeiro e segundo componente principal da camada to-
talmente conectada da CNN da imagem

Figura 5. Do lado esquerdo a imagem 4 da classe novidades e do
lado direito a imagem 100 da classe nature.

Figura 6. Do lado esquerdo a imagem 51 da classe novidades e do
lado direito a imagem 106 da classe nature.



8  Conclusões e Trabalhos Futuros

     A fusão de CNNs de imagem e texto proposta nes-
te  trabalho  apresentou  um  recall superior  as  redes
CNNs isoladas, principalmente em relação a CNN de
imagem. No entanto, é necessário um aprofundamen-
to na pesquisa no que tange às CNNs para tratar no-
vidades  em  imagens,  principalmente  aquelas  com
baixa resolução.Como a tarefa de detecção de novi-
dades tem forte ligação  a classificadores one-class,
tende-se a migrar a pesquisa para CNNs one-class.
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