
CONTROLE DE TEMPERATURA EM CÉLULAS SOLARES UTILIZANDO
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Abstract— Tests of energy efficiency of solar cells require good control performance in terms of temperature
regulation of the photovoltaic panel. This work proposes the temperature control using a Peltier thermoelectric
chip, on a copper support to serve as a support for the solar cells for analysis. In order to overcome the difficulty
of obtaining a physical model and to deal with parametric uncertainties and perturbations, a mathematical
modeling based on identification techniques using input and output data is used. Two control systems algorithms,
a Proportional-Integral Controller (PI) and a strategy using machine learning (Machine Learning) are proposed.
Experimental results illustrate the obtained performance for each technique.
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Resumo— Testes de eficiência energética de células solares exigem um bom desempenho de controle em termos
de regulação da temperatura do painel fotovoltaico. Neste trabalho é proposto o controle de temperatura,
utilizando uma pastilha termoelétrica Peltier em um suporte de cobre que servirá de suporte para as células
solares a serem caracterizadas. A fim de contornar a dificuldade de obter uma modelagem f́ısica e para lidar
com as incertezas paramétricas e perturbações, utiliza-se uma modelagem matemática baseada em técnicas
de identificação usando dados de entrada e sáıda. São propostas duas estratégias de controle do sistema, um
controlador Proporcional-Integral (PI) e uma estratégia utilizando aprendizado de máquinas (Machine Learning).
O desempenho das técnicas será ilustrado por meio de resultados experimentais.

Palavras-chave— PI, Arduino, Controle de temperatura, Machine Learning, Peltier, Célula solar.

1 Introdução

A eficiência da conversão de energia em pai-
néis solares fotovoltaicos é diretamente influenci-
ada pela temperatura de operação, uma vez que a
potência máxima obtida decresce com o aumento
da temperatura para uma mesma condição de ra-
diação solar. Diversos estudos foram produzidos
no sentido de obter relações entre temperatura e
eficiência de painéis solares, levando em conta uma
série de variáveis como o material do painel, o ar-
ranjo utilizado e até questões ambientais e geo-
gráficas. Uma revisão sobre o assunto pode ser
encontrada em (Skoplaki and Palyvos, 2008) onde
são discutidas diversas correlações entre tempe-
ratura e eficiência. Como exemplos da relevân-
cia dessa discussão, de acordo com (Skoplaki and
Palyvos, 2008), células de siĺıcio cristalino apre-
sentam uma perda de eficiência em torno de 0.45%
para cada acréscimo de 1◦C.

Em vista desta questão, diversos trabalhos
propõem alternativas para melhorar o desempe-
nho de painéis solares utilizando diferentes estra-
tégias de resfriamento, levando em consideração
aspectos como o custo-benef́ıcio e consumo mı́-
nimo de energia. São exemplos técnicas que em-
pregam água como elemento resfriador (Moharra
et al., 2013), técnicas passivas (Li et al., n.d.),(Wu
and Xiong, 2013) e dissipadores de calor resfria-
dos por ar. Uma revisão mais completa pode ser
encontrada em (Bahaidarah et al., 2015).

Embora a escolha de uma técnica adequada de
resfriamento de painéis solares envolva uma série
de fatores, entre eles o próprio consumo de ener-
gia necessário para o resfriamento; estas técnicas
objetivam em geral uma melhora de desempenho
em termos de eficiência, e não necessariamente um
controle de temperatura preciso. Por outro lado,
em fases de desenvolvimentos e testes de painéis,
arranjos e/ou algoritmos voltados para a geração
de energia solar, um bom controle de tempera-
tura é necessário a fim de realizar certos ensaios.
Isto é, de maneira a tornar posśıvel a análise das
variáveis de interesse em diferentes cenários em
determinadas faixas de temperatura.

Desta forma, o controle de temperatura de cé-
lulas solares, possivelmente expostos à variações
externas, torna-se um problema de controle de sis-
temas incertos e sujeitos a perturbações. A ob-
tenção de modelos matemáticos está sujeita tanto
a incertezas paramétricas como a dinâmicas não-
modeladas, e/ou com a presença de efeitos não
lineares. Ainda, um controlador adequado deve
ser robusto a variações da temperatura ambiente
varie e/ou da temperatura na região em controle.

Uma estratégia posśıvel para o controle de
temperatura em células solares consiste em uti-
lizar uma pastilha termoelétrica Peltier, capaz de
reduzir a temperatura em uma região espećıfica:
um bloco de cobre (ou alumı́nio) de 6cm x 6cm x
1,5cm que servirá de suporte para as células so-
lares em teste. A modelagem deste sistema apre-



senta alguma complexidade como a dificuldade em
obter uma modelagem f́ısica precisa do Peltier,
além de incertezas nas caracteŕısticas f́ısicas dos
itens resfriados, que podem inclusive serem alte-
rados em uma aplicação prática. Isto é, deseja-se
obter um controlador tão robusto quanto posśıvel
mesmo na presença de incertezas.

Neste trabalho são apresentadas duas abor-
dagens distintas para resolver esse problema. A
primeira abordagem utilizada consiste consiste em
obter modelos matemáticos de entrada-sáıda por
meio de técnicas de identificação de sistema, con-
tornando assim a dificuldade de obtenção de uma
modelagem f́ısica. A partir dos modelos obtidos,
o controlador pode ser projetado utilizando técni-
cas conhecidas. Por fim, analisou-se o desempe-
nho do sistema utilizando algoritmos de Machine
Learning, de forma a controlar o sistema sem a ne-
cessidade de uma modelagem expĺıcita, utilizando
para isso um conjunto de dados experimentais.

2 Formulação do Problema

O sistema de interesse está representado na Fig. 1
e é composto por uma placa de cobre (ou alu-
mı́nio), uma pastilha termoelétrica Peltier e um
dissipador de calor. Para medir a temperatura
na placa, é utilizado um sensor de temperatura
(DS18B20 (Dal, n.d.)), localizado no centro da
placa de cobre.

Figura 1: Disposição f́ısica dos componentes do
sistema em estudo.

A pastilha termoelétrica Peltier, cuja função é
resfriar a placa em estudo, é constitúıda por duas
chapas de material isolante com uma malha de
material condutor na superf́ıcie interna de cada
chapa. Entre as malhas do material condutor, es-
tão localizados diversos semicondutores do tipo n
e p. Em função da ordenação do material semi-
condutor e o fluxo cont́ınuo de corrente gerada por
uma fonte DC, acontece o efeito Peltier (Thakkar
Mohit Pravinchandra, 2015), resfriando um lado
da placa e esquentando o outro e transforando as-
sim energia elétrica em térmica. A Fig. 2 ilustra
a configuração e o funcionamento de uma pastilha
Peltier.

Figura 2: Esquema do funcionamento da pastilha
Peltier.

2.1 Disposição f́ısica dos componentes

Pela caracteŕıstica da pastilha Peltier de resfriar
um de seus lados e consequentemente aquecer o
outro, a placa de cobre do sistem onde é medida
a temperatura, é colocada sobre a superf́ıcie a ser
resfriada. Em contato com a superf́ıcie aquecida
coloca-se um dissipador de calor. Este item é de
importância fundamental a fim de evitar que o
calor gerado influencie a superf́ıcie do Peltier a ser
resfriada, diminuindo a eficiência do resfriamento
e também a vida útil do componente.

Essa configuração foi escolhida uma vez que,
em geral, a temperatura ambiente está acima da
temperatura que se deseja manter a placa. Caso
a temperatura que se deseja alcançar esteja acima
da temperatura ambiente, deve-se inverter a po-
laridade da fonte DC de tensão. Em resumo, o
Peltier pode ser usado para esquentar e resfriar
a região onde se deseja controlar a temperatura.
Neste projeto será realizado o estudo do controle
de resfriamento, apenas.

As Figs. 3, 4 e 5 mostram o protótipo com o
qual foram realizados os experimentos.

Figura 3: Visão lateral do sistema utilizado

Figura 4: Visão superior do sistema utilizado



Figura 5: Visão superior do sistema de controle
- Arduino e circuito eletrônico (protótipo do sis-
tema)

2.2 Configuração do sistema de controle

A fim de controlar a temperatura da pastilha tér-
mica, projetou-se um circuito eletrônico com duas
funções principais:

• Isolar o Arduino (circuito responsável pela
parte lógica) do circuito de potência (respon-
sável pelo controle da corrente que passa pelo
Peltier).

• Limitar variações bruscas de tensão e corrente
no Peltier evitando redução da vida útil do
Peltier.

A Fig. 6 mostra o circuito eletrônico utilizado
para realizar o controle de corrente no Peltier. Ao
lado direto do optoacoplador localiza-se a parte de
potência do circuito.

Na representação esquemática, todo o sistema
(Peltier, placa de cobre/alumı́nio e dissipador) é
representado em um ćırculo com a letra“P”dentro,
simbolizando a pastilha Peltier, a placa de cobre
e o dissipador de calor.

Figura 6: Sistema eletrônico de comunicação e
controle de temperatura

O circuito da Fig. 6 contém um filtro passa
baixa. Esse filtro é responsável por evitar vari-
ações bruscas de corrente no sistema, assim evi-
tando rúıdos que poderiam influenciar no compor-
tamento do sistema.

Escrever uma equação de transferência para
entender como o circuito funciona é posśıvel,
porém complexo. Essa dificuldade é encon-
trada principalmente pelos componentes do sis-
tema (Peltier, placa de cobre/alumı́nio e dissipa-
dor) serem relativamente complexos. Em virtude

desta dificuldade, busca-se obter técnicas que per-
mitam controlar a temperatura no sistema sem
conhecer de maneira precisa os parâmetros e ca-
racteŕısticas f́ısicas de todos os elementos do sis-
tema.

3 Identificação de Sistemas

Em vista da dificuldade já discutida de se obter
uma modelagem f́ısica do sistema, utiliza-se uma
abordagem de identificação de sistemas utilizando
dados de entrada e sáıda (Ljung, 1999). Os ob-
jetivos são tanto a obtenção de um modelo apro-
ximado do sistema que permita projetar um con-
trolador adequado, quanto possibilitar testes de
simulação numérica antes de implementar os con-
troladores na planta.

Para a descrição de um modelo matemático
do sistema em estudo, foi utilizado o modelo auto-
regressivo com entradas externas (ARX do inglês
autoregressive with exogerous inputs). O modelo
geral que descreve esse tipo de modelo é visto na
equação 1 (Aguirre, 2007). Onde A(q) e B(q)
são polinômios, u(k) é a entrada do sistema e
v(k) o rúıdo do sistema e q−1 representa o ope-
rador atraso tal que para um sinal y(k), tem-se
q−1y(k) = y(k − 1)

y(k) =
B(q)

A(q)
u(k) +

1

A(q)
v(k) (1)

Vale ressaltar que no modelo ARX, o rúıdo
v(k) é acrescido à sáıda do sistema, modelos do
tipo erro na equação.

Para obter um modelo ARX, utilizou-se o es-
timador de mı́nimos quadrados (MQ). Pode-se es-
crever o modelo ARX da Eq. 1 na forma da Eq. 4
(Aguirre, 2007)

y = ψθ + ξ (2)

sendo ψ é denominada de matriz de regressores,
ψ(k−1) = [y(k−1) . . . y(k−ny) u(k−1) . . . u(k−
nu)] e u(k) são amostras do sinal de entrada, e
y(k) do sinal de sáıda e ny e nu são números in-
teiros. A ordem do modelo é determinada por ny
e nu e é uma escolha de projeto.

Uma vez escolhida a estrutura, o estimador de
MQ é utilizado para obter o conjunto de parâme-
tros estimados θ̂MQ

θ̂MQ =
[
ψTψ

]−1
ψTy (3)

que minimiza o erro quadrático entre a sáıda real
e a sáıda obtida com o modelo estimado. Isto é,
considerando a sáıda estimada abaixo

ŷ = ψθ̂MQ (4)

tem-se o erro dado por ξ = y−ŷ. Pode-se demons-
trar que a solução de MQ minimiza o quadrado



do erro ξ(N), onde N é o número de amostras do
sinal, dado pela função custo da Eq. 5.

JMQ =

N∑
i=1

ξ(i)2 (5)

O sinal de entrada utilizado na identificação é
um sinal binário pseudo aleatório (PRBS). A par-
tir destes dados foram obtidos diversos modelos
matemáticos para o sistema a partir de diferen-
tes escolhas de estruturas para o regressor. Em
seguida, um conjunto de dados diferente do uti-
lizado na identificação foi utilizado para validar
os modelos obtidos, de maneira a escolher aqueles
com melhor desempenho em termos de ajuste dos
dados. A Fig. 7 representa o resultado de valida-
ção do modelo escolhido.

A função de transferência escolhida para re-
presentar o sistema é mostrada na equação 6. Os
parâmetros de PI escolhidos são: P = 3.191 e I =
0.04546.

H(q) =
0.001233q−1 − 0.002458q−2 + 0.001224q−3

1 − 3.916q−1 + 5.749q−2 − 3.75q−3 + 0.9172q−4

(6)

Figura 7: Validação do modelo utilizando dados
do experimento, comparando a sáıda medida y
(vermelho) com a sáıda estimada ŷ (azul).

De posse de um modelo identificado e vali-
dado, é posśıvel simular o comportamento do sis-
tema e portanto simular um controle para o sis-
tema. O diagrama de blocos do sistema é mos-
trado na Fig. 8, onde toda parte de controle, PI
e a geração do PWM, é processada e gerada pelo
Arduino. O bloco do Peltier Plant corresponde à
planta de interesse e a sáıda é a temperatura a ser
controlada.

Figura 8: Diagrama de blocos do sistema

Com o sistema de controle da Fig. 8 foi pos-
śıvel projetar o controlador PI de maneira ade-
quada. O desempenho do controlador é visto na
Fig. 9.

Figura 9: Resultado experimental utilizando con-
trolador PI com setpoint em 20◦C.

A fim de avaliar a capacidade de rejei-
ção a perturbações, dois ensaios foram realiza-
dos colocando-se perturbações no sistema. Nas
Figs. 11 e 10, são utilizados dois tipos diferen-
tes de distúrbios. No primeiro, foi posto sobre a
placa de cobre uma placa de alumı́nio (6cm x 6cm
x 1cm) com temperatura ambiente de 27◦C por
um peŕıodo de 25s. O segundo teste de distúrbio,
foi posto sobre a placa de cobre a mesma placa de
alumı́nio com temperatura ambiente de 26◦C até
o sistema atingir o equiĺıbrio.

Figura 10: Resultado experimental utilizando con-
trolador PI. Setpoint em 20◦C. Distúrbio momen-
tâneo de 25s gerado pela placa de alumı́nio após
14 minutos. Seta mostrando o momento de gera-
ção do distúrbio.

4 Machine Learning

Arthur Samuel (1959) definiu que o Machine Le-
arning (Aprendizado de Máquina) é o campo de
estudo no qual concede ao computador habilidade
de aprender sem ser explicitamente programado.
No caso em estudo, aprender significa conseguir,
a partir de uma quantidade de dados, escolher um
valor de PWM para o qual a temperatura do sis-
tema chegará à temperatura estipulada como set-
point.



Figura 11: Resultado experimental utilizando PI
e método ARX de identificação de sistemas. Set-
point em 20◦C. Distúrbio prolongado gerado pela
placa de alumı́nio após 14 minutos. Seta mos-
trando o momento de geração do distúrbio.

Esse método requer pouco conhecimento do
funcionamento do sistema, pois o algoritmo
aprende a controlar o sistema com base em suas
respostas.

Neste trabalho foi utilizado a técnica de
aprendizado supervisionada (supervised learning)
(Pedregosa et al., 2011). Essa técnica consiste em
entregar ao algoritmo uma certa quantidade de
“dados corretos”, mostrando como de fato o sis-
tema responde. Baseado nesses dados, o algoritmo
tentará generalizar o comportamento do sistema.
Essa tentativa de generalizar pode ser entendida
como uma hipótese. De maneira geral, o algoritmo
deve tentar prever para determinada entrada a sua
resposta (sáıda) correspondente.

A Fig. 12 represente como o fluxo ocorre para
o algoritmo.

Figura 12: Fluxograma de funcionamento Ma-
chine Learning - regressão linear. “X”corresponde
a entrada de dados e “Y”corresponde a sáıda real
de dados.

Os dados são processados através do algo-
ritmo de aprendizado de máquina, então é suge-
rido um resultado. A sugestão é baseada nas equa-
ções 7 e 8.

hθ(x) = θ0 + θ1x (7)

J(θ0, θ1) =
1

2n

n∑
x=1

(h(x)i − yi)2 (8)

A ideia básica é tornar a hipótese hθ(x) o mais
próximo posśıvel do valor real yi, onde i representa
o número da interação de aprendizado. Para que
esse objetivo seja alcançado, o valor de J(θ0, θ1)
deve ser o menor posśıvel. J(θ0, θ1) é denominada
função de custo (cost function).

O que faz o algoritmo se adaptar ao sistema
é a repetição do fluxo da Fig. 12. Cada vez que
acontece essa repetição os dados são treinados no-
vamente, porém, o próximo treinamento sempre
terá mais dados do que o anterior, ou seja, a pre-
visão se torna mais precisa.

Utilizando a biblioteca sklearn desenvolvida
em python foi implemetado o algoritmo para a Re-
gressão Linear. O algoritmo foi treinado com da-
dos aleatórios colhidos do sistema em estudo (um
pouco menos de 20 minutos de leitura do compor-
tamento do sistema). Após isso, foi determinado
um valor de setpoint, dado a temperatura atual da
placa e então o algoritmo tentou prever qual se-
ria o valor de PWM seria adequado para se enviar
para o sistema.

Figura 13: Resultado controle de temperatura
com Machine Learning. Setpoint 20◦C

O teste mostrado na Fig. 14 mostra como o
controle desenvolvido com Machine Learning se
comporta com distúrbios externos. Para esse teste
de distúrbio, foi posto sobre a placa de cobre uma
placa de alumı́nio (6cm x 6cm x 1cm) com tempe-
ratura ambiente de 27 oC até o sistema, incluindo
a placa de alumı́nio, atingir a temperatura dese-
jada.

Seu desempenho se mostrou aceitável consi-
derando o desconhecimento prévio do sistema, e
a velocidade para aprender qual seria a tempera-
tura a se escolher. A variação de temperatura do
sistema ficou em torno de ±1◦C, para a aplicação
em análise o modelo deve ser refinado.



Figura 14: Resultado controle de temperatura
com Machine Learning com distúrbio externo.
Distúrbio gerado após 17 minutos. Setpoint 20◦C

5 Discussão dos Resultados

A proposta de controlar a temperatura em uma
região espećıfica sem conhecimento prévio do mo-
delo dos componentes que compõem o sistem apre-
senta uma série de desafios e dificuldades. Diver-
sas técnicas podem ser implementadas nessa tare-
fas. Neste artigo foram escolhidas as técnicas de
identificação de sistemas para projetar um contro-
lador a partir de um modelo identificado e uma
técnica de Machine Learning.

Como há diferenças intŕınsecas entre o com-
portamento real do sistema e seus modelos mate-
máticos, a operação e controle do sistema base-
ado em modelos está naturalmente sujeita posśı-
veis erros. Por outro lado, utilizando-se de téc-
nicas adequadas esses erros podem ser minimiza-
dos. Nos resultados obtidos, ficou claro o fun-
damental papel da descrição matemática do sis-
tema para o controle. De posse dessa descrição,
foi projetado um controle com bom desempenho
de controle para a temperatura em uma região es-
perada. A identificação de sistemas para a mode-
lagem, mesma na ausência de conhecimento sobre
parte das caracteŕısticas do sistema em análise,
permitiu a obtenção de bons resultados.

No que diz respeito às técnicas de Machine
Learning, é interessante ressaltar que o algoritmo
permite controlar a temperatura desse sistema de
maneira satisfatória a temperatura do sistema sem
conhecimento prévio dos componentes, sendo ne-
cessário apenas a obtenção de dados experimentais
para aplicação do algoritmo.

No experimento em análise foi utilizada uma
pequena quantidade de informações sobre o sis-
tema. É esperado que ao incrementar o conheci-
mento do sistema, bem como possivelmente apli-
car técnicas diferentes de Machine Learning, se
possa obter um melhor desempenho de controle.
É posśıvel adequar quaisquer caracteŕısticas que
podem influenciar o sistema, desde que possam ser
mensuradas, tais como temperatura ambiente, ı́n-
dice de umidade, dentre tantas outras caracteŕısti-

cas pertinentes ao objetivo escolhido. A vantagem
a ser explorada nas técnicas de Machine Learning
consiste justamente na ampla capacidade de fazer
associações com dados, trazendo por meio desses
dados informações pertinentes ao sistema de inte-
resse.

Como propostas de trabalhos futuros, pode-
se implementar uma estratégia de controle adap-
tativo a fim de contornar de maneira mais pre-
cisa as incertezas paramétricas e dinâmicas não-
modeladas.

6 Conclusões

Em comparação com o controle PI, o controle ge-
rado com Machine Learning se mostrou menos efi-
caz quando o objetivo é manter a temperatura es-
tável. A capacidade de criarmos um controle com
Machine Learning com poucas informações sobre
o sistema é sem dúvidas um dos pontos fortes da
técnica, poupa tempo de projeto e se adapta à
variações com mais facilidade. Escolher qual se-
ria o modelo mais adequado é uma questão de
aplicação, já que ambas as técnicas se mostraram
eficazes em seu objetivo de controle.
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