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Abstract: The selection of model structures that represent real systems plays a fundamental
role in the system identification process. In this work, we seek to find polynomial NARMAX
models with good performance in both dynamic and static regimes that represent a 15 kW
hydraulic pumping system. For the structure selection, NSGA-II is implemented in order to
minimize three objectives: i. the static curve error of the model, ii. the one step ahead prediction
error (dynamic error), and iii. the number of model’s regressors. As a decision maker, the “knee”
criterion of the Pareto curve is applied along with the transmitter error limits to choose the
most appropriate model resulting from the structure optimizer. The selected model has six
regressors, with an error in static regime of 0.00659 [mic?], dynamic regime error with training
data of 2.85348 [mlc?] and dynamic regime error with validation data of 2.5614 [mlc?]. This
model proved to be a good alternative since it has presented satisfactory results in dynamic and
static regimes, with fewer regressors when compared to other work with the same dataset.

Resumo: A selegao de estruturas de modelos que representam sistemas reais desempenha um
papel fundamental no processo de identificacao de sistemas. Neste trabalho, busca-se encontrar
modelos NARMAX polinomiais com bom desempenho no regime dindmico e estatico que
representam um sistema de bombeamento hidraulico de 15 kW. Para a selecao de estruturas,
0 NSGA-II é implementado a fim de minimizar trés objetivos: i. o erro da curva estédtica do
modelo, ii. o erro de predi¢do um passo a frente (erro em regime dinamico), e iii. o ntimero de
regressores do modelo. Como apoio na decisao, o critério “joelho”’da curva de Pareto é utilizado
em conjunto com os limites de erro do sensor de pressao na escolha do modelo mais adequado do
conjunto Pareto étimo resultante do otimizador de estruturas. O modelo selecionado apresenta
seis regressores, com erro em regime estdtico de 0,00659 [mic?], erro em regime dinamico
de treino 2,85348 de [mlc?] e erro em regime dindmico de validagao de 2,5614 [mic?]. Este
modelo se mostrou uma boa alternativa uma vez que apresentou resultados satisfatorios nos
regimes dinamico e estatico, com um numero menor de regressores quando comparado com
outro trabalho em que foi utilizando o mesmo banco de dados.
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1. INTRODUCAO

Identificagao de sistemas é a metodologia que permite
construir modelos matematicos que representam sistemas
andlogos a partir de sinais de entrada e saida provenientes
do sistema (Ljung (1999); Soderstrom e Stoica (1988)).

* Agradecimento & UFLA (Universidade Federal de Lavras) por toda
a infraestrutura necessaria para execugao do projeto, sem os quais
seria improvéavel a realizagdo do mesmo.

Tais modelos estimados sao uteis para analisar o compor-
tamento do sistema real, implementar controladores mais
robustos, e predizer a saida de um sistema baseado em sua
configuracao de entrada.

O ponto central de um problema de identificacao de siste-
mas consiste em encontrar uma estrutura de modelo ade-
quada para que entao seus parametros sejam estimados.
Tal processo pode ser realizado utilizando conhecimentos
a priori do sistema ou nao. Sendo assim, as técnicas
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de modelagem podem ser classificadas em trés categorias
(Sjoberg et al., 1995).

i Modelagem caixa branca: o modelo é obtido pelas equa-
¢oes fisicas que regem o processo, ou seja, € necessario
um conhecimento profundo a priori do processo em
questao.

ii Modelagem caiza cinza: algum conhecimento a priori
do processo é utilizado para obter o modelo, mas
grande parte dos parametros precisam ser determina-
dos por meio dos dados observados.

iii Modelagem caiza preta: Nenhuma informacao fisica do
processo estd disponivel e a modelagem é feita a partir
de dados observados em testes dinamicos.

Na préatica, a maior parte dos problemas reais sao nao-
lineares e a aproximacao baseada em sistemas lineares é
inadequada por nao apresentar aspectos importantes do
processo (Pope e Rayner, 1994). Deste modo, modelos
NARMAX polinomiais (Non-linear AutoRegressive Mo-
ving Average eXogenous variables) (Leontaritis e Billings,
1985) tém sido amplamente utilizados na representacao de
tais sistemas, por ser uma ferramenta poderosa na repre-
sentacao unificada de uma grande variedade de modelos
nao-lineares (Yassin et al., 2016).

De modo geral, a identificagao de sistemas consiste em
trés etapas: determinacao da estrutura, estimativa dos
parametros e validagdo do modelo (Aguirre, 2007). O para-
digma minimizagao do erro um-passo-a-frente (PEM) tem
sido amplamente utilizado para detectar a estrutura e os
respectivos parametros do modelo. Contudo, tais algorit-
mos encontram dificuldades em selecionar uma estrutura
adequada de modelo em alguns casos conhecidos, como
problemas cuja a entrada é suave (Piroddi et al., 2012).

Em Hafiz et al. (2019b), é proposta uma nova estrutura
de busca ortogonal flutuante (em inglés, Orthogonal Floa-
ting Search) para selegdo de estruturas de sistemas nao-
lineares adaptando os algoritmos de busca flutuante ja
existentes para selecao de caracteristicas. Os algoritmos
utilizados como base foram a SFFS (em inglés, Sequential
Forward Floating Search) (Pudil et al., 1994), IFFS (em
inglés, Improved Sequential Forward Floating Search) (Na~
kariyakul e Casasent, 2009) e OS (em inglés, Oscillating
Search) (Somol e Pudil, 2000). Os resultados encontrados
demonstram que algoritmos de selecao de caracteristicas
podem ser adaptados para encontrar a correta estrutura
de sistemas nao-lineares.

J4 em Yassin et al. (2016) é proposta a aplicacdo do algo-
ritmo Binary Particle Swarm Optimization (BPSO) para a
selecdo do modelo NARMAX 6timo de um brago robético
flexivel. Em Retes e Aguirre (2019) foi utilizado o algo-
ritmo randomizado para selecao da estrutura do modelo
(RaMSS), sendo este método classificado como tendo con-
figuragoes probabilisticas. Outro trabalho relevante, desen-
volvido por Hafiz et al. (2019a), propde um quadro multi-
objetivo para a selecao de estruturas de sistemas nao-
lineares representados por modelos polinomiais NARX. Os
Algoritmos Evoluciondrios Multiobjetivos (MOEAs) utili-
zados foram: Nondominated Sorting Genetic Algorithm-11
(NSGA-II) (Deb et al., 2002), Strength Pareto Evolutio-
nary Algorithm-11 (SPEA-II) (Zitzler et al., 2001) e Multi-
objective Evolutionary Algorithm Based on Decomposition

(MOEA/D) (Zhang e Li, 2007). E demonstrado que os
algoritmos MOEAs podem ser adaptados para determinar
a estrutura correta de um sistema nao-linear.

Em Hafiz et al. (2019c¢) ¢é apresentado uma nova aborda-
gem de selecao de estruturas para identificacao de sistemas
nao-lineares baseada no algoritmo Particle Swarm Opti-
mization de duas dimensées (2D-UPSO). Esta abordagem
incorpora informacgoes sobre a cardinalidade do modelo,
permitindo assim determinar a estrutura correta e parci-
moniosa de um sistema nao-linear. Para fins comparativos,
quatro meta-heuristicas e a cldssica metodologia OFR (em
inglés, Orthogonal Forward Regression) foram utilizadas
para avaliar o desempenho do novo algoritmo proposto,
sendo que os resultados mostraram que o 2D-UPSO foi
capaz de detectar com sucesso as estruturas corretas de
um sistemas nao-linear.

Seguindo no campo de aplicagdo de estratégias multiob-
jetivas, Nariyoshi et al. (2017) aplicou o paradigma Algo-
ritmo Genético (AG), a saber NSGA-II, para a busca do
nimero 6timo de regressores, onde modificagoes estratégi-
cas nos operadores genéticos foram realizadas, reduzindo
assim o numero de geracoes necessarias. Por fim, Zakaria
et al. (2012) realizam uma comparagao entre abordagens
de otimizacao de objetivo tinico (do inglés, single-objetive)
e multiobjetivo (do inglés, multi-objetive) para desenvolver
modelos de sistemas dinamicos. Os resultados apontam
uma vantagem de otimizadores multiobjetivos na obtencao
de modelos adequados e parcimoniosos.

O objetivo deste trabalho é encontrar estruturas de mo-
delos parcimoniosos que tenham uma boa representagao
da dinamica e estatica de um sistema de bombeamento
hidraulico de 15 kW, utilizado em uma plataforma de
testes de turbinas hidraulicas que simula a carga hidréulica
de uma hidrelétrica, principal fonte geradora de energia
elétrica no Brasil.

Sendo assim, para a estimativa de parametros do polino-
mio NARMAX sera utilizado o método Minimos Qua-
drados Estendido, conforme sugerido por Barbosa et al.
(2011). Visto que uma boa representacido da fisica do
sistema implica em um modelo com bom desempenho
tanto em regime transiente quanto em regime permanente,
sera utilizado o paradigma NSGA-II para minimizar o erro
destes dois objetivos e encontrar o conjunto Pareto 6timo.
Por fim, o critério de decisao “joelho” sera utilizado em
conjunto com o limite de erro do sensor para selecionar o
modelo mais adequado para esta aplicagao. Com o objetivo
de avaliar o desempenho da proposta aqui apresentada,
o resultado sera comparado com o obtido por Barbosa
et al. (2011), onde outros paradigmas de algoritmos ge-
néticos (Goldberg, 1989) foram aplicados para calcular os
pardametros de uma estrutura NARX fixa, que é aplicada
ao mesmo banco de dados. Outra diferenca quanto ao
referido trabalho é o uso de um terceiro critério, nimero de
termos do modelo, a fim de direcionar a busca do algoritmo
NSGA-II por modelos com estruturas mais parcimoniosas.

O presente trabalho esta estruturado da seguinte maneira.
Na proxima secao serdo apresentados os materiais e fun-
damentagao tedrica utilizados no trabalho. Na Secao 3
a metodologia aplicada para obtengao dos resultados é
apresentada. Na Secdo 4 os resultados sao apresentados



20 4 @ Dados do ensaio estatico |

Pressao [mic]

T T T T T
800 1000 1200 1400 1600
Velocidade [rpm]

Figura 1. Dados do Ensaio Estatico.
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e uma discussao é feita. Por fim, na Secao 5, as conclusoes
sao dispostas.

2. MATERIAIS E FUNDAMENTAQAO TEORICA
2.1 Banco de dados

O banco de dados do sistema de bombeamento hidraulico
utilizado para ajustar os parametros do presente trabalho
possui como entrada a referéncia de velocidade das bom-
bas, aferidas em rotag¢ées por minuto [rpm], e como saida
a pressao do sistema, aferida em metro de coluna liquida
[mlc]. Os dados foram obtidos em Barbosa et al. (2011)
e possuem dois tipos de informagao sobre o mesmo, i.e.,
informacao dinamica e estatica.

A parte estatica consiste em dez ensaios, variando a
velocidade de 750 [rpm] a 1650 [rpm], com um passo
de 100 [rpm] entre os ensaios. Durante cada ensaio a
velocidade é mantida constante. Apés o sistema estabilizar,
ou seja, nao existir mais parcela transiente na dinamica do
sistema, a pressao foi registrada. A curva resultante pode
ser visualizada na Figura 1 e o mapeamento de valores de
entrada e saida na Tabela 1.

J& para a parte dinamica, foi aplicado um sinal de exci-
tagao de amplitude varidavel para atingir diferentes pontos
de operagao da bomba. Foram geradas N = 4000 amostras
para o conjunto de dados dinamico, onde N = 3200
sao utilizadas na modelagem do sistema e N = 800 na
validacao do mesmo. Na Figura 2a sao mostrados os dados
utilizados para identificacao dos modelos e na Figura 2b
os dados de validagao.

2.2 Modelos NARMAX polinomiais

As estruturas nao-lineares auto-regressivas com média
mével e entrada exégena (em inglés, Non-linear Auto-
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Figura 2. Dados do Ensaio Dinamico a) Para Modelagem;
b) Para Validagéo.

regressive with Moving Averageand and eXogenous inputs
- NARMAX) foram apresentadas em 1981 (Leontaritis e
Billings, 1985). Um modelo NARMAX, monovaridvel e
com periodo de amostragem normalizado, tem sua estru-
tura definida da seguinte forma:

y(k) = fly(k — 1), ,y(k —ny),u(k — 1), ..., (1)
u(k —ny),e(k—1),...,e(k —n.)) + e(k)

em que f é uma funcdo nao linear de grau I, y(k), u(k) e
e(k) sdo a saida, a entrada e o ruido aditivo do sistema,
respectivamente, cujos atrasos maximos sao representados
por ny, n, € ne. J4 os modelos NARX nao possuem o
modelo de ruido.

Este tipo de modelo, em relacao a outros modelos de
representacao nao-lineares, possui algumas vantagens. De
forma geral, é possivel obter modelos NARMAX que
conseguem, de forma satisfatéria e com um nivel de erro
aceitdvel, se ajustar a um conjunto de dados, quando
estes dados nao apresentam variagoes abruptas. Outro
aspecto interessante é a capacidade que esta representagao
polinomial consegue obter informacao analitica sobre a
dindmica do modelo (Aguirre e Mendes, 1996).

Por outro lado, é passivel de observagao que o niimero de
termos da Equagao 1 aumente exponencialmente com o
incremento da ordem de nao-linearidade e o maximo de
atrasos das saidas e entrada (Castro e Barbosa, 2019),
por este motivo é sempre interessante manter um numero
reduzido de termos no modelo de forma que o mesmo
seja parcimonioso. Outro ponto relevante é apontado por
Aguirre e Billings (1995), onde um modelo, quando sobre
parametrizado, pode resultar em custo computacional des-
necessario, instabilidade na obtencao numérica dos para-
metros do modelo de dinamicas nao existentes no sistema
real que esta sendo modelado.

2.8 Algoritmos Genéticos Multiobjetivos

Os Algoritmos Genéticos - AG (Holland, 1992; Goldberg e
Holland, 1988) sao métodos computacionais baseados nos



mecanismos de evolugao natural apresentados na teoria
da evolugao de Charles Darwin (Darwin, 1859) e na gené-
tica, inicialmente introduzida por Gregor Mendel. Desta
forma, em AGs, uma populagdao de solugoes candidatas
para um problema em questao evolui de acordo com ope-
radores (e.g., selegdo, mutagado e cruzamento) inspirados
nas teorias supracitadas de maneira que, com o passar
das geragoes (iteragoes computacionais), é formada uma
tendéncia de melhora nos individuos e, por consequéncia,
aumenta-se a probabilidade de obter melhores respostas
para o problema.

Além dos operadores genéticos, os AG’s possuem outros
dois pontos relevantes. O primeiro é a forma de codifi-
cacao de um individuo, para que o computador consiga
interpreté-lo e realizar operagoes com o mesmo. Uma re-
presentacao bastante usual dos individuos ¢é a binaria, ou
seja, apenas valores 1 e 0 (e.g., Indiv. =[00 1 1 0 0]). Mas
é interessante ressaltar que é possivel codificar o individuo
de outras formas (e.g., real, simbélica). O outro ponto é a
maneira de avaliar cada individuo da populagao. Nos algo-
ritmos genéticos isto é feito por meio de uma fungao custo
que ird mensurar a aptidao de cada ente da populagao.
Esta funcao custo realiza a traducao do problema real em
uma linguagem que a mdaquina consegue interpretar, ou
seja, ela possui todo o conhecimento sobre o problema e
suas possiveis restri¢coes. Todos os individuos sao avaliados
nesta fungao e o valor numérico retornado indica a aptidao
do mesmo para solucao do problema proposto, penalizando
os “piores” individuos e valorizando os “melhores”.

Em aplicagoes reais geralmente nao se tem um unico ob-
jetivo/solugdo a ser encontrado, sdo problemas multiob-
jetivos. Para estes tipos de problema é necessario o uso
de multiplas fungoes custo que, por sua vez, resultam em
miltiplas solugoes, onde nenhuma delas é melhor do que
as demais com respeito a todos os objetivos. Estas solugoes
geram um conjunto Pareto 6timo que é formado pelas
solugoes/individuos que nao sdo dominadas por nenhuma
outra, ou seja, as melhores solugées. Como consequéncia
disto, o problema passa a ser definir critérios de decisao
para escolher a solucao mais adequada ao problema estu-
dado, etapa conhecida como tomada de decisao.

3. METODOLOGIA

Objetivando obter um modelo 6timo NARMAX que seja
parcimonioso, isto é, que seja o mais simples possivel e
ainda represente bem a dindmica subjacente dos dados
(Aguirre e Letellier, 2009), foi utilizado o otimizador mul-
tiobjetivo NSGA-II (Deb et al., 2002), com trés objetivos,
sendo eles: i. minimizar o erro em regime dindmico (erro
de predicao um passo a frente); ii. minimizar erro da curva
estatica e iii. reduzir o nimero de regressores utilizados.
Os parametros utilizados na implementacao do NSGA-II
estao dispostos na Tabela 2, sendo Python a linguagem
de programacao empregada e Distributed Fvolutionary
Algorithms in Python (DEAP) (versao 1.3) a biblioteca
utilizada.

Na implementacao de algoritmos genéticos encontram-se
dois grandes desafios, a saber: a representagao cromos-
somial do individuo carregando todas as informacoes e
restrigdes que o problema apresenta, e a definicdo de uma
funcao de avaliagdo que penaliza a permanéncia de indi-

Tabela 2. Parametros utilizados na execugao

do NSGA-IT
Parametro Valor
Tamanho da populagao 200
Numero de geragoes 50
Probabilidade de mutagao 0,25
Probabilidade independente de mutacdo para 0.20
cada atributo do individuo ’
Tipo de mutacao Uniforme

Probabilidade de cruzamento 0,8
Probabilidade independente de cruzamento
para cada atributo do individuo

Tipo de cruzamento

0,5

Uniforme

viduos menos aptos nas préximas geragoes e favoreca os
individuos mais aptos para a solugao do problema.

Sendo assim, no presente trabalho a representacao cromos-
somial foi feita de forma bindria, sendo que cada elemento
do cromossomo indica o uso ou nao do regressor no modelo,
como feito em Castro e Barbosa (2019). Assim sendo, o
tamanho do individuo é definido pelo nimero de atrasos
méximos na entrada (n,), na saida (n,) e pelo grau de
nao-linearidade (I) permitidos. Neste contexto, o espago
de busca para os possiveis modelos ¢é restrito a todas as
combinagoes possiveis com n, = n, = 6 e [ = 2, conforme
utilizado por Barbosa et al. (2011), o que totaliza 91 candi-
datos a regressores. Um exemplo do modelo S(k) = y(k —
5)u(k — 1) +u(k — 1) + y(k — 1)? na forma cromossomial
¢ mostrado por:

S, = [0100000000000000000000100000000
000000000000000000000000000000 (2)
000000000010001000000000000000]

O segundo desafio encontrado na implementacao é a defi-
nicao das fungoes custo. Para cada faixa de operacao de
velocidade da bomba, tal como mostrado na Tabela 1, foi
realizada a simulagdo livre (Piroddi, 2008) para estimar
as saidas de cada modelo NARMAX em regime estatico.
Vale ressaltar que o modelo do ruido, parte da média
movel (do inglés, moving average - MA), nao foi utilizado
durante a simulagao dos modelos, sendo aplicado apenas
para reduzir a polarizagao na estimacgao dos parametros
que é feita pelos Minimos Quadrados Estendido, assim
como em Barbosa et al. (2011). J4 para o regime dindmico,
somente durante o treinamento, foi utilizada a simulagao
Um Passo a Frente com o conjunto de dados dinamicos de
treino para encontrar os valores de saida do modelo. Para
calcular o erro em regime estatico Jg foi feita a média
do erro médio quadrético (do inglés, mean squared error -
MSE) encontrado entre o valor simulado e o esperado para
cada faixa de operacao, definido por:

> i — 91)° 3)
Jg=——7F—,
M

onde M é o numero de faixas de operagao do ensaio
(amostras da curva estdtica do sistema real), y; é o valor
esperado da faixa de operacao e 9j; a predicao do modelo em
simulacao livre para a faixa de operacao em questao, onde
o valor para o qual o modelo convergiu é utilizado (saida
em estado estaciondrio). J4 o erro em regime dindmico Jp
é definido como:



YL (yi — 5i)? (4)
N 3

em que N é nimero de amostras dinamicas de treina-

mento, y; é o valor esperado e y; a predicao do modelo

na simulagdo Um Passo a Frente. Um terceiro objetivo é

utilizado, definido por:

Jp =

Iy = K, (5)

sendo K é o numero de termos do modelo a ser minimi-
zado. O problema completo de minimizagao é mostrado a
seguir:

0* = arg ming J(6) 6
ondeJERg{JS,JD,JN} ( )
Para executar o algoritmo, utilizou-se um desktop com
processador Intel Core i7-7700 3,6 GHz com 16Gb de
memoria RAM DDR4. O algoritmo foi executado duas
vezes, sendo que na primeira vez obteve-se um conjunto
Pareto onde o individuo com o menor nimero de termos
resultante da primeira execucao foi selecionado para per-
tencer a populacao inicial da segunda execugao, ou seja,
ser uma semente para esta nova rodada. Isto foi feito com
o intuito de obter um conjunto Pareto 6timo (resultado
final) com a maioria de suas solugbes possuindo um niimero
reduzido de regressores. Por fim, os modelos obtidos por
meio de simulagao Um Passo a Frente durante a execugao
do algoritmo foram submetidos a simulagao livre com os
dados de treinamento e validacao dinamicos, visto que
seus resultados retratam melhor a realidade da dinamica
dos modelos. Os erros em regime dinamico gerados para
cada modelo pelas simulacoes livres, também utilizando a
Equagao 4, sao utilizados no critério de decisao para definir
o modelo a ser selecionado juntamente com os erros de
regime estatico e nimero de termos.

A metodologia de apoio a decisao aplicada para seleci-
onar o modelo com melhor representatividade seguiu as
seguintes etapas: i. encontrou-se a superficie Pareto 6timo
entre os objetivos de erro em regime estdatico e erro de
treinamento em regime dinamico; ii. utilizou-se o knee cri-
teria of the Pareto curve (Das, 1999) a fim de encontrar os
modelos que possuem maior senso de compromisso entre os
objetivos, ou seja, os modelos mais proximos da origem da
superficie. Além disso, as medidas de incerteza do sensor
de pressao foram levadas em conta no suporte a decisao,
como feito em Barbosa et al. (2011). Sendo assim, todos
os modelos selecionados satisfizeram a condicao de erro em
regime estdtico abaixo de 0,031 [mlc?] (pois o limite de erro
do sensor é de £ 0.175 [mlc]); iii. os modelos selecionados
foram analisados sob a perspectiva do erro em regime
dinamico de treinamento e nimero de termos, uma vez que
o erro em regime estatico se apresenta inferior a incerteza
do sensor, formando assim uma nova fronteira de Pareto
6tima; iv. os modelos da nova superficie de Pareto sao
avaliados utilizando dados de validagao, formando assim
uma terceira fronteira de Pareto entre erro em regime
dindmico de validacao e nimero de termos do modelo; v.
a partir desta tultima fronteira de Pareto, o modelo que
melhor se adéqua aos objetivos é selecionado, priorizando
o0 modelo mais parcimonioso.

4. RESULTADOS E DISCUSSAO

Apés a execugao do algoritmo de otimizagdo multiobjetivo
NSGA-II, foi obtido um conjunto Pareto 6timo contendo
sessenta modelos NARMAX, que pode ser visto na Figura
3a. Nessa figura o desempenho dos modelos encontrados
foi avaliado, em simulacao livre, utilizando dois conjuntos
de dados diferentes, a saber: conjunto de dados de ensaio
estatico e conjunto de dados de ensaio dindmico de treino.
A Figura 3b, por outro lado, apresenta o desempenho, em
simulacao livre, dos mesmos modelos, porém utilizando
os dados de ensaio dinamico de validacao. Em ambos os
Paretos, o Modelo Barbosa et al. (2011) foi adicionado
para fins de comparagao com o desempenho dos modelos
encontrados.

A selecao do modelo que melhor representa o sistema
foi feita tomando como base a metodologia descrita na
Secao 3. Em primeiro lugar, foi encontrada a superficie
Pareto 6timo entre os objetivos de erro em regime estatico
e erro com dados de treinamento em regime dinamico,
representada na Figura 4a, sendo essa uma perspectiva em

duas dimensoes da Figura 3a. E possivel observar o trade-
off entre os objetivos e a regiao do espago das funcoes
custos denominada “joelho” da curva de Pareto, onde ha
um melhor compromisso entre os objetivos. Fazendo uma
analise mais criteriosa da fronteira de Pareto, observou-se
que quatro modelos atenderam ao critério do joelho (knee
criteria) e apresentaram valores de erro no regime estatico
abaixo do limite de erro do sensor de pressao, como pode
ser visto na Figura 4b.

De posse desses quatro modelos, prosseguiu-se com a ana-
lise sob a perspectiva do erro em regime dinamico com da-
dos de treinamento e niimero de termos dos modelos, onde
um modelo foi descartado pelo motivo de ser dominado
pelos outros dois modelos pertencentes a nova fronteira
de Pareto (Figura 5a). Por fim, os trés modelos restantes
foram analisados sob a perspectiva do erro em regime
dindmico com dados de validagao e nimero de termos, que
pode ser visto na Figura 5b. Nesta anélise o modelo de oito
termos é dominado, restando apenas dois modelos na nova
fronteira de Pareto, onde o modelo escolhido foi aquele
que se mostrou mais parcimonioso, ou seja, o modelo que
apresenta um menor nimero de regressores.

O individuo selecionado como sendo a solucao mais ade-
quada é destacado na Figura 5b. A Equacao 7 representa
a estrutura do modelo NARX selecionado de acordo com
o critério supracitado, doravante denominado Modelo Es-
colhido:

S(k) = 61y(k — 1)y(k — 5) + Oau(k — 4)y(k — 6) +
Ozu(k — Du(k — 3) + Oqu(k —1) + (1)
O5u(k — 6) + foy(k — 1)2

Na Tabela 3 estao dispostos o valores de erro médio qua-
dratico nos dados dinamicos e estaticos, assim como o
numero de regressores do Modelo Escolhido. A titulo de
comparagao, o modelo com dezessete regressores, obtido
em Barbosa et al. (2011), com seus pardmetros estima-
dos por meio dos minimos quadrados estendido, a partir
de agora denominado Modelo Barbosa, foi submetido a
mesma rotina de avaliagao, ou seja, foi feito o calculo do
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Figura 3. Conjunto Pareto (3 objetivos) a) Dados de treino aplicados em simulacéo livre em regime dindmico; b) Dados
de validacao aplicados em simulagao livre em regime dinamico.
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do conjunto Pareto para selecao de modelos.

MSE em regime estatico e em regime dindmico com dados
de teste e validagao, por meio de simulacao livre. Seus
resultados também sao apresentados na Tabela 3.
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Confrontando os resultados obtidos por cada modelo apre-
sentado na Tabela 3, é possivel notar que para os dados
estaticos o erro do modelo obtido por meio do NSGA-II se
mostrou mais apto, com um erro estatico bastante inferior



Tabela 3. Erros estatico e dinamico do Modelo
Barbosa et al. (2011) e Modelo Escolhido,
ambos utilizando Simulagao Livre.

Erro di-  Erro di-
Erro namico namico N° de
estdtico de de vali- regres-
[mic?] treino dagao sores
[mic?] [mic?]
Modelo Escolhido 0,00659 2,85348 2,5614 6
Modelo Barbosa
ot al. (2011) 1,81251 2,66776 2,16486 17
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Figura 6. Comparacao entre o Modelo Escolhido e Modelo
Barbosa et al. (2011) para os dados estdticos.
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Figura 7. Comparacao entre o Modelo Escolhido e Modelo
Barbosa et al. (2011) para os dados dindmicos de
validagao (Simulacao Livre).

se comparado com o Modelo Barbosa. Por outro lado,
analisando os resultados advindos dos dados de validacao
dinamica, o modelo encontrado em Barbosa et al. (2011)
apresentou resultados melhores, porém com um ntmero
superior de regressores. E interessante notar que o Modelo
Escolhido, mesmo com um niimero reduzido de regressores,
consegue manter um comportamento dinamico relativa-
mente préximo do Modelo Barbosa.

Os resultados da simulagao livre para ambos os modelos,
utilizando os valores de velocidade do regime estatico
expostos na Tabela 1, sao apresentados graficamente na
Figura 6 para melhor entendimento, onde fica claro a
superioridade do Modelo Escolhido. Por fim, na Figura
7 sao expostos de forma grafica os resultados da simulagao
livre para o Modelo Escolhido e Modelo Barbosa aplicados
ao conjunto de dados do regime dinamico de validagao.

5. CONCLUSAO E TRABALHOS FUTUROS

Este trabalho teve por objetivo encontrar um modelo
NARMAX parcimonioso de um sistema hidraulico de bom-
beamento com uma boa representagao de seu comporta-
mento estatico e dinamico.

Para resolver o problema de selegdo de estrutura NARX,
foi implementado o Algoritmo Genético multiobjetivo,
NSGA-II, onde foram utilizados trés fungdes custo, a sa-
ber: i. redugao do erro médio quadratico do regime es-
tatico, ii. redugao do erro médio quadratico do regime
dinadmico e iii. redugao do nimero de regressores. A curva
estatica do modelo foi encontrada por meio de sua simu-
lacao livre para entradas constantes especificas, e o de-
sempenho dinamico foi avaliado por meio de predicao um
passo a frente. Sendo assim, obteve-se um conjunto Pareto
otimo com sessenta possiveis modelos. Utilizou-se entao
o critério do joelho (do inglés, knee criteria) do conjunto
Pareto 6timo em conjunto com o limite de erro do sensor
de pressao para selecionar o modelo mais parcimonioso.

O modelo encontrado neste trabalho possui seis regresso-
res, com um erro médio quadratico em regime estatico de
0,00659 [mlc?] e com erros dinAmicos para dados de treino
e dados de validagao, em simulacao livre, iguais a 2,85348
[mlc?] e 2,5614 [mlc?], respectivamente. Ao comparar com
um modelo prévio da literatura, que possui 17 regressores e
apresentou um erro médio quadratico em regime estatico
de 1,81251 [mlc?], erros em regime dindmico com dados
de treino e validacao, em simulacao livre, iguais a 2,6677
[mlc?] e 2,1649 [mic?], respectivamente, é possfvel afirmar
que ambos os modelos possuem desempenho relativamente
préximo para os dados dindmicos de validagao. Porém, o
modelo implementado possui um erro em regime estatico
bastante reduzido mesmo possuindo menos da metade do
numero de regressores.

Diante do exposto, é possivel concluir que o algoritmo
NSGA-II é um bom método para selecao e otimizacio
de estruturas de modelo NARMAX, que o modelo en-
contrado é parcimonioso e consegue representar tanto o
comportamento dindmico quanto estatico do sistema de
bombeamento hidraulico. Trabalhos futuros pretendem ex-
plorar outros critérios de sele¢ao de modelos em conjunto
Pareto 6timos. Outro aspecto interessante a ser explorado
é utilizar o critério de Akaike (Akaike, 1974), que reduz
o numero de objetivos de trés para dois, simplificando a
otimizagao multi-objetiva. Também pretende-se comparar
o desempenho do NSGA-II com outras técnicas de otimi-
zacao multiobjetivo evoluciondrias, tais como NSGA-III
e SPEA-IL. Por fim, também é de interesse implementar
a simulacao livre na estimacao do erro do conjunto de
dados dinadmicos durante o treinamento, a fim de obter
uma melhor generalizagao dos modelos encontrados.
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